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1: La télédétection d’hier a demain

Introduction générale

1. La télédétection d’hier a demain

La télédétection est I’ensemble des techniques qui permettent d’obtenir de I’information sur la
surface de la Terre sans contact direct avec celle-ci (y compris 1’atmosphére et les océans)
notamment par I’acquisition d’images. La télédétection englobe tous les processus qui
consistent a capter et enregistrer 1’énergic d’un rayonnement électromagnétique émis ou
réfléchi, a traiter et analyser I’information qu’il représente, pour ensuite mettre en application
cette information.

La telédétection commenga en 1856 lorsqu’un appareil photographique fut installé de fagon
fixe a bord d'un ballon. La photographie aérienne verticale fut ensuite largement utilisée pour
la cartographie, notamment lors de la premiére guerre mondiale. Pendant 1’entre-deux guerres,
la photographie aérienne devient un outil opérationnel pour la cartographie, la recherche
pétroliere et la surveillance de la végétation. La période de 1957 a 1972 marque les débuts de
I’exploration de I’Espace et prépare I'avénement de la télédétection actuelle. Le lancement des
premiers satellites, puis de vaisseaux spatiaux habités a bord desquels sont embarqués des
caméras, révele lintérét de la télédétection depuis l'espace. La premiere application
opérationnelle de la télédétection spatiale apparait dans les années 1960 avec les satellites
météorologiques de la série ESSA.

Le lancement en 1972 du satellite Landsat-1, premier satellite de télédétection des ressources
terrestres, ouvre 1’époque de la télédétection moderne. Le développement constant des capteurs
et des méthodes de traitement des données numériques ouvre de plus en plus le champ des
applications de la télédétection et en fait un instrument indispensable de gestion de la planéte
et un outil économique. En 1986, le premier satellite de la famille Spot est lancé et ouvre 1’aire
de la diffusion et de la commercialisation des images de télédétection.

Dans le domaine du rayonnement visible et infrarouge, les capteurs a trés haute résolution
spectrale sont d’utilisation courante. Les satellites sont de plus en plus petits et permettent des
applications ciblées. Les satellites a capteur radar, actif ou non, se généralise pour une
utilisation civile (SMOS, Terrasar, Sentinel-1, etc.). La diffusion accélérée et I’augmentation
de la puissance des ordinateurs contribuent a promouvoir de nouvelles méthodes d’utilisation
des données toujours plus abondantes fournies par la télédétection spatiale.

Demain, la diversité des satellites d’observation va s’accroitre. L’apparition de constellation de
satellites permettra 1’acquisition réguliére d’une méme scéne, a différentes résolutions et dans
diverses longueurs d’ondes.

Ces futures constellations telle que Sentinel (Copernicus, ex-GMES, lancement prévu en 2014
par ESA) mettront gratuitement et rapidement leurs données a disposition apres les dates
d’observation. La démocratisation de la télédétection et de I’imagerie satellite entrainera la
nécessité de mise a disposition d’outils intuitifs et automatique pour le grand public.
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2. L’utilisation de données multidimensionnelles de télédétection pour la
cartographie des sols : enjeux et problématiques

Aujourd’hui, la quantité d’images de télédétection est abondante, variée et accessible. Divers
problémes se posent pour I’utilisation de ces données, notamment pour la cartographie de
I’occupation des terres. Parmi ces problémes, nous citerons les suivants :

- Quelles sont les meilleures images a utiliser pour une application thématique ?

- Comment peut-on utiliser la diversité des informations pour améliorer les performances
des systemes de classification ?

- Quelles sont les limites intrinséques d’une méthode automatique en fonction des
données utilisées ? Peut-on se libérer de ces limites ? Si oui comment ?

Cette thése se proposera de donner une réponse a ces questions en présentant une approche
originale, permettant le traitement automatique et optimal des images, afin d’obtenir une carte
d’occupation des sols.

Cependant, il n’existe pas de méthode universelle qui maximise la qualité des traitements pour
tous les types de caractéristiques. Chaque méthode a ses avantages et ses inconvénients. Le but
de cette thése ne sera donc pas de mettre en avant une méthode plutét qu’une autre, mais de
montrer et de valider une méthodologie permettant d’utiliser la diversité des données afin de
fournir une approche la plus robuste, performante et automatique.

3. L’approche proposée et I’organisation du manuscrit

Ce manuscrit est composé de sept chapitres. Le premier chapitre présentera un état de 1’art des
méthodes de classification d’images, applicables a la télédétection. L’accent sera mis sur les
particularités de ces méthodes : supervisées ou non supervisées (avec ou sans Vérité terrain),
paramétriques ou non paramétriques, ponctuelles, objet ou globales.

Au chapitre 2, dans le but de caractériser les méthodes et les données utilisées pour la
classification, j’introduirai de nouveaux indices de performance afin d’évaluer les résultats de
classifications supervisées. Un point sera également fait sur ’interprétation des classifications
non supervisées, et justifiera I’introduction au chapitre 5 d’une nouvelle méthode de
classification sans vérité terrain de la zone a etudier.

Aux chapitres 3 et 4, j’introduirai une méthodologie alliant automatisation et amélioration des
classifications, appelée Sélection-Classification-Fusion (figure 0.1).

La premiere partie de cette méthode présentée dans le chapitre 3 consistera a introduire un
algorithme de sélection robuste et flexible, afin de sélectionner les meilleurs jeux de données
d’entrée du processus de classification, en fonction de critéres de recherche précis introduits au
chapitre 2. Cette sélection pourra se faire d’un point de vue temporel, spectral mais également
sur le choix du classifieur ou de toute autre caractéristique pouvant avoir une influence sur le
processus de classification.



3 : L’approche proposée et I’organisation du manuscrit

Jeu de données Classes thématiques
Y Y h 4 ¢ Y
Selection Selection Selection
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Classification Classification  |eesseeeeees] Rau.chaque dhsse............ B ficction

4 h 4 h 4

Fusion de résultats de classifications
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- Estimation flux deycarbone
- Cdrtographie trame verte

figure 0.1 : lllustration de 1’organisation de 1a méthodologie présentée

La seconde partie de la méthode (chapitre 4) consisteraa améliorer le résultat final par fusion
de résultats de classification en utilisant la complémentarité de plusieurs résultats obtenus dans
des conditions différentes (temporelles, sourcesysClassifieur). Cette méthode a 1’avantage de
pouvoir fusionner automatiquement n’imponte quel résultat de classification sans hypothese
particuliere sur les données. Plusieurs.applications de fusion de résultats de classification seront
présentées (optique/radar, multi-classifieun,.4).

Au chapitre 5, une méthode de classification guidée par une collection de données statistiques
de valeurs radiométriques sera4oroposée. Cette méthode automatique permet d’obtenir une
occupation du sol sans vérité terrain de la zone a étudier.

Les méthodes de ces 5 premiers chapitres seront validées sur de multiples jeux de données :
optique (Formosat-2, Spet 2/4/5, L andsat 5/7, Worldview-2, Pleiades) et radar (Radarsat, ERS,
Terrasar-X), résolutionS'spatiales variées de haute a tres haute résolution (de 30 métres a 0.5
meétre), répétitivités temporelles variées (jusqu’a 46 images par an) et sur des zones d’étude
différentes (agricoles (Toulouse; Marne), montagneuses (Pyrénées), arides (Maroc, Algeérie)).

Les reésultats des. methodes présentées seront utilisés pour deux projets majeurs : la détection
des changements et Pestimation des flux de carbone (chapitre 6) et la cartographie des trames
vertes et bleues{(€hapitre 7). La détection des changements et I’estimation des flux de carbone
font partie du programme Copernicus de I’ESA et nécessite la création d’une carte de rotation
des @ccupations du sol. Les outils développés ont également servi a la cartographie des trames
vertes (engagement national pour 1’environnement, loi Grenelle 2 de I’environnement). Cette
application fait notamment partie du projet Copernicus mais a une échelle européenne.






Chapitre I. La classification

Résume : En télédétection, le probleme de la classification multidimensionnelle est
complexe et dépend de nombreux parametres. Il n’existe pas une mais plusieurs
facons de classer les pixels d’une image et chacune est a utiliser dans des
contextes différents, d’ou la nécessité pour la compréhension des chapitres
suivants de la présentation detaillée de ces méthodes de classification qui
peuvent étre supervisées ou non supervisées (avec ou sans Vérité terrain),
paramétriqgues ou non paramétriques, ponctuelles, objet ou globales. Ces
méthodes sont ensuite appliquées et comparées sur un exemple concret d’images
de telédétection.

Mots clés : classification multidimensionnelle, surface de décision, ICM, données exogenes

« Si les nuances infinies du langage ne s'accommodent point
des classifications rigides qu'on veut faire, tant pis pour les
classifications. La science doit s'accommoder a la nature. La
nature ne peut s'accommoder a la science. »

Ferdinand Brunot, 1922
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1 : Introduction

1. Introduction
1.1. Définitions et existence

« La classification proprement dite est une opération de I'esprit qui, pour la commodité des
recherches ou de la nomenclature, pour le secours de la mémoire, pour les besoins de
I'enseignement, ou dans tout autre but relatif a I'hnomme, groupe artificiellement des objets
auxquels il trouve quelques caractéres communs, et donne au groupe artificiel ainsi formé une
étiquette ou un nom générique. » Telle est la définition de Cournot (Cournot, 1851) concernant
la classification d’un point de vue général.

Il 'y a deux points de vue philosophiques qui permettent de séparer la classification en deux
catégories (Russel & Whitehead, 1925) :

— La démarche platonicienne qui suppose la préexistence des catégories a observer sur
I’observateur, ici I’humain. L’humain ne fait donc que découvrir, plus ou moins
imparfaitement, le monde qui I’entoure. Cette maniére de voir le monde est aussi
appelée « réalisme » et n’est plus majoritaire depuis le Moyen-age.

— Le nominalisme qui suppose que I’humain donne une sémantique de la scéne en
fonction de son observation. Cette observation conduit donc au classement. L’humain
fait ainsi parti du probleme de classification et le processus de classification sera corrélé
au facteur humain.

Il'y a également deux points de vue mathématiques :

- La classification supervisée qui utilise la connaissance de la zone a étudier (vérités
terrain) pour décider des catégories a attribuer.

- La classification non supervisée qui ne présuppose aucune connaissance de la zone a
étudier, donc sans vérité terrain.

La classification non supervisée decoule naturellement du réalisme et la classification
supervisée du nominalisme.

Dans le cadre de la classification supervisée, la significativité et la représentativité des
échantillons sont alors primordiales, le processus de classification ne fournissant qu’une
fonction discriminante initialisée a partir de cette référence. Certaines méthodes se révéleront
ainsi plus robustes que d’autres aux erreurs contenues dans les échantillons de références, la
fiabilité des vérités terrain n’étant pas absolue.

Dans le cadre de la classification non supervisée, un compromis sur le degré de représentation
de la scéne doit étre pris en compte. Ce compromis se fait dans le choix du nombre de classes
et de la quantité de pixels a explorer pour initialiser le processus. Mis a part cette étape de
découverte, le principe des méthodes de classification non supervisée reste identique a celui des
méthodes de classification supervisée.

Commencgons par définir quelques termes de classification qui nous serviront dans la suite du
manuscrit.



Chapitre | : La classification

Définition : Nous appellerons classifieur toute fonction ou ensemble de regles de décision
permettant de transformer un ensemble de données appartenant a R™ en un ensemble de classes
discretes appartenant a N.

Nous ne définirons pas le terme classe au sens mathématique du terme mais de la fagon
suivante :

Définition : Une classe est définie par un ensemble d’éléments la composant dont les
caractéristiques ont été jugées similaires (humainement ou mathématiquement). Les éléments
composant une classe peuvent ainsi étre les pixels d’une image ou des ensembles de pixels alors
appelés objets.

1.2. La classification appliquée a la télédétection pour la cartographie de I’occupation
des sols

En télédétection, la classification consiste a effectuer la correspondance entre les éléments
d’une scéne de I’image matérialisés par des pixels, représentés par des valeurs radiométriques
multidimensionnelles, et un ensemble de classes thématiques connues a priori ou non. Cette
correspondance est réalisée par des fonctions discriminantes sous forme de regles de décision,
qui sont définies et apprises a partir des informations a priori. En résumé, la classification vise
a attribuer aux pixels des étiquettes dont 1’origine est thématique (Ducrot, 2005). Les jeux
d’images de télédétection peuvent Etre composés d’images acquises a plusieurs dates
(dimension temporelle) et suivant différentes longueurs d’ondes (dimension spectrale).

1.3. Les catégories de méthodes de classification

Dans le paragraphe 1.1, nous avons abordé une premiére partition concernant le type de
classification : supervisée et non supervisee.

Un deuxieme partitionnement concerne la modélisation de la fonction discriminante. Si cette
fonction suit une distribution statistique connue, on parle de méthode de classification
paramétrique. Cette association offre la possibilité d’affecter a chaque site (ou pixel) une
probabilit¢ d’appartenance a une classe donnée. Tout classifieur probabiliste est donc
paramétrique. Dans le cas contraire, on parle de méthode de classification non paramétrique,
car aucune distribution n’est utilisée pour modéliser les données et seule la relation entre
individus est considérée. Cette catégorie comprend notamment les méthodes basées sur le
seuillage, la minimisation de distance et les méthodes a noyau.

Un troisieme partitionnement concerne le mode opératoire de la méthode de classification. Il
existe trois modes opératoires : ponctuel, objet et global. La méthode ponctuelle suppose
I’indépendance des pixels de I’image et les traite indépendamment les uns des autres. La
méthode objet suppose 1’indépendance des objets dans 1’image mais la dépendance des
¢léments d’un méme objet. La méthode globale suppose la dépendance de tout élément de
I’image avec I’ensemble de ses voisins. Comme nous le verrons plus tard, cette dépendance se
limite @ un nombre restreint de voisins lorsque la méthode est sous hypothéses markoviennes.
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notation définition

IM un ensemble d’images

IM 4k I’image de la date d au canal k

S un site (ou pixel)

Sijdk le pixel s de coordonnées (i, j, d, k)

X la valeur observée au pixel s

IM, un site s de lI'image

D un ensemble de dates

d une date d’acquisition de 1’image

K un ensemble de canaux spectraux

k un canal spectral d’acquisition de 1’image

zone un ensemble de pixels a étudier

C un ensemble de classes (ou étiquettes)

Cs la classe attribuee au pixel s

\/ un systeme de voisinage

\'A un point s du voisinage V

U une fonction énergie

e le vecteur des moyennes de la classe ¢

O, le vecteur des écarts types de la classe ¢

X, la matrice des covariances de la classe ¢

S un ensemble de sites

M I’ensemble des matrices de confusions

m, e, la confusion de la matrice m pour les points classés en tant
que c; mais appartenant a la classe c; dans 1’image de
validation

CLA I’ensemble des images des résultats de classification

#E le cardinal ou nombre d’élément d’un ensemble fini E

tableau 1.1 : Termes et définitions



Chapitre | : La classification

2. Les méthodes de classification multidimensionnelles applicables a la
télédétection

Dans la suite de ce chapitre, je présenterai les différentes méthodes de classification appartenant
aux trois partitions détaillées précédemment. Chaque méthode sera accompagnée d’illustrations
de son fonctionnement.

Commencons par introduire les notations qui seront utilisées au cours des différents chapitres
et regroupees au tableau 1.1. Dans le cadre de la classification d’images de télédétection
multidimensionnelles, nous noterons IM I’ensemble des images disponibles a classer et Sjqx
les éléments ou pixels appartenant a IM avec (i, j, d, k) les coordonnées du point s dans
I’'univers IM (i pour la ligne, j pour la colonne, d pour la date et k pour la bande spectrale ; voir
la figure 1.1 pour une illustration de cette représentation en quatre dimensions). La valeur
observée au pixel s est notée xq.

j J
K, K,
kll(z r kll(zl :
: s | s
1 I
I I
I I
I I
>
d, d;

figure 1.1 : Position du pixel s suivant les 4 dimensions utilisées en télédétection: i pour la ligne, j pour la
colonne, d pour la date et k pour la bande spectrale)

Chaque élément thématique de référence est appelé classe et noté c. Pour chague classe ¢, on
peut calculer la moyenne, 1’écart-type et la covariance des pixels pour chaque date d et bande
spectrale k a partir des données de références (ou apprentissage). Ces statistiques sont notées
respectivement p., o etX..

Dans un but d’illustration des méthodes de classification présentées dans ce chapitre, nous
prendrons un exemple volontairement simpliste d’une image RVB (Rouge-Vert-Bleu). Seules
les bandes spectrales rouge et verte seront utilisées pour la classification, ce qui facilitera la
visualisation des nuages de points et des surfaces de décisions (figure 1.2). Des échantillons de
3 classes ont été acquis pour I’apprentissage et la vérification (figure 1.3). L’image représente
une fleur rouge disposant d’un pistil jaune avec un arriére-plan vert. Le nuage de point et les
références choisies sont présentes en figure 1.4. Cet exemple permettra de visualiser et de
comprendre les mécanismes des différentes methodes de classifications.
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2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

2.1. Les méthodes de classification ponctuelle

figure 1.2 : Image utilisée pour I’illustration des figure 1.3 : Echantillons d’apprentissage pour les
méthodes de classification. Seules les bandes Rouge classifications supervisées : en Rouge les pétales de
et Verte seront utilisées pour la classification la fleur, en Jaune le pistil et en Vert la végétation en
arriere-plan

Nuage de points

250

Bande Verte

Bande Rouge

figure 1.4 : Nuage de points associé a la figure 1.2 et aux échantillons de la figure 1.3. Le centre des classes est
indiqué par un point bleu

figure 1.5 : Surface de décision de la méthode figure 1.6 : Image résultant de la classification de la
de classification par seuillage : parallélépipéde. figure 1.2 par la méthode du parallélépipéde (0=3)

La superposition du rectangle rouge et du jaune
rend la décision impossible.

2.1.1. Laméthode de classification par seuillage

11



Chapitre | : La classification

La premiére facon de classer un individu dans une partition est issue de la logique booléenne.
Cette méthode assez simple consiste a vérifier la présence ou non de ’individu dans une
partition afin de décider de son appartenance. Cette méthode est non paramétrique.

En pratique, on choisira de classer un individu en fonction d’un seuil définissant les différentes
partitions C de I'univers IM. La méthode la plus utilisée pour ce seuillage s’appelle la méthode
de classification du « parallélépipede ».

Un ensemble de parametres de régularisation noté a permet de régler 1’étendue (I’aire) du
parallélépipede. La régle de décision permettant de déterminer la classe optimale c2P* pour
chaque pixel s de I’image est la suivante :

t . .
cs? = csi et seulement si xg € [uc,d,k —0Ogk *Ocdk »Mcdk T Adk * cc,d,k],‘v’d €D, keK

Cette regle de décision forme un parallélépipede multidimensionnel de centre p 4 et de largeur
2% gk * 0cqk (figure 1.5, page précedente). Le principal inconvénient de cette méthode est
son incapacité a décider lors de la superposition de plusieurs surfaces de décision (exemple de
la figure 1.6 avec la superposition de la surface rouge et jaune). De ce fait, cette méthode génére
en général beaucoup de pixels non-classés c'est-a-dire dont la décision n’a pu étre prise.

2.1.2. Les méthodes de classification par minimisation de distance

Une seconde fagon de classer un individu consiste a caractériser les interactions et relations de
I’individu avec les partitions de maniére « réelle », et non plus booléenne. En choisissant un
certain type de relation ou d’affinité, il sera facile de quantifier la proximité d’un élément a une
partition.

Une des manieres de caractériser cette interaction est d’utiliser la notion de distance qui permet
de mesurer précisement la longueur entre deux éléments (et par extension entre un élément et
une partition ou encore entre deux partitions).

Commencons par definir la notion de distance entre deux points.

Définition : Dans un espace vectoriel norme (E, ||. ||), on définit une distance d a partir de la
norme || || entre deux points x et y tel que V (x,y) EEXE: d(x,y) = |ly—x|,d: EXE -
R™* et qui vérifie les propriétés suivantes :

. Vxy€E: dxy) =d(y,x) (propriété de symétrie)
ii. Vxy€EE:dxy) =0ox=y (propriété de séparation)
iii. Vxyz€E: dxz) < dixy)+d(y,z) (propriétéde I’inégalité triangulaire)
L’espace E ainsi muni d’une distance d est appelé espace métrique.

En particulier dans R", la distance entre deux points s’écrit généralement a 1’aide de la
formulation de Minkowski, que I’on appelle p-distance (équation 1.1).

V(xy) ER"XR",dy(xy) = lIx = yllp
(1.1)

12



2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

Les trois formulations dérivées de la p-distance les plus utilisées sont :

— la 1-distance ou distance de Manhattan :

n
v (xy) € R X R, dy (o) = ) Ix; — il (12)

i=1

— la 2-distance ou distance euclidienne :

n
V (xy) € R* x R", d,(x,y) = Z|xi —yil? (1.3)
i=1
— la co-distance ou distance de Tchebychev :
Y (x,y) ER" X R", d(xy) = sup |x; — yil (1.4)

1<isn

Rappelons pour information qu’il y a équivalence des normes et donc des distances dans R".

On définit ensuite les distances d’ordre 2 en ajoutant des statistiques d’ordre 2 (écart-type et
covariance) dont la plus utilisée pour mesurer la distance entre un point et un ensemble est la
distance de Mahalanobis définie par 1’équation 1.5:

VX € ]Rn: ce( dmaha(Xi C) = \/(X - UC)TZc_l(X - p-c) (I'S)

Afin de comparer deux ensembles, il convient d’utiliser la distance de Bhattacharyya
(Bhattacharyya, 1943) ou la divergence de Kullbach-Leibler (respectivement les équations 1.6
et 1.7). Nous présentons une version améliorée de la divergence de Kullbach-Leibler qui ajoute
la propriété de symétrie a la divergence originale de (Kullback & Leibler, 1951). Néanmoins,
nous préféererons la distance de Bhattacharyya pour la comparaison de deux ensembles du fait
du manque de la propriété de I’inégalité triangulaire pour la divergence de Kullbach-Leibler.

1 T (2 +Zc\ "
v (Cl’ Cz) e CxC(, dbhatta(Cb CZ) = g (lvlcl - UCZ) (%) (UCl - UCZ)

Loy 2, \ (1.6)

1 2
+ - In| ——
2 ’ ’
|ZC1| |EC2|/

: 1 _ _
V (cq,c) ECXC, divig sym(c,2) = > (tr(Z,2t) + tr(2, =5t

+(uC1 - uCz)T(Eal + z:(?21)01(31 - I‘J‘Cz))

(1.7)

Les distances d’ordre supérieur ou égal a 3 ne sont pas utilisées du fait de leur complexité de
calcul, notamment pour I’inversion de matrices de dimension 3 et plus.
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Chapitre | : La classification

Introduisons maintenant ces mesures entre les pixels a classer et les pixels de référence aux
algorithmes de classification.

L’algorithme de classification par minimisation de distance (ou encore K-plus-proches-voisins)
introduit par Cover (Cover & Hart, 1967) est trés utilisé en télédétection (Lee, Weger, Sengupta,

- - - Opt z H
H . S . .
& Welch, 1990). Cet algorithme attribue au pixel s la classe la plus proche c,* " (équation 1.8)

¢s? = argmin d(xs,c;) (1.8)

Avec d(xg, cg) une distance entre le pixel s et la classe cs.

La classe cg peut alors étre restreinte a sa moyenne . pour les distances d’ordre 1 ou a sa
moyenne . et sa matrice de covariance X pour les distances d’ordre 2.

Voyons au travers de I’exemple introduit en début de chapitre I’illustration des différences entre
les distances introduites précédemment.

Dans le cas des 3 distances d’ordre 1, les fronti¢res de décision de I’algorithme de classification
sont définies par des polygones de Voronoi (Voronoi, 1908). Les surfaces de décision sont
illustrées pour chacune des distances présentées précédemment : la distance d-1 (Manhattan,
figure 1.7), la distance d-2 (euclidienne, figure 1.9) et la distance d-oo (Tchebychev, figure 1.11).
Les classifications associées sont présentées aux figures 1.8, 1.10 et 1.12.

Pour les distances d’ordre 2, la surface de décision d’un classifieur utilisant la distance de
Mahalanobis forme des hyperboloides (figure 1.13) dont le centre est la moyenne de la classe
et les rayons définis par les valeurs propres de la matrice de covariance (explication en figure
1.15). Le résultat de la classification par minimisation de distance de Mahalanobis est présenté
en figure 1.14. L’apport de cette nouvelle distance est visible, les confusions jaune/rouge et
vert/rouge sont trés nettement diminuées.

La minimisation de distance conduit a des décisions incorrectes lorsque les dispersions des
classes sont tres différentes entre elles, id est des déterminants de matrice de covariance
différents et donc des volumes d’hyperboloides différents. La figure 1.16 illustre ce phénomene.
Bien que la distance euclidienne de s a c; soit plus petite que celle de s a c,, le point s est plus
proche du nuage de point de c,, d’ou I’intérét de la distance de Mahalanobis.

Rien ne justifie alors 1’utilisation de la méme métrique pour les différentes classes (Saporta,
2006), d’ou la nécessité de normaliser les mesures et donc d’introduire la notion de probabilité.

14



2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

figure 1.7 : Surface de décisions de la méthode  figure 1.8 : Image résultant de la classification de la figure
par minimisation de distance de Manhattan 1.2 par minimisation de distance de Manhattan

figure 1.9 : Surface de décision de la méthode par figure 1.10 : Image résultant de la classification de la
minimisation de distance euclidienne figure 1.2 par minimisation de distance euclidienne

figure 1.11 : Surface de décision de la méthode figure 1.12 : Image résultant de la classification de la
de par minimisation de distance de Tchebychev figure 1.2 par minimisation de distance de Tchebychev

figure 1.13 : Surface de décision de la méthode
par minimisation de distance de Mahalanobis

figure 1.14 : Image résultant de la classification de la
figure 1.2 par minimisation de distance de Mahalanobis

15



Chapitre | : La classification

I, = QxDxQt?
_ (Chl fhz) (d1 0 ) (CI11 C112)71
21 922/\0 d,/\d21 Y22

S oy (d 0 - -1
= (Vl \#] (01 dz)(Vl V2

o~
3] A
T
© dl = 0OA
[aa)
d, = OB
Classe C
-~
Ll
Bandel

figure 1.15 : Construction d’un ellipsoide représentant une classe C suivant deux dimensions

Bande 2

A 4

Bandel

figure 1.16 : lllustration de la nécessité de pondérer la distance euclidienne sA et sB par I’étendue de chaque
classe (volume des ellipsoides). Le point s est plus proche de la classe ¢z, d’ou I’intérét de la distance de
Manahalobis (sA’ et sB”)
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2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

2.1.3. La méthode de classification avec notion de probabilité d’appartenance

2.1.3.1. Lanotion de probabilité et de loi de probabilité

Le premier usage du mot probabilité apparait en 1370 avec la traduction de I'éthique a
Nicomaque d'Aristote par Oresme et désigne alors « le caractére de ce qui est probable »
(Oresme, 1940). Le concept de probable chez Aristote est défini dans les Topiques (de Pater,
1965) par : « Sont probables les opinions qui sont recues par tous les hommes, ou par la plupart
d’entre eux, ou par les sages, et parmi ces derniers, soit par tous, soit par la plupart, soit enfin
par les plus notables et les plus illustres ».

La notion d’opinion collective introduite par Aristote illustre bien la probabilité de prise de
décision. Chaque décision est prise en fonction de tous les observateurs, quelle que soit leur
importance, ce qui implique une notion de normalisation et de collectivite.

La probabilité objective d’un événement n’existe pas et n’est donc pas une grandeur mesurable,
mais tout simplement une mesure d’incertitude, pouvant varier avec les circonstances et
I’observateur, donc subjective. La seule exigence étant qu’elle satisfasse aux axiomes du calcul
des probabilités (Saporta, 2006).

La théorie mathématique des probabilités ne dit pas quelle loi de probabilité mettre sur un
ensemble IM parmi toutes les lois possibles. Ce probleme concerne les applications du calcul
des probabilités, et renvoie a la nature « physique » du concept de probabilité qui formalise et
quantifie le sentiment d’incertitude vis-a-vis d’un événement (Saporta, 2006).

Définissons la notion de probabilité dans un cadre mathématique.

Définition : On appelle probabilité ou mesure de probabilité sur un espace mesurable (IM, A)
une application P de A — [0,1] telle que :

i. VAEAO<PA)<I
ii. P(@)=0etP(IM)=1
iii. VA, une suite d'ensembles disjoints de A, P(Ur=; A,) = Xneq P(Ap)

La loi de probabilité la plus utilisée en classification probabiliste est la loi gaussienne car ses
hypothéses sur les données permettent de réduire la complexité de calcul et le risque d’erreur.
Rappelons que dans le cas de la classification, la loi gaussienne suppose qu’une classe peut étre
modélisée par son vecteur des moyennes et sa matrice de covariance (De Moivre, 1756)(figure
1.15).

2.1.3.2. Laclassification par Maximum de Vraisemblance

La méthode de classification par Maximum de Vraisemblance fut développée par Fisher en
1922 (Fisher, 1922). Le principe de cette méthode est le suivant : chaque pixel de I’'image sera
associe a la classe dont il maximise la probabilité d’appartenance.
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Chapitre | : La classification

figure 1.17 : Surface de décision de la méthode figure 1.18 : Image résultant de la classification de la
de classification par maximum de vraisemblance  figure 1.2 par la méthode de classification par maximum
de vraisemblance

La méthode de classification par maximum de vraisemblance revient & chercher 2", id est la

classe a attribuer au pixel s, qui maximise sa probabilité d’appartenance a posteriori (équation
1.9).

cP' = argmax P(C = c4|X = xg) (1.9)
Cs
Par application de la regle de Bayes, nous obtenons :

P(X = x4|C = ¢5)P(C = ¢y)
P(X = xq)

opt
P

= arg max (1.10)
Cs

¢g? = argmax P(X = x,C = ¢))P(C = ¢y) (1.11)

En supposant que I’on ne dispose d’aucune information a priori sur les probabilités relatives
d’occurrence des classes, P(C = c) est constant pour tout s.

C;’pt = arg max P(X =x,|C =c) (1.12)

En appliquant les hypotheses gaussiennes sur la structure de chaque partition c, nous obtenons
ainsi I’équation 1.13.

1 -
e_f (X_ I’lCS)T ZCs1 (X_ qu)

P = argmax (1.13)

1/2
C
® | chl

2mn/2

Avec n la dimension de I’univers des données IM (c’est a dire le nombre de plans de 1’image,
temporels ou spectraux).

Comme pour le classifieur par minimisation de distance de Mahalanobis, les surfaces de
décision du maximum de vraisemblance sont représentées par des hyper-ellipsoides (figure
1.17). Les aires des ellipsoides sont différentes pour la méthode de minimisation de distance de
Mahalanobis et celle du maximum de vraisemblance, méme si cette différence est assez faible
dans notre exemple.
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2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

2.1.4. Les méthodes de classification non parametriques a noyaux

A la différence des méthodes présentées précédemment, il n’y a ici aucune estimation de
statistique a partir des échantillons. Ces méthodes sont donc particulierement intéressantes
lorsque le nombre de points de certains échantillons est limité. Dans certaines conditions, la
nature des échantillons ne permet pas un échantillonnage suffisant, exemple des zones urbaines
tres hétérogenes et riches en diversité de classe. Inversement, lorsque le nombre d’échantillons
est trop important, la complexité de calcul des méthodes de classifications non paramétriques a
noyau devient trop élevée et les résultats peuvent étre détériorés du fait de la considération de
certains pixels non significatifs.

Parmi ces méthodes de classification non paramétriques a noyau, nous introduirons les
méthodes Support Vector Machines et Réseaux neuronaux.

Nous n’entrerons pas ici dans les détails des méthodes et nous ne fournirons que les éléments
nécessaires a la compréhension globale des méthodes et de leurs avantages et inconvénients
vis-a-vis des autres méthodes citées précedemment, laissant ainsi le lecteur intéressé se diriger
vers la bibliographie fournie.

2.1.4.1. Laméthode des Support Vectors Machines (SVM)

Les méthodes d’apprentissage a noyau et plus particuliérement les Support Vectors Machines
(SVM) ont été introduites depuis plusieurs années en théorie d’apprentissage pour la
classification et la régression (Vapnik, 1998). L’application des SVM a commencé avec la
reconnaissance de texte (Joachims, 1998) puis la reconnaissance de visage (Osuna, Freund, &
Girosit, 1997). Plus récemment, cette méthode est appliquée a la classification d’images de
télédétection (Huang, Davis, & Townshend, 2002; Melgani & Bruzzone, 2004; Roli & Fumera,
2001; J. Zhang, Zhang, & Zhou, 2001).

Le principe original de la méthode est simple, il consiste a rechercher une surface de décisions
ou hyperplan afin de séparer deux classes. La surface de décisions sera déterminée par un sous-
ensemble des échantillons d’apprentissage afin de maximiser la discrimination des deux
classes. Les éléments de ce sous ensemble sont appelés vecteurs de support (figure 1.19).
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Chapitre | : La classification

Support
vectors

figure 1.19 : lllustration de la notion de vecteurs de support ou « support vectors », source anonyme

Cette approche est intéressante puisque 1’optimisation est supposée maximiser directement la
performance de la classification. Le noyau (ou systéme d’équations de 1’hyperplan) peut
prendre plusieurs formes et nous citerons les plus utilisées : noyau linéaire (figure 1.20 et figure
1.21), noyau polynomial (figure 1.22 et figure 1.23) et noyau gaussien (figure 1.24 et figure 1.25).

Lorsque les deux classes ne sont pas linéairement séparables, la méthode consiste a projeter les
données dans des dimensions supérieures dans lesquelles les classes seront linéairement
séparables.

L’algorithme de classification SVM a ¢été initialement prévu pour la classification binaire,
néanmoins deux méthodes existent pour étendre cet algorithme a la classification multi-classes.

La premiére méthode est appelée « un contre les autres » et consistent a déterminer pour chaque
classe une surface de décisions entre la classe et toutes les autres, ce qui donne #C surfaces de
décision. Cette méthode est illustrée aux figures 1.20, 1.22 et 1.24.

La deuxiéme méthode appelée « un contre un » consiste quant a elle a calculer la surface de
décision entre chaque classe et chacune des autres classes, d’ou I’obtention de #C X (#C — 1)
surfaces de décision. Cette méthode est illustrée aux figures 1.21, 1.23 et 1.25. La seconde
méthode est la plus performante mais aussi la plus couteuse en calcul.

Afin de combiner les surfaces de décision, des méthodes de fusion sont appliquées. Certaines
de ces méthodes seront citées au chapitre 4.

Les figures 1.27 a 1.29 illustrent les résultats de ces trois classifications par méthode SVM sur
I’exemple de la fleur.
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2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

4 e o s

Mo. of Suppert Vectors: 14 ( 3.1%) Mo. of Support Vectors: 19 ( 8.4%)

figure 1.20 : Illustration hyperplan separateur pour le  figure 1.21 : Illustration hyperplan separateur pour le
cas « 1 contre les autres » et un SVM a noyau linéaire cas « 1 contre 1 » et un SVM & noyau linéaire

omrel o] e o e bounmt - o 2 Dsmee

No. of Support Vectors: 4 ( 0.9%) No. of Support Veciors: 18 (6.0%)

figure 1.22 : Illustration hyperplan separateur pour le  figure 1.23 : Illustration hyperplan separateur pour le

cas « 1 contre les autres » et un SVM a noyau cas « 1 contre 1 » et un SVM & noyau polynomial
polynomial d’ordre 2 d’ordre 2
Gaussian RBF ~|  sgm 7] separable Gaussian RBF ~  soms ] separable

- q .
- e
No. of Support Vectors: 4 ( 0.9%) No. of Support Vectors: 10 { 3.3%)
figure 1.24 : lllustration hyperplan separateur pour le  figure 1.25 : Illustration hyperplan separateur pour le
cas « 1 contre les autres » et un SVM a noyau cas « 1 contre 1 » et un SVM a noyau gaussien
gaussien
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2.1.4.2. La méthode des Réseaux Neuronaux

Le modéele des réseaux de neurones le plus utilisé pour la classification d’images de
télédétection est le perceptron multicouche avec entrainement par algorithme de retro
propagation (Rumelhart, Hintont, & Williams, 1986).

Le perceptron multicouche comprend une couche d’entrée (les images a classer) et une couche
de sortie (les classes a attribuer). Entre ces deux couches, une ou plusieurs couches cachées
peuvent étre positionnées. Apres la phase d’apprentissage, le systéme agit en « boite noire » : a
un pixel d’entrée correspond une classe de sortie.

La correspondance attendue entre la couche d’entrée et la couche de sortie ne pouvant étre
absolue, le perceptron se comporte comme un approximateur. Un compromis devra donc étre
trouvé entre le nombre de couches cachées (et de neurones les composant) et la qualité
d’approximation du systéme (figure 1.26).

Couche entrée Couche sortie
Mg, x,
Mg, k,
IMg, k.
Mg, x, ‘2
Mo o 277N\
. .W
Couche Couche
cachée 1 cachée 2

figure 1.26 : Exemple de perceptron a deux couches cachées avec en entrée les images par date et par canal et en
sortie une décision sous forme d’attribution de classe de I’ensemble C.

Les details des algorithmes et les démonstrations associées sont disponibles dans (Collet, 2001).

La figure 1.30 illustre la classification par méthode des réseaux de neurones sur I’exemple de la
fleur.
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figure 1.27 : Image résultant de la classification de la  figure 1.28 : Image résultant de la classification de la
figure 1.2 par la méthode de classification SVM a figure 1.2 par la méthode de classification SVM a
noyau linéaire noyau polynomial de degré 2

figure 1.29 : Image résultant de la classification de la  figure 1.30 : Image résultant de la classification de la
figure 1.2 par la méthode de classification SVM a figure 1.2 par la méthode de classification par réseaux
noyau gaussien de neurones avec noyau polynomial d’ordre 2
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2.2. La méthode de classification dit « objet »

Le principe des méthodes de classification dites « objet » est de ne plus considérer 1’élément a
classer comme un pixel mais plut6t comme un ensemble de pixels que 1’on nommera objet. Cet
objet peut étre défini de plusieurs fagons, 1’approche qui sera développée par la suite est la
définition d’objet par segmentation.

2.2.1. Lanotion d’objet obtenu par segmentation

Afin d’obtenir ces objets, il convient de regrouper les pixels par affinité, le plus généralement
par homogeénéité des valeurs.

Dans le cas d’un regroupement par homogénéité de valeurs, la formation de ces objets
commence par le calcul d’une image de gradient (ou image de force de contour) ce qui permet
de donner un poids a chaque contour suivant la force de I’hétérogénéité détectée. Celle-ci peut
avoir été obtenue par tout type de filtre (Sobel, etc...).

La détection des contours se fait de la maniere suivante : a partir d’un premier point du contour
présumé, on effectue par connexité un suivi de contour grace aux renseignements obtenus
durant la recherche tels que sa direction ou sa longueur. Avec ces éléments, le contour est
reconstruit pour en faire un contour fermé en regroupant les points détectés (figure 1.31).

Une fois que les contours sont déterminés et fermés, on peut segmenter 1’image par la méthode
des bassins versants (Beucher & Lantuéjoul, 1979). La segmentation se base sur I’image de
force de contours qui s’interprete comme une surface dont les lignes de créte correspondent aux
contours de I’image. Pour détecter les lignes de créte on simule une « inondation » de la surface.
Ses « vallées » vont étre noyées et des bassins vont se former. Dans un premier temps on
« remplit ces bassins » jusqu’a une hauteur prédéterminée S1 (le seuil de détection), telle que
seuls les pics les plus hauts émergent, séparant I’eau en plusieurs « lacs » distincts. L’inondation
jusqu’au niveau S1 fait disparaitre les sommets les plus bas, c’est-a-dire ceux qui ne
représentent pas de contours significatifs, puis un identificateur est attribué, unique a chaque
bassin formé (figure 1.32.a).

Une fois que les bassins sont formés et étiquetés, on fait monter 1’eau d’un niveau
supplémentaire. En grossissant, des bassins qui étaient jusqu’alors isolés vont se toucher. Ainsi
si un point est le lieu de réunion de deux bassins portant des étiquettes distinctes, ce point peut
étre marqué définitivement comme frontiére (figure 1.32.b). L’exécution se termine lorsque tous
les points de la surface sont immergés. A ce stade les points marqués comme frontiéres
constituent les contours de I’image.

L’image segmentée par les bassins versants est étiquetée et les caracteristiqgues (moyenne et
variance par exemple) sont calculées sur chacune des régions. Les régions voisines sont ensuite
comparées par I’intermédiaire d’un critére. Les couples de régions qui ne satisfont pas les
limites imposées seront alors fusionnés. Ce principe permet ainsi de regrouper les régions
homogénes. On peut ainsi régler la précision de la segmentation obtenue. Les figures 1.34 a 1.36
illustrent le principe de la segmentation et de la fermeture des contours sur I’image de la fleur.
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droite I’image de force des contours.
En bas, I’agrandissement sur la prison de la ville de
Muret, avec a gauche ’image de gradient et a droite
I’image de contours.

10 10 —_—

Frontiere

|
®
Frontere
®
_
(3

figure 1.32 : (a) a gauche I’inondation au niveau 4
(b) a droite I’inondation au niveau 5 pour déterminer les fronti¢res du niveau 4
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figure 1.33 : Image originale de la fleur

figure 1.35 : Image des forces de contour figure 1.36 : Image obtenu a partir de I’image de la

figure 1.35, d’un choix de force et d’une fermeture du
contour.

2.2.2. Laclassification des objets

Afin de classer les objets, il convient de calculer une distance entre deux ensembles. Pour cela,
une distance et une divergence permettent de décider de cet appariement : la distance de
Bhattacharyya (équation 1.6) et la divergence de Kullbach-Leibler symétrique (équation 1.7).

La distance de Bhattacharyya est la plus souvent employée car elle dispose de propriétés
supplémentaires vis-a-vis de la divergence de Kullbach-Leibler (paragraphe 2.1.2).

Cet algorithme attribue a I’objet 0 la classe la plus proche cgpt (équation 1.14).
C(())pt = argmin dppata (0, €o) (1.14)
co€C

Cette méthode est par définition trés dépendante du choix lors du seuillage des objets. Prenons
I’exemple de deux seuillages différents et de leur étiquetage par la méthode des bassins versants
(figure 1.37 et figure 1.38). Les images classées résultantes sont respectivement présentées aux
figures 1.39 et 1.40. Dans les deux cas, nous observons que le choix de la taille de I’objet est
bien adapté a la classe verte ; dans le cas de I’image de la figure 1.40, la taille des objets est bien
adaptée a la classe jaune mais dans aucun des cas a la classe rouge. A chaque classe devrait
donc correspondre un choix de seuil différent, ce qui compliquerait 1’algorithme et le choix du
seuil. Ceci est une perspective de recherche intéressante dans le domaine de la classification
d’objets.

26



2 : Les méthodes de classification multidimensionnelles applicables a la télédétection

figure 1.37 : Etiquetage de I’image fleur avec un seuil ~ figure 1.38 : Etiquetage de I’image fleur avec un seuil
de valeur 10 sur une échelle de 1 & 50 de valeur 20 sur une échelle de 1 & 50

figure 1.39 : Classification des objets de I’image de la  figure 1.40 : Classification des objets de I’image de la
figure 1.37 figure 1.38
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2.3. Les méthodes de classification dites « globales »

L’intérét de ces méthodes se situe dans 1’aspect spatial du traitement qui permet de donner une
probabilité a priori d’une classe pour toute 1’image, c'est-a-dire dans sa globalité. En pratique,
les hypotheses markoviennes permettent de reduire cette dépendance globale aux voisins les
plus proches de chaque point a classer. Cet outil simple et efficace s’appelle les champs de
Markov.

Ces méthodes ont été introduites par Geman & Geman (Geman & Geman, 1984) pour la
classification d’images bruitées. Ces méthodes ont été ensuite appliquées aux images radar mais
¢galement a d’autres types d’images (Kato, Zerubia, & Berthod, 1999; Kato, Zerubia, &
Berthod, 1992). L’idée fondamentale des méthodes de classification globale repose sur les
Champs de Markov (CAM) (Cocquerez & Philipp-Foliguet, 1995; Pony, Descombes, &
Zerubia, 2000).

Commencons par définir les notions de voisinage et de champs de Markov.
2.3.1. Lanotion de voisinage

Rappelons que les notations sont disponibles au tableau 1.1.

Définition : Un champ aléatoire V défini sur un ensemble de sites S est markovien si et
seulement si la probabilité d’observer une valeur xg en un site s ne dépend que d’un nombre
fini de sites voisins Vg (avec V le systéme de voisinage).

Considérons une famille arbitraire V de « voisinages locaux » de S :

V = {V;,s € S\{s}} (1.15)

A cette famille de voisinage est associée une classe de distribution de probabilités appelée
champ de Markov et caractérisée par la propriété 1.16.

Propriété : Soit p(x,) la probabilité d’occurrence de xg, p(xs) > 0 pour toute configuration de
X alors :

p(Xs|xp, T € S\{S}) = p(Xs|xp, T € V(S)\{S}) (1.16)

La valeur des autres sites r est supposée connue.
A un systeme de voisinage donné correspond un ensemble de cliques (figure 1.41).

Définitions : Une clique est un ensemble de points du treillis mutuellement voisins, 1’ordre
d’une clique correspond au nombre de sites qui composent la clique.

On notera CL I’ensemble des cliques et cl une clique de CL.
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Clique d'ordre 1 Cliques d'ordre 2
I
Voisinage 8-connexe .
XX / \
® OO0
. . . Cliques d’ordre 3 Cliques d'ordre 4

figure 1.41 : Schéma représentant les cliques possibles pour un voisinage 8-connexe.

Définition : On appelle fonction énergie toute fonction U(cy) que 1’on peut décomposer sur
I’ensemble des cliques CL de I’image (c-additive) et qui peut s’exprimer sous la forme d’une
somme de potentiels associés a ces cliques :

U(cs) = Z V. (cs) avec s le pixel central et ¢ € C (1.17)
cle CL

En général, les champs de Markov sont stationnaires (id est indépendant de la position du site
s) et la fonction potentielle est indépendante de la position de la clique (Ducrot, 2005).

Le théoreme de Hammersley-Clifford (Besag, 1974; Hammersley & Clifford, 1968) permet de
caractériser les champs de Markov en termes globaux a partir de la probabilité a priori d’une
configuration des classes p(C=c). Il permet d’établir une correspondance entre un champ de
Markov et un champ de Gibbs lorsqu’aucune réalisation de C n’est de probabilité nulle.

Théoreme Hammersley-Clifford: Un champ aléatoire C défini sur un réseau de site S fini et
dénombrable est un champ de Markov relativement a V un systéme de voisinage borné si et
seulement si C est un champ de Gibbs de potentiel associé a V.

La distribution de probabilité a priori p(c) est donc une distribution de Gibbs défini par :

1 _U©
p(c) = = e T ,avec Z constante de normalisation et T variable de "temperature”

La constante de normalisation Z est aussi appelée fonction de partition et assure que p(c)
définisse bien une mesure de probabilité. Z s’exprime par 1’équation 1.18.

_U©
Z=Ze T (1.18)

ceC
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La variable de « température » T a été ajoutée au processus ICM afin de pondérer la fonction
énergie. En pratique, la variation de ce parametre de température permet de régler la vitesse
convergence de I’algorithme. Ce principe est issu de la méthode du recuit simulé (Kirkpatrick,
Jr, & Vecchi, 1983)).

Nous voyons donc que la probabilité d’une configuration ne dépend que d’un ensemble
d’interactions locales. En outre, plus I’énergie totale U(c) est grande, moins la configuration est
possible.

Plusieurs modéles existent pour définir la fonction potentielle V,;(x). Nous citerons en exemple
le modéle de Potts (Potts, 1952) ou encore le « chien-modele » (Descombes, Mangin, Sigelle,
& Pechersky, 1995) qui permet de conserver les structures fines et linéaires a partir d’une image
de contour (paragraphe 2.2.1).

2.3.2. Les méthodes de classification contextuelle

Pour des estimateurs de Maximisation a posteriori (MAP), plusieurs méthodes de classification
contextuelle basée sur un CAM existent telles que la méthode du recuit simulé (algorithme
stochastique) ou I’Iterated Conditional Mode (ICM, algorithme déterministe). Les mod¢les
stochastiques sont beaucoup plus performants et permettent une convergence vers un maximum
global alors que les algorithmes déterministes sont plus rapides mais peuvent converger vers
un maximum local (Ducrot, 2005).

Nous présenterons dans la suite du manuscrit plusieurs méthodes basées sur 1’utilisation de
I’algorithme ICM du fait de sa performance, de sa rapidité et de sa robustesse.

2.3.3. Minimisation de 1’énergie a posteriori par la méthode ICM

La méthode Iterative Conditional Mode (ICM) est une méthode de recherche déterministe
proposée par Besag (Besag, 1974). Cette méthode itérative permet d’approcher la solution
optimale du MAP en affectant a chaque pixel s la classe qui maximise la probabilité
conditionnelle d’appartenance.

Dans un cadre bayésien, le probléeme peut étre modélisé de la fagon suivante : soit C une variable
aléatoire représentant le champ des étiquettes possibles, X étant une variable aléatoire
représentant les valeurs des pixels s (en général C c NetX c R"). Par application du
Maximum A Posteriori (MAP), la régle de Bayes permet d’écrire :

PX=x|C=¢c)P(C=0¢)

P(C=c|X=x) = PX=%) (1.19)

P(X = x) est une constante et P(X = x|C = c) décrit le processus d’observation des données.
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Plusieurs hypotheses sur les données sont posées pour la résolution de ce probléme :
Hypotheése 1 : indépendance conditionnelle des pixels :
PX=xIC=0 = [ [P =xlC=c) (1.20)

seIM

Hypotheése 2 : hypothése markovienne :

1 _U@©
P(C=o¢) = ze_T (1.21)

Rappelons que Z est la constante de normalisation et T la variable de « température ».

Nous pouvons ainsi écrire :

P(C = c|X =x¢) P(X = x4|C = ¢5)P(C = ¢y)

Q

~ enP(X =X]C = ¢5)-Ules) (1.22)
~ e_W(CSJXS)
Avec
W(cs x5) = —Inp(xsles) +U(cs)
= —InpGsled) + ) Va(es) (123)
cleCL

On constate bien que la distribution a posteriori est une distribution de Gibbs et donc que le
champ C conditionnellement a X est un champ de Markov d’apres le théoréme de Hammersley-
Clifford. La configuration cg qui nous intéresse est donc celle qui maximise la probabilité a
posteriori P(C = c4|X = x,) ou encore celle qui minimise 1’énergie W(cg, Xy).

2.3.4. La classification par méthode ICM

Rappelons que la classification par méthode ICM est une méthode itérative basée en regle
générale sur un classifieur de type Maximum de Vraisemblance classique comme présenté au
paragraphe 2.1.3.2. Puis a chaque itération de 1’algorithme ICM, une nouvelle probabilité est
calculée en fonction du contexte nominal du pixel id est la classe attribuée au voisinage du pixel
a classer. L’écriture de la probabilité a posteriori a maximiser a été introduite a 1’équation 1.22

A chaque pixel s de I'image, le but est de trouver coP* id est la classe & attribuer au pixel s qui
maximise la probabilité a posteriori.

opt

¢g = argmaxP(C = ¢sX = x) (1.24)
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Nous avons montré que ce probléme était équivalent a :

¢g? = argmax P(X = x,C = ¢))P(C = ¢) (1.25)

Dans le cadre de la modélisation gaussienne des données, on suppose que chaque classe ¢ peut
étre modélisée par une loi gaussienne. Pour chaque classe c, le vecteur des moyennes et la
matrice de covariance des pixels pour chaque date d et bande spectrale k sont calculés et notés
respectivement p. et Z.. On peut donc réécrire 1’équation 1.25 de la maniere suivante :

Y B P
) (X—Hcg) " Zeg (X—Heg) _U(CS)
T

opt
Cs

= arg max X e

cs€C | 3, (1.26)

|1/2 2qd/2

Ce qui revient a minimiser 1’énergie W(cg, X5), d’ou

(1 B 1/2 U(cs)
c;’pt = arg min <E (x— uCS)T o (x—ps) +1n (l chl Zﬂd/z) + TS (1.27)

Rappelons que T est la variable de température qui nous permet d’accélérer la convergence de

c;’pt vers son optimum au fur et a mesure des itérations. Ce parametre permettra également
d’empécher la convergence de 1’algorithme vers un maximum local.

L’algorithme est composé de deux types d’itération : les itérations intérieures ou itération
markoviennes qui permettent la gestion de la convergence et les itérations extérieures basees
sur le principe des nuées dynamiques et qui permet la convergence des statistiques. En pratique
pour la classification supervisée, il n’y a pas d’itérations extérieures.

L’algorithme ICM est présenté ci-apres et illustré par la figure 1.42. La figure 1.43 illustre le
résultat de la classification de I’image de la fleur par la méthode de classification ICM.

Algorithme de classification lterated Conditional Mode (ICM) :

Entrée IM : ensemble d’images a classer
C : ’ensemble des classes de référence
Initialisation Estimations des statistiques
Classification par Maximum de Vraisemblance
(ou tout autre classifieur)

Tant que le nombre d’itérations eXtérieures n’est pas atteint ou que le critére d’arrét
n’est pas vérifie
Ré-estimation des statistiques de C
Pour chaque itération intérieure
Calcul des fonctions énergie en chaque pixel
Classification de chaque point avec utilisation de la fonction
énergie
Fin Pour
Décroissance de la température de convergence
Fin Tant que
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Sortie Image classée

Echantillons
Jeu de données d'images apprentissage

L

Classification initiale

Si iterations

exterieures
terminées

Image classée
Résultat final

iterations
exterieures

Y
Estimation
statistiques
Si iterations
interieures
terminées

iterations _ _
ﬂw res ]"_ Classification

| Calcul fondion energie

figure 1.42 : Schéma illustrant le déroulement de I’algorithme ICM, valable pour le mode supervisée et non
supervisee

figure 1.43 : Image résultat de la classification par méthode ICM
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2.4. Amélioration du processus ICM : ajout d’informations exogenes

Une amélioration importante a été apportée a la méthode ICM pour qu’elle soit utilisable dans
toutes les conditions (type de données) et sur de larges zones d’étude (taille d’image, gestion
des imperfections). J’ai ainsi introduit I’utilisation de données exogenes, qualitatives ou
quantitatives, au processus de classification afin de I’améliorer. Ces données peuvent étre, par
exemple, I’information de I’altitude, la restriction de classes ou encore le masquage des données
altérés ou manquantes.

La premiére information apportée est une restriction des classes possibles lors du processus de
décision en fonction du contexte dans lequel se trouve le pixel. Cette méthode se base sur la
théorie des possibilités. Prenons 1’exemple concret présenté a la figure 1.44. Nous avons ajouté
une information de type qualitative sur la possibilité de présence de certaines classes en fonction
de l’altitude dans le massif pyrénéen. Nous avons, par exemple, interdit la présence de cultures
au-dessus de 1300 metres d’altitude. Cette méthode permet d’améliorer la rapidité du processus
et de réduire les confusions liées a la nature des échantillons, et donc aux erreurs a priori.

figure 1.44 : Exemple de restriction de classes possibles en fonction des régions prédéfinies : ici les Pyrénées
orientales avec une restriction par palier d’altitude. En blanc de 0 a 800m, en bleu de 800 a 1300m et en bleu
plus de 1300m.

La seconde information apportée est celle du marquage du manque ou de I’altération de
données. En certains points, I’information acquise peut étre altérée ou masquée (défauts de
capteur, nuages, etc.). Il convient donc de masquer ces informations a I’algorithme de
classification afin que [Iinitialisation et le déroulement de la classification se fasse
correctement. Cette méthode est particulierement délicate avec I’utilisation de la méthode
paramétrique ICM du fait de la présence d’un nombre important de combinaisons
d’apprentissage.
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3. La classification non supervisée et son interprétation

Comme nous I’avons vu en introduction de ce chapitre, la limitation des méthodes de
classification supervisée, quel que soit le classifieur, réside dans la nécessité d’utiliser des
échantillons et donc une vue restrictive et non objective de la réalité. 1l est méme parfois
impossible d’effectuer une classification supervisée faute de disponibilité de vérités terrain
(année passée, zone inconnue ou inaccessible).

Dans ces deux cas, il faut alors appliquer des méthodes de classifications non supervisées. Le
principe de ces methodes est similaire aux méthodes supervisées présentées précédemment, a
la différence pres qu’il faut ajouter une étape d’apprentissage non dirigée ou d’exploration, qui
permettra d’initialiser le processus.

Parmi les méthodes de classification non supervisées, nous citerons la méthode du K-means
(Duda, Hart, & Stork, 2012) et celle de ’ISODATA (Ball & Hall, 1965). Nous avons également
associé a I’algorithme ICM un processus d’apprentissage non supervisé basé sur les nuées
dynamiques (Diday, 1971). Deux exemples de cette méthode de classification sont présentés
aux figures 1.45 et 1.46.

" v L
. o . K .
o\
":r‘ft 'F;f.__-’ :_J"' "

figure 1.45 : Image résultante d’une classification non  figure 1.46 : Image résultante d’une classification non
supervisée de type ICM avec 3 classes. supervisée de type ICM avec 5 classes.

Ces méthodes ne sont toutefois pas entierement automatique et peuvent nécessiter la définition
arbitraire du nombre de classes (ou intervalle de valeurs) ou encore de la maniere de regrouper
et séparer des classes.

Pour une utilisation thématique des résultats, une interprétation de I’image obtenue par la
classification non supervisée est nécessaire, ce qui revient a trouver une étiquette adéquate a
chaque classe obtenue par la classification non supervisée.

11 convient de préciser que I’ensemble des classes dépend généralement de la zone a classer, de
la résolution du capteur ou encore de la nature du capteur lui-méme. Une approche nouvelle
visant a répondre a ce probléme sera présentée au chapitre 5.
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4. Application et comparaison des différents classifieurs avec des donnees de
télédétection multidimensionnelles.

Nous présenterons ici quelques résultats afin d’illustrer la comparaison des classifieurs
introduits dans ce chapitre. L’application est la suivante : nous allons effectuer la cartographie
de I’occupation du sol a partir d’images Formosat-2 (optique, 8 metres résolution, 4 bandes
spectrales : Bleu, Vert, Rouge et Proche-Infrarouge) sur I’année 2009 et d’un ensemble de
classes thématiques acquises par des Vérités terrain. Les caractéristiques de ce capteur, des
images et des classes utilisées sont présentés en annexe 1.3. Les images utilisées possedent
chacune 16 dates et 4 bandes spectrales et une emprise de 24x24 km2. L’évaluation ne sera ici
que visuelle, la validation numérique a I’aide d’un second jeu d’échantillons de vérification sera
présentée en application du chapitre 2.

Des extraits de résultats sont présentés aux figures 1.47 et 1.48. La méthode de classification par
seuillage est la plus mauvaise, peu de points sont correctement classés. Les différences entre
les autres méthodes sont mineures, nous citerons notamment les confusions entre classes de
cultures pour la minimisation de distance euclidienne (e), la bonne classification des cultures
pour 1’algorithme ICM (1) et I’amélioration par rapport au maximum de vraisemblance (g), la
bonne classification des classes de béti et d’eau pour I’algorithme SVM notamment pour le lac
de droite (h et i) et enfin les confusions de la classification objet pour les parcelles hétérogénes

(k).

‘ I3
o v L : T L/
(a) Composition colorée RVB en couleur réelle de la (b) Composition colorée RVB en fausse couleur
date du 01/07/2009

(PIR, R, V) de la date du 01/07/2009

T

2 -

(c) Echantillons utilisés (apprentissage et (d) Méthode de seuillage des pralléléplpédes
vérification)

=i

figure 1.47 : Applications aux images Formosat-2 année 2009, (a) et (b) exemples de compositions colorées, (c)
les échantillons utilisés pour la classification et la validation et (d) le résultat de la classification pour la méthode
de seuillage des parallélépipédes.
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4 : Application et comparaison des différents classifieurs avec des données de télédétection
multidimensionnelles.

(h) Méthode SVM a noyau

X, -

(k) Classification objet métrique de Bhattacharyya (1) Méthode ICM

I:l Non classé |:| blé tendre - sorgho - prairie temporaire - gravieres |:| batti diffus
- feuillus - colza - soja - eau libre - peupliers - surface minerale

- résineux - orge - pois - lac - eucalyptus 2 - mais ensilage
- eucalyptus - mais - jachere_surface gel - bati dense - chanvre - mais non irrigue
blé dur - tournesol - friche bati ind_surf minerale pre_prairie permanente

figure 1.48 : Extraits des images résultats des méthodes de classifications (e) a (l)
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Chapitre | : La classification

5. Conclusion

La citation de Brunot résume le probléme fondamental de la classification : « Si les nuances
infinies du langage ne s'accommodent point des classifications rigides qu'on veut faire, tant pis
pour les classifications. La science doit s'accommoder & la nature. La nature ne peut
s'accommoder a la science. » (Ferdinand Brunot, 1922). Quelles que soient les méthodes
présentées dans ce chapitre, qu’elles soient paramétriques ou non, avec une approche
ponctuelle, objet ou globale ou encore supervisée ou non supervisée interprétée, toutes ces
méthodes dépendent du point de vue subjectif de la définition des classes thématiques
composant la scene observée.

Chacune de ces méthodes possede ses caractéristiques propres. Les méthodes paramétriques
sont tres efficaces mais nécessitent un nombre minimum de points d’échantillonnage
contrairement aux méthodes non paramétriques a noyau qui peuvent se contenter de peu de
points, mais qui, en contrepartie, demandent beaucoup de temps de calcul lorsque le nombre de
classes et d’images est important.

Pour ce qui est de la considération de I’objet a classer, la méthode globale ICM apporte
I’information du contexte au principe de la classification, ce qui permet une amélioration de la
qualité (visuelle) et des performances (voir chapitre 2). En plus, nous avons ajouté la
considération d’informations exogenes dans le processus de classification, ce qui a permis la
gestion de données telles que I’information de 1’altitude, la restriction de classes ou encore le
masquage des données altérés ou manquantes (défauts, nuages,...).

Dans ce chapitre, nous n’avons pas parlé de 1’évaluation de la classification, ceci fera I’objet du
chapitre suivant. Afin d’améliorer le systétme de classification, les chapitre 3 et 4 seront
consacrés a la sélection de données en entrée du processus de classification afin de réduire la
redondance et la complexité des calculs ainsi qu’a I’utilisation de la complémentarité des
classifications et de leur fusion.
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Chapitre Il. L’évaluation de la classification

Résume : La validation du résultat de classification est une étape importante du processus
car elle permet de s’assurer de la performance des résultats obtenus et ainsi de la
significativité des analyses leur succédant. L’intérét de ce chapitre sera de
déterminer un indice unique permettant de mesurer simultanément plusieurs
caractéristiques de la classification. Ce critere de performance sera un outil
important de recherche et d’optimisation de la performance des classifications.
Ce nouvel indice sera comparé aux indices préexistants sur des exemples simples
ainsi que sur des exemples concrets. J’introduirai également une nouvelle
matrice de confusion qui permettra de tenir compte de I’incertitude de la prise
de décision pour le calcul de la performance d’une classification supervisée.

Mots clés : matrice de confusion, performance, précision, rappel, incertitude, similitude.

«Le vrai génie réside dans I’aptitude a évaluer
I’incertain, le  hasardeux, les  informations
conflictuelles.»

Winston Churchill
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1 : L’évaluation de classification : définitions et contexte

1. L’évaluation de classification : définitions et contexte
1.1. Contexte

La validation du résultat de classification est une étape importante du processus car elle permet
de s’assurer de la performance et de la significativité des résultats obtenus.

Dans le cadre d’un processus supervisé, deux jeux d’échantillons sont acquis, la partie
apprentissage est utilisée pour initialiser le processus de classification tandis que la partie
vérification est utilisée pour valider le résultat de la classification a travers le calcul d’une
matrice de confusion.

Dans ce chapitre, je présenterai deux extensions de la matrice de confusion, la premiere avec
I’intégration de la notion de probabilité, la seconde avec 1’intégration de similitude de classe.
Je présenterai ensuite deux nouveaux indices extraits des matrices de confusion qui permettront
de synthétiser I’information a travers un indice unique.

L’intérét d’obtenir un indice unique permettant de mesurer simultanément plusieurs
caractéristiques de la classification sera un outil important pour les chapitres suivants qui
I’utiliseront comme critére de recherche et d’optimisation.

1.2. Définitions

Commencons par préciser quelques termes qui seront largement utilisés dans la suite du
manuscrit. En anglais, deux termes sont employés pour décrire la performance d’une
classification : « precision » et « recall ». Ces deux termes sont respectivement traduits en
francais par « précision » et « rappel » (Davis & Goadrich, 2006; Grossman & Frieder, 2004).

Pour le terme précision, il existe en anglais deux mots : « precision » et « accuracy ».
L’« accuracy » correspond a la justesse, 1’exactitude ou encore la décision correcte. La
« precision » correspond au niveau de détails. La définition d’une classe peut devenir de plus
en plus précise. On peut mieux définir la classe « cultures » en « cultures d’été » et « cultures
d’hiver », puis les cultures d’hiver en classes de « blé », « orge », .... Enfin la classe de « blé »
peut également étre décrite en « blé tendre » et « blé dur ». La description des classes est donc
devenue plus précise et la classification sera plus détaillée.

Dans le reste du document, nous emploierons les termes de performance, rappel et précision
définis de la maniére suivante :

Définition : On appelle performance d’une classification un résultat chiffré permettant de
mesurer I’exactitude du résultat d’une classification.

Définition : Le rappel d’une classe ¢ est défini comme étant la proportion d’¢léments bien
classés par rapport au nombre d’éléments appartenant a la classe ¢ dans les données de référence
(échantillons de validation). L’indice évaluant le rappel est appelé Producer Accuracy.

Définition : La précision d’une classe ¢ est défini comme étant la proportion d’éléments bien
classé par rapport au nombre d’éléments attribués a la classe c par le processus de décision de
la classification. La précision est relative a 1’erreur d’excédent d’une classe. L’indice évaluant
la précision est appelé User Accuracy.
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Chapitre 1 : L’évaluation de la classification

Rappel faible Rappel élevé

Précision
faible

Précision
élevée

[:] Echantillons de validation I:Classiﬁcation

figure 11.1 : Tllustration des notions de rappel (proportion de I’aire des bien-classés par rapport a ’aire des
échantillons de validation) et de précision (proportion de 1’aire des bien-classés par rapport a ’aire de la
classification)

. Bien classés ///’ Mal classés

La différence entre précision et rappel est illustrée en figure 11.1

2. L’¢évaluation a partir de références spatiales

Classiquement, une classification s’évalue a ’aide de références spatiales c’est-a-dire qu’il y
aura comparaison entre les pixels de I’image issue de la classification et ceux de I’image servant
de référence pour la validation.

2.1. La matrice de confusion

Dans le cadre d’une classification supervisée disposant de références spatiales, la matrice de
confusion est un outil permettant de mesurer la qualité du systeme de classification utilisé.

Définition : La matrice de confusion est un outil permettant de mesurer la concordance entre
un ensemble d’éléments observés et un ensemble d’éléments de référence. Ici les éléments
observés correspondent aux pixels issus de la classification et les éléments de référence a nos
échantillons de vérification.

Notations : Soit la matrice de confusion m qui pour chaque couple de classes (c;, ¢;) associe le
nombre de pixels s correspondant a la classe c; dans I’image de référence mais classes en tant
de ¢; par I’algorithme de classification. Chaque élément de cette matrice de confusion m sera
noté m, avecc €C, i€ [1, #C] et #C le nombre de classes présentes.
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2 : L’évaluation a partir de références spatiales

SESyerif

Rappelons que c;’pt et cYe"if correspondent & la classe attribuée au pixel s respectivement par la
classification et par 1’image des échantillons de vérification. La figure 1.2 illustre la
représentation de la matrice de confusion.

Echantillons Echantillons - e
P ) > Classification
vérification apprentissage
C; € Somme lignes
— G mq,q mq,q mq,.
-. .
G mq,q mq,q mq,.
Somme
m.,c- m.,c- N
colonnes i I

figure 11.2 : Représentation de la matrice de confusion

Notons m,,  la somme des pixels de référence appartenant a la classe c; et m la somme des

pixels de réference classés en tant que c; par I’algorithme de classification. Le nombre total de
pixels de vérification est noté N avec :

N = Z m, = Z m (11.2)

i€e[1,#C] je[1,#C]

Nous noterons que la matrice de confusion ne tient compte que de deux états : 1 si le pixel
appartient aux 2 catégories et 0 sinon. Aucune information sur la certitude de la prise de
décision, lors de la classification n’intervient dans le calcul de la matrice de confusion.

Pour cela, j’introduis maintenant une nouvelle matrice de confusion avec intégration de la
notion de probabilité d’appartenance afin de prendre en compte 1’incertitude de la prise de
décisions.

2.2. La matrice de confusion par pondération de probabilité

Rappelons que chaque élément de la matrice de confusion m est noté m . avecc €C i€
[1, #C] et #C le nombre de classes présentes
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Chapitre 1 : L’évaluation de la classification

Contrairement a la matrice de confusion classiqguement utilisée, nous définissons maintenant
chaque élément mc, ¢, COmMme étant la somme des pixels pondérés par leur probabilité

d’appartenance p(cs?" = ¢jcyeif = ¢;).
La formulation de m est présentée en équation 11.3.

opt i
mCi,Cj = z p(csp = lecgerlf = Ci)

SE€Syerif

o (11.3)

=) =9

SE€Syerif tq C‘s’erif=ci

Un exemple de cette matrice est présenté en annexe 1.3.

2.3. Indices pour I’évaluation a partir des matrices de confusion

A partir de la matrice de confusion présentée aux paragraphes 2.1 et 2.2, plusieurs indices
peuvent étre extraits afin d’évaluer la performance de la classification.

Nous séparerons les indices en 2 catégories distinctes :

- les indices dits « locaux », « par classe » ou encore « Un contre Tous », qui permettent
de juger de la performance d’une classe par rapport aux autres.

- les indices dits « globaux » ou « Tous contre Tous », qui permettent de juger de la
performance globale de la classification.

Afin d’illustrer les différents indices qui seront présentés ci-aprés, nous prendrons un exemple
simple a 2 classes défini par le tableau 11.1.

Classe 1 Classe 2 | Somme pixels classes références
Classe 1 A B A+B
Classe 2 C D C+D
Somme pixels classes attribuées A+C B+D N = A+B+C+D

tableau 11.1 : Exemple pris d’une matrice de confusion a 2 classes

Nous fixerons les valeurs de la diagonale (A et D) et ferons varier les valeurs hors diagonales
(B et C) afin d’observer I’implication de ces changements sur les indices présentés ci-apres.

2.3.1. Les indices « Un contre Tous »

Les deux indices couramment utilises pour évaluer la performance d’une classe sont le Producer
Accuracy (PA) et le User Accuracy (UA) :

- Le « Producer Accuracy » (PA) est I’indice qui évalue le rappel d’une classe.

PA; = ch—c =% e [0,1] (11.4)
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2 : L’évaluation a partir de références spatiales

- Le «User Accuracy » (UA) est I’indice qui évalue la précision d’une classe.

n

UA, = ZL = e e 10,11 (IL.5)
. 1m
]=

Cj,Ci m.,Ci

De ces deux indices de performance découlent deux indices d’erreurs, respectivement erreur
d’omission et erreur de commission :

- L’erreur d’omission représente le déficit d’une classe ou encore la perte de pixels d’une
classe lors de la classification.

m. .
Erreur_omission; = Err om; =1 —PA; =1 — # € [0,1] (11.6)
Cj,-

- L’erreur de commission représente 1’excés d’une classe ou encore la surreprésentation
des pixels d’une classe lors de la classification.

me, ..
Erreur_commission; = Err_com; =1 —-UA; =1 — ﬁ € [0,1] (11.7)
-Ci

Nous définirons deux types de comportement de classes a partir de ces deux erreurs :

- Les classes dispersibles, qui ont un taux important d’erreurs d’omission et donc un PA
faible.

- Les classes absorbantes, qui ont un taux important d’erreurs de commission et donc un
UA faible.

2.3.2. Les indices globaux (« Tous contre Tous »)

Dans la littérature, la diversité d’indices permettant d’évaluer une classification est grande.
Chaque indice possede une signification et un objectif d’évaluation précis. Nous décrirons trois
catégories d’indices constituées comme suit.

La premiere catégorie est constituée des indices orientés « rappel » id est qui mesurent la
performance en fonction de la référence. Dans cette catégorie, nous citerons le « Average
Accuracy » (AA) qui est une moyenne des « Producer Accuracy » de chaque classe.

n
1 meg. 1
AA ==Y G HZ PA; € [0,1] (11.8)

Nous voyons ici un exemple de confusion de terminologie. Le AA est appelé « Average
Accuracy » alors qu’il ne tient compte que du rappel des classes. Cet indice devrait donc se
nommer « Average Recall ». Dans un souci de cohésion, nous conserverons la terminologie AA
largement utilisée dans notre domaine d’application.
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Chapitre 1 : L’évaluation de la classification

La seconde catégorie est constituée des indices orientés « précision » id est qui mesurent la
performance en fonction de la classification. Nous introduirons ici le « Average Precision » qui
est a la précision ce que I’ Average Accuracy est au rappel.

1
AP =—

me . 1 .
: i ZUAiE[O,l] (11.9)
i=1

n
m. n
i=1 “
La derniére catégorie regroupe les indices dits globaux id est qui mesurent la performance « sans
orientation ». Cette catégorie est sans conteste la plus utilisée car elle est par définition globale,
c’est-a-dire non orientée. Nous citerons tout d’abord le « Overall Accuracy » définit par
I’équation I1.10, appelé egalement Pourcentage de pixels Correctement Classés (PCC).

n
1
OA = Nz me,, € [0,1] (11.10)
i=1

Cet indice représente la proportion de pixels présents sur la diagonale de la matrice de
confusion. L’OA est un indice de performance global au sens ou il permet de mesurer la
performance quel que soit la taille des classes contrairement aux indices AA et AP qui
ponderent cette performance globale en attribuant un poids a chaque classe (le poids étant défini
par ’effectif de la classe).

Nous citerons également la F-mesure (ou F-score ou encore « F-measure » en anglais, (Bahadur
& Rao, 1960; Rijsbergen, 1979)) qui est un indice de performance basé sur la pondération des
notions de précision globale et de rappel global. Le paramétre de pondération est noté et
I’indice est défini comme suit :

: _ (1+B?) x AA X AP
B~ (B2 x AP) + AA

,B € R* (11.11)

La valeur =1 est trés largement utilisée car elle permet de donner une moyenne harmonique
entre le rappel global et la précision globale. Elle est notée F;.

F,=———— — BER" (11.12)

Un autre indice utilisé est le Kappa de Cohen qui permet d’estimer le taux de concordance entre
deux observateurs (Cohen, 1960, 1968; Fleiss, Cohen, & Everitt, 1969). Néanmoins la premiére
trace de cet indice remonte a 1892 avec (Galton, 1892) mais le Kappa est majoritairement
attribué a Cohen. Sans étre réellement un indice de performance, le Kappa est utilisé pour juger
de la qualité de la classification multi-classes et cela a tort selon Pontius (Pontius, 2000).
Néanmoins, cet indice est communément utilise en télédétection (Congalton, 1991; Montserud
& Leamans, 1962; Smits, Dellepiane, & Schowengerdt, 1999; Wilkinson, 2005) mais
¢galement dans d’autres domaines dont notamment la psychologie (Fleiss et al., 1969; Landis
& Koch, 1977; Tinsley & Weiss, 1975).
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2 : L’évaluation a partir de références spatiales

La formulation générale du coefficient de Kappa de Cohen se pose sous la forme :
l)o - Pe
1-P,

Kappa = €[-1,1] (1.13)

Avec P, : la proportion d’accord observée et P, : la proportion d’accord aléatoire.

Dans le cadre de la comparaison entre une classification et une référence, le Kappa de Cohen
s’écrit alors :
n n
. N i, Me;¢; — izt me, Xm ¢
N2 — Zin=1 mci,. X mci,i

B OA — 1/N2 YLime Xm

kappa
(1.14)

= T € [—-1,1]
1- /NZ 2?:1 mci,. X m.,ci

D’apreés Cicchetti (Cicchetti & Fleiss, 1977), le test du Kappa est significatif lorsque N > 2 X
(#C)?2, #C le nombre de classes.

Les limites du Kappa sont grandes. Feinstein et Cicchetti (Feinstein & Cicchetti, 1990)
décrivent le paradoxe du Kappa lorsque les effectifs marginaux sont non équilibrés. Pontius
(Pontius Jr & Millones, 2011; Pontius, 2000) décrit le Kappa comme étant un indice
monodimensionnel incapable de justifier la concordance (donc la pseudo-performance dans le
cas de la classification). Les auteurs justifient cette limite par le fait que ’indice confond la
quantité et la position d’une classe.

Le deuxiéme paradoxe concerne les erreurs systématiques. Ces erreurs entre observateurs
entrainent un meilleur résultat du test (a tort) car la concordance aléatoire est plus faible. Par
hypothese, les observateurs doivent étre indépendants dans le cadre de 1’évaluation d’une
classification donc les erreurs systématiques n’ont pas lieu d’exister en théorie.

Plusieurs extensions et améliorations du Kappa sont proposées par Pontius (Pontius Jr &
Millones, 2011) afin d’en réduire les paradoxes. Nous en citerons deuX, le « Kappa location »
et le « Kappa guantity ».

O0A — 1/N2 2?:1 mci,. X m.,ci

K location = (1.15)

.1 Mg,
mmin(G, ) — Yz By me, X m g,

m.
0A — <% + Klocation (Z?ﬂ min (%' l\cll) - %))
K_quantity = 5 (11.16)

n mcirci ; X
i=1—Nz T Klocation( )

1

Avec: X = ((1 - 2it1 m;’—zclz) — (% + K_location (Z?:l min (1 mci") - —))) (11.17)

n’ N n
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Chapitre 1 : L’évaluation de la classification

En opposition au Kappa et a sa notion de concordance, il existe des indices statistiques
d’association qui ne tiennent pas compte de la liaison et qui n’exigent pas des variables de
méme nature. Nous citerons en exemple le coefficient de Kendall (Kendall, 1948) et celui de
Cramer (Siegel & Castellan, 1988) sans entrer dans les détails.

2.4. Introduction et validation de nouveaux indices

Dans I’optique d’automatiser les processus liés a la classification, nous devons disposer de
critéres permettant de juger de la performance de la classification. Afin de limiter et d’unifier
les critéres présentés dans les paragraphes précédents, nous nous proposons d’introduire 2
nouveaux indices afin de synthétiser 1I’information (Masse, Ducrot, & Marthon, 2012).

Le premier est un indice de performance par classe qui jugera a la fois de la précision et du
rappel de la classe. Nous appellerons cet indice le « Omission and Commission Index » (OCI)
car il tient compte a la fois du rappel (I’inverse de 1’erreur d’omission) et de la précision
(I’inverse de I’erreur de commission) de la classe a évaluer.
OCl; = PA; x UA;
= (1 —Err_om;)(1 — Err_com;) (11.18)
= 1 —Err_om; — Err_com; + Err_om; X Err_com;

L’originalité de 1’indice OCI repose sur sa capacité a observer a la fois les caractéristiques de
dispersion et d’absorption des classes. Nous introduisons maintenant une version « Tous contre
Tous” de cet indice nommé « Average Omission and Commission Index » (AOCI).

n
1
AOCI = HZ 0oCJ; (11.19)
i=1

L’AOCI et la F1-mesure sont des indices proches par définition et qui permettent de regrouper
les deux caractéristiques importantes que sont la précision et le rappel.

L’OCI et I’AOCI permettent ainsi de synthétiser 1’information a travers un critére unique, ce
qui permettra de simplifier les algorithmes de recherche et d’optimisation de performance de
classification qui seront présentés dans les chapitres suivants.

2.5. lllustrations des indices présentés

Afin d’illustrer les différents indices qui seront présentés ci-aprés, nous prendrons un exemple
simple a 2 classes défini par le tableau 11.1. Nous fixerons les valeurs de la diagonale (A et D)
et ferons varier les valeurs hors diagonales (B et C) afin d’observer I’implication de ces
changements sur les indices présentés ci-aprés. Posons A = 50 et D = 150 et faisons varier les
termes non diagonaux de la matrice de confusion qui sont B et C entre 0 et 300.

Les figures 11.3 a 11.8 illustrent les simulations des indices par classe et les figures 1.9 a 11.14
illustrent les simulations des indices globaux.
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2 : L’évaluation a partir de références spatiales

Producer Accuracy ou precision de la classe 2

Producer Accuracy ou precision de la classe 1

effectif en C effectif en B effectifen C

effectifen B

figure 11.3 : Simulation de I’indice PA pour la classe 1 ~ figure I1.4 : Simulation de I’indice PA pour la classe 2

figure 11.5 : Simulation de I’indice UA pour la classe 1 figure 11.6 : Simulation de I’indice UA pour la classe 2

Omission and Commission Index de la classe 2

A

0.9-f
08
0.7+
06
0.5~
0.4-
0.3
0.2

figure 11.7 : Simulation de I’indice OCI pour la classe 1 figure 11.8 : Simulation de I’indice OCI pour la classe 2
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Kappa location Kappa quantity
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figure 11.15 : Simulation de I’indice Kappa location figure 11.16 : Simulation de I’indice Kappa quantity

L’effectif en A étant plus faible que I’effectif en D, la performance de la classe 1 doit « chuter »
plus rapidement que celle de la classe 2 lors de I’augmentation des effectifs hors-diagonal. Ce
phénomeéne est clairement observé aux figures 11.3 a 11.6. Les figures 11.7 et 11.8 montrent la
simulation de I’indice OCI, combinaison des UA et PA.

Concernant les indices globaux et du fait de la différence d’effectifs entre A (50) et D (150),
nous observons clairement ’orientation de « 1’Average Accuracy » vers le « rappel » et
I’orientation de « I’ Average Precision » vers la « précision » (figures 11.9 et 11.10).

L’OA, le Kappa, la F1 mesure et le OACI présente une forme symétrique, ils ne sont donc pas
orientés (figures 11.11 a 11.14). Des effets de bords sont observables sur les indices F1 et Kappa.
Les simulations des indices OA et AOCI sont similaires, I’AOCI étant cependant plus sévere,
indice plus faible, lorsque I’un des deux effectifs hors-diagonal est proche de 0.

Les simulations des Kappa location et Kappa quantity parlent d’elles-mémes (figure 11.15 et
figure 11.16) et illustrent I’instabilité de ces indices. Par exemple, lorsque I’effectif en C est
proche de 0 et I’effectif en B proche de 300, les deux indices sont tres instables avec des valeurs
comprises entre -2.1075 et 3.1075.
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3. L’évaluation de classification a partir de valeurs radiométriques spectrales et
temporelles de référence

Lorsque qu’il n’est pas possible de comparer une classification a un jeu de données spatiales de
validation, la notion de matrice de confusion disparait. Sans possibilité de comparaison spatiale,
il faut alors faire une comparaison spectrale et temporelle afin de vérifier que la classe obtenue
en sortie de la classification est similaire a la classe d’apprentissage. Cette comparaison est
aussi utilisée pour D’interprétation des classifications non-supervisées a partir de series
temporelles et spectrales de valeurs radiométriques.

3.1. Indice de similitude

Dans le Chapitre I, nous avons introduit la notion de distance qu’il convient maintenant
d’adapter pour obtenir un indice de similitude entre classe de référence et classe attribuée par
la classification. Voyons maintenant comment transformer ces distances en indices de
similitude.

Indgimi(c;, ¢j) = e~ 4 (11.20)

Les distances utilisées sont celles qui permettent de comparer deux ensembles. Parmi celles
introduites au chapitre 1, seule la distance de Bhattacharyya et la divergence de Kullbach-
Leibler peuvent convenir. Nous avons conclu au chapitre | que la distance Bhattacharyya était
celle a utiliser en priorité.

3.2. Matrice de similitude

Le principe est identique aux matrices de confusion présentées dans les paragraphes 2.1 et 2.2
avec la nouvelle définition de chaque élément de la matrice tel que :

Mg = Indgimi(ci, ¢) (11.21)

3.3. Evaluation d’une matrice de similitude

L’évaluation d’une matrice de similitude se fait de la méme maniére qu’une matrice de
confusion classique.

Un exemple de matrice de similitude est présenté en annexe 1.3. Les applications du chapitre
V utiliseront les indices extraits de la matrice de similitude pour la validation de la méthode.
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4. Applications
4.1. Comparaison des classifieurs sur des données de télédétection

La premiere application se focalisera sur la comparaison des méthodes de classification
présentées dans le chapitre 1 a 1’aide d’images Formosat-2 pour 1’année 2009 (voir annexe 1.3
pour rappel des caractéristiques, des dates et des classes utilisées). Notons que nous comparons
les indices pour des applications utilisant un grand nombre d’images, une définition précise des
classes et un nombre important d’échantillons de vérification.

Les méthodes utilisées sont rappelées dans le tableau 11.2. Plusieurs logiciels ont été utilisés
dont Envi 5.0, Orfeo Tool Box (OTB) et ceux développés et améliorés durant ma thése
(CESBIO).

Parmi les méthodes ponctuelles, le maximum de vraisemblance (MV) est le classifieur le plus
performant que ce soit par classe (16 fois meilleur sur 28 classes pour 1’OCI) ou d’un point de
vu global (4 fois sur 6). Viennent ensuite les classifieurs par Réseaux Neuronaux (NN) et
Support Vector Machines (SVM) avec noyau polynomial (tableaux 11.3 et 11.4). Ces résultats
vont dans le sens d’études faites précédemment sur I’intérét du Maximum de Vraisemblance
pour la classification d’un grand nombre de classes et dont le nombre d’échantillons par classe
est suffisamment important pour assurer leur significativité (Ducrot, 2005).

La méthode globale ICM est la plus performante grace a la considération spatiale du processus
de classification. Ses indices globaux sont en moyenne 5% plus élevés que ceux de la méthode
du Maximum de Vraisemblance (tableau 11.3) et meilleurs pour 24 des 28 classes pour 1’indice
OCI. Les seules classes dont la performance est plus faible pour la méthode ICM sont les classes
d’eau (Eau, Lac, Gravieres) et la classe de Béati/Surface minérale (tableau 11.4). Cette baisse de
performance s’explique par I’utilisation du contexte par la méthode ICM sur de petites classes
sensibles aux problémes de décalage entre images prises a des dates différentes.

Nous noterons ¢galement la faible performance de la classification objet. L’explication de cette
faible performance est assez simple et provient du choix du seuil d’homogénéité lors de la
définition des objets par la méthode des bassins versants. Le seuil choisi peut ne pas convenir
a certaines classes.

Au vu des différences observees entre les différents classifieurs, il parait intéressant de
combiner les informations de chacun des classifieurs afin d’obtenir un résultat optimal,
notamment entre méthodes paramétriques et non paramétriques. Cette fusion d’information sera
I’objet du Chapitre 1V.
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Considération

Méthode Paramétrique : Logiciel
spatiale
Parallélépipéde Non Ponctuelle Envi
Minimum distance euclidienne Non Ponctuelle Envi/Cesbio
Minimum distance Mahalanobis Non Ponctuelle Envi/Cesbio
Maximum de Vraisemblance (MV) Oui Ponctuelle Envi/Ceshio
Réseaux neuronaux (NN) Non Ponctuelle Envi
SVM a noyau Linéaire Non Ponctuelle oTB
SVM a noyau Polynomial Non Ponctuelle oTB
Iterated Conditional Mode (ICM) Oui Contextuelle Ceshio
Objet Bhattacharyya Non Objet Ceshio
tableau 11.2: Récapitulatif des méthodes présentées au chapitre 1.
. R F1
Méthode de classification AA AP OA Kappa AOCI
mesure
Parallélépipede 20,16 NaN 13,97 0,10 9,31 NaN
Minimum Distance Euclidienne 50,51 33,89 28,75 0,25 24,16 0,41
Minimum Distance Mahalanobis 70,78 57,76 67,82 0,65 44,14 0,64
Maximum de Vraisemblance 89,48 85,42 83,87 0,82 76,14 0,87
Réseaux neuronaux 65,90 NaN 86,23 0,85 56,55 NaN
SVM & noyau Linéaire 86,76 71,42 80,76 0,79 62,87 0,78
SVM a noyau Polynomial 88,83 74,23 82,93 0,81 66,47 0,81
Iterated Conditional Mode 94,04 90,91 91,36 0,91 85,60 0,92
Objet Bhattacharyya 51,82 48,46 38,33 0,35 26,39 0,50

tableau 11.3 : Comparaison des critéres d'évaluation globaux pour chacune des méthodes introduites pour les
données Formosat-2 de 2009. Les valeurs sont indiquées en pourcentage (sauf pour le Kappa et F1).
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bati dense 0,73 6,78 9,35 84,55 0,00 41,15 58,41 87,05 0,62
bati/surf minérale 95,06 72,20 78,42 93,92 0,00 82,71 86,63| 90,65 1,96
béti diffus 0,08 0,16 1,27 22,08 0,02 10,68 9,03| 43,10 10,35
blé dur 1,24 21,28 37,10 61,34 70,15 50,93 60,09| 84,36 23,83
blé tendre 1,62 0,00 22,45 50,65 72,39 51,35 55,17| 82,83 13,47
chanvre 0,05 9,35 42,98 94,25 86,30 58,21 76,17 97,93 23,77
colza 12,70 0,00 83,50 88,91 91,74 88,07 84,75 95,71 22,13
eau libre 0,00 98,31 95,76 99,30 89,53 99,48 99,55| 97,73 87,84
eucalyptus 0,00 51,34 39,60 93,30 64,92 83,01 82,19| 96,80 41,60
eucalyptus 2 0,00 8,59 12,38 90,56 45,09 69,89 63,78| 96,31 12,76
feuillus 86,09 78,32 80,68 95,24 91,72 92,45 94,39 95,75 70,95
friche 0,00 10,30 20,37 27,32 30,95 39,54 46,79 50,33 1,74
graviéres 0,00 97,75 97,83 99,72 95,45 99,11 98,33| 99,52 78,77
jachere/surface gel 0,46 4,80 30,37 4317 48,57 42,30 48,27 57,26 1,10
lac 0,48 96,81 97,20 99,92 94,76 99,96 99,37 99,90 47,61
mais 0,08 32,58 82,27 96,44 94,22 92,02 89,95 98,15 70,29
mais ensilage 16,61 7,45 69,30 92,75 77,17 78,50 71,41| 93,66 23,26
mais non irrigue 0,08 0,00 2,38 92,33 0,00 10,32 7,57| 93,04 1,02
orge 0,00 0,00 33,42 68,43 71,17 50,11 48,56| 83,86 6,12
peupliers 0,00 19,20 45,69 92,98 71,29 79,61 82,28| 96,24 44,95
pois 0,84 0,00 0,77 61,69 4,71 25,06 38,22| 94,25 4,42
prairie temporaire 0,01 0,00 24,28 53,60 50,93 38,96 49,28/ 61,82 0,29
prairie permanente 0,00 0,00 20,19 37,85 30,56 2927 44,50, 48,74 13,67
résineux 0,00 42,42 36,06 95,78 68,37 86,42 89,80 96,99 56,29
soja 6,66 0,00 50,51 9191 72,21 80,67 85,01| 97,84 48,85
sorgho 8,59 14,12 34,92 54,20 71,35 57,57 59,13| 80,36 4,97
surface minerale 15,84 5,29 1859 60,04 0,00 37,03  46,02| 83,66 15,74
tournesol 13,50 0,01 69,09 86,64 91,23 81,64 85,06 93,03 10,54

tableau 11.4 : Comparaison des valeurs de I'indice OCI (en %) en fonction des différentes méthodes présentées et
des classes présentes pour les données Formosat-2 année 2009
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Des applications similaires de comparaisons de classifieurs ont éte faites sur les données Spot-
2/4/5 de I’année 2007 (annexe 1.4) ainsi que pour les données Landsat-5 de 1’année 2010
(annexe 1.5). Nous ne présenterons ici que les indices globaux, nous reviendrons sur les détails
de ces applications au Chapitre IV pour la fusion des résultats de classification.

Le tableau I1.5 présente les performances des résultats de classification obtenus a partir des
differents classifieurs pour les données Spot-2/4/5 de 1’année 2007 et le tableau 11.6 celles des
résultats de classification obtenus a partir des différents classifieurs pour les données Landsat
5 de I’année 2010.

Les résultats sont similaires a ceux observés au tableau I1.3, la méthode du maximum de
vraisemblance est la plus performante des méthodes ponctuelles et la méthode ICM offre les
meilleurs résultats.

Méthode de classification AA AP OA Kappa AOCI Fl

mesure
Parallélépipede 7,35 NaN 4,81 0,03 3,66 NaN
Minimum Distance Euclidienne 63,13 49,29 53,59 0,49 34,36 0,55
Minimum Distance Mahalanobis 71,64 57,22 67,09 0,63 42,32 0,64
Maximum de Vraisemblance 83,43 81,03 81,75 0,79 69,38 0,82
Réseaux neuronaux 47,94 NaN 68,48 0,63 36,15 NaN
SVM a noyau Lineaire 74,16 58,45 64,74 0,61 45,43 0,65
SVM a noyau Polynomial 73,16 58,62 66,39 0,62 45,59 0,65
Iterated Conditional Mode 84,84 81,74 82,91 0,81 70,67 0,83
Objet Bhattacharyya 45,19 49,58 35,51 0,31 22,60 0,47

tableau 11.5 : Comparaison des critéres d'évaluation globaux pour chacune des méthodes introduites pour les
données Spot 2/4/5 année 2007. Les valeurs sont indiquées en pourcentage (sauf pour le Kappa et F1).

Méthode de classification AA AP OA Kappa AOCI Fl

mesure
Parallélépipede 13,09 NaN 29,11 0,22 3,43 NaN
Minimum Distance Euclidienne 41,56 23,86 45,27 0,41 10,01 0,30
Minimum Distance Mahalanobis 48,10 27,57 51,23 0,47 13,18 0,35
Maximum de Vraisemblance 68,81 43,61 66,69 0,63 30,41 0,53
Réseaux neuronaux 22,06 NaN 68,84 0,65 12,98 NaN
SVM a noyau Linéaire 56,52 32,99 58,46 0,54 18,88 0,42
SVM a noyau Polynomial 59,53 35,09 59,83 0,56 21,07 0,44
Iterated Conditional Mode 75,09 54,03 70,50 0,67 41,25 0,63
Obijet Bhattacharyya 48,22 29,79 39,60 0,35 13,49 0,37

tableau 11.6 : Comparaison des critéres d'évaluation globaux pour chacune des méthodes introduites pour les
données Landsat-5 de 2010. Les valeurs sont indiquées en pourcentage (sauf pour le Kappa et F1).
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4.2. Comparaison des matrice de confusion avec et sans pondération de probabilité

Reprenons 1’application des données Formosat-2 de I’année 2009 utilisée précédemment et
comparons les matrices de confusion avec et sans pondération de probabilité.

Le calcul de cette matrice de confusion avec pondération par probabilité ne peut se faire que
dans le cas d’une classification supervisée paramétrique. Nous avons choisi ici de reprendre
I’exemple du paragraphe 4.1 pour le Maximum de Vraisemblance. Les matrices de confusion
avec et sans pondération par les probabilités d’appartenance sont présentées en annexe 1.3, le
résumé de ces matrices par le biais des indices de performance extraits des matrices sont
présentés ci-apres (figure 11.17 et figure 11.18).

L’ajout de I’information de probabilité, en plus de I’information d’imprécision contenue dans
la matrice de confusion classique, permet de réajuster les résultats. D’un point de vue global,
les résultats sont en moyenne 2% supérieurs pour la matrice de confusion avec probabilités
(figure 11.17) ce qui signifie que les éléments de la diagonale (les biens classés) ont une certitude
plus forte que les éléments hors de la diagonales (les mal-classés).

La figure 11.18 nous montre la différence de valeur de I’indice OCI entre la matrice de confusion
classique et la matrice de confusion avec probabilités. Les conclusions sont identiques a celles
du paragraphe précédent. Cependant deux classes sortent du lot : la classe de surface minérale
et le bati dense. Dans le cas de la classe de surface minérale, I’indice OCI est plus ¢levé avec la
pondération de probabilité ce qui suggeére une certitude lors du choix du classifieur alors que,
pour la classe de bati dense, 1’effet est inverse.

Pour conclure sur cette comparaison entre les deux types de matrices de confusion, il est
important de retenir que la matrice avec pondération de probabilité permet de mettre en exergue
des classes qui sont par définition sujettes a confusion (signatures spectrales et temporelles
proches de celles d’autres classes). Cette nouvelle matrice permet donc d’améliorer la mesure
de la confusion pour I’utilisation d’un classifieur paramétrique.
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figure 11.17 : Comparaison des indices globaux avec et sans la pondération par probabilité
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figure 11.18 : Comparaison des valeurs de 1’indice OCI entre la matrice de confusion classique et la matrice de
confusion avec probabilités.
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5. Conclusion

L’objectif de ce chapitre était d’introduire des indices de performance permettant de synthétiser
I’information d’une matrice de confusion de maniére unique afin de limiter les critéres
d’optimisation qui seront utilisés dans les chapitres 3 et 4. Cet objectif est rempli par
I’introduction de deux nouveaux indices : I’OCI et I’AOCIL.

Le premier permet 1’évaluation de la performance d’une classe par rapport aux autres en tenant
compte des notions de précision et de rappel. Le second est une extension du premier et mesure
la performance globale de la classification.

Nous disposons désormais d’indices multi-caractéristiques pouvant servir de critéres
d’optimisation pour des algorithmes de sélection et d’optimisation.

Le second objectif concernait 1’intégration de la probabilité d’appartenance au calcul de la
confusion entre les classes. Cette pondération a permis de mieux mesurer la confusion avec
I’ajout de la similitude de classe, c'est-a-dire la correspondance spectrale et temporelle entre
classes de référence et classes issues de la classification.
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Chapitre 111, La sélection automatique de données de
grande dimension pour la classification

Résumé : Devant la grande quantité d’images de télédétection aujourd’hui disponible, il est
utile de pouvoir sélectionner les données d’entrée de la classification, quelle que soit leur
nature : temporelle, spectrale ou type de fonction discriminante. Ce chapitre visera donc a
introduire un systeme de sélection basé sur le principe des Algorithmes Génétiques et les
criteres de recherche introduit au chapitre 2, dans le but de maximiser la performance de la
classification.

Mots clés : sélection, recherche sequentielle, algorithmes génétiques, grande dimension,
systeme de Sélection-Classification-Fusion.

« C’est la sélection des détails et non pas leur nombre qui
donne & un portrait sa ressemblance »

Alexis Carrel, 1999.
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1 : Introduction de la sélection de données pour la classification

1. Introduction de la sélection de données pour la classification

11 a été montré que la classification d’un grand nombre d’images multi-temporelles fournit une
performance globale élevée de la classification mais pas nécessairement la meilleure
performance pour chaque classe (Ducrot, Masse, Marais-Sicre, & Dejoux, 2010; Ducrot,
Sassier, Mombo, Goze, & Planes, 1998).

Plusieurs explications peuvent étre données a ce phénoméne. Premiérement, la redondance
d’informations peut causer des problemes de convergence lors de la classification (par exemple
des dates de prise de vue trés proches) (Benediktsson, Sveinsson, & Amason, 1995; Hughes,
1968). Deuxiémement, un nombre important d’images prises a des dates différentes impliquera
des erreurs d’ortho-rectification et de correction, ce qui peut provoquer des décalages jusqu’a
plusieurs pixels dans certaines conditions et d’ou I’introduction d’erreurs lors de la
classification. La qualité de la classification de classes a géomeétrie fine, tel que les routes ou
les haies, peut alors étre dégradée par I’utilisation de 1’ensemble de ces données.
Troisiemement, certaines classes ont des signatures spectrales identiques a certaines dates
(culture et sol nu en hiver par exemple) ce qui peut nuire a la discrimination des classes par
I’algorithme de classification.

L’idée développée dans ce chapitre sera donc de sélectionner automatiquement la meilleure
collection d’images fournie en entrée du processus de classification. Cette opération aura pour
but de maximiser a la fois la performance globale de la classification ainsi que la performance
de chaque classe a 1’aide des indices introduits au chapitre 2.

Je présenterai, dans un premier temps, les divers algorithmes de sélection existants et leurs
applications a la télédétection. J’introduirai ensuite une nouvelle méthode de sélection basée
sur la méthode des Algorithmes Geénétiques (paragraphe 2) et appliquée au probleme de la
sélection de données pour la classification d’images de télédétection (paragraphe 3). Une
extension originale du probleme de sélection sera ensuite détaillée au paragraphe 4 afin de
pouvoir sélectionner plus de caractéristiques (type de classifieur par exemple). Enfin, je
présenterai le systeme automatique de classification dont la premiére partie utilise le nouvel
algorithme de sélection et qui sera nommé processus de Sélection-Classification-Fusion
(paragraphe 5).

2. Les algorithmes de sélection

Le probleme de la recherche performante pour la sélection de caractéristiques a été
intensivement investigué dans la littérature en reconnaissance de forme (Fukunaga, 1990; Jain
& Zongker, 1997; Kittler, 1978) et plusieurs stratégies optimales et sous-optimales y ont été
introduites. Dash (Dash & Liu, 1997) nous propose une hiérarchisation intéressante des
méthodes de sélection. L’ensemble des méthodes de sélection y est séparé en trois parties : les
méthodes optimales, sous-optimales et aléatoires (figure 111.1).

La premiere famille de méthode de sélection regroupe les méthodes dites optimales ou
complétes. Cette famille est elle-méme composee de 2 sous-familles, les méthodes optimales
exhaustives et les méthodes optimales non exhaustives.
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Méthodes de selection de caracteristiques

{ ' : —
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Best First SBFS RGSS

Beam Search

figure I11.1 : Hiérarchisation des méthodes de sélection

Les méthodes optimales exhaustives parcourent I’ensemble de 1’univers des possibilités D (D
étant le nombre de dates disponibles par exemple) qui est exprimé par 2*P. On notera que ces
méthodes ne sont pas utilisables pour #D grand (Fukunaga, 1990; Jain & Zongker, 1997).

Les méthodes optimales non exhaustives permettent de pallier a ce probleme de dimension de
recherche. Nous citerons notamment la méthode du « Branch & Bound » (Fukunaga, 1990;
Narendra & Fukunaga, 1977) ainsi que la méthode du « Best first » (Pearl, 1984) et sa version
améliorée « Beam-Search » (Reddy, 1976).

La seconde famille regroupe les méthodes dites sous-optimales, id est qui ne convergent pas
forcément vers la solution globale mais vers une solution approchée. Ces méthodes ont
I’avantage d’étre rapides et simples a manipuler. Stearns (Stearns, 1976) introduit la méthode
du «inclusion de I — exclusion de r » ou (l,r)-search.

Les deux cas particuliers issus de cette méthode sont la méthode de recherche en avant et son
homologue, la méthode de recherche en arriere, appelées respectivement Sequential Forward
Selection (SFS ou (1,0)-search) et Sequential Backward Sélection (SBS ou (0,1)-search).

L’inconvénient majeur de ces méthodes réside dans le choix statique des parametres
d’exploration | et r. Pour pallier a ce probléme, les méthodes Sequential Floating Forward
Selection (SFFS) et Sequential Floating Backward Selection (SFBS) ont été introduites et
permettent I’introduction de paramétres d’inclusion et d’exclusion dynamiques (Ferri, Pudil,
Hatef, & Kittler, 1994; Pudil, Novovicova, & Kittler, 1994). Nous verrons dans la suite du
chapitre les détails de ces quatre méthodes.

La troisieme et derniére famille pourrait étre considérée comme faisant partie des méthodes
dites sous-optimales mais dont le principe repose sur le parcours aléatoire de 1’univers de
recherche contrairement aux méthodes Séquentielles présentées précédemment. On lanommera
« aléatoire » afin de la distinguer des autres méthodes présentées au paragraphe précédent. Cette
famille peut elle aussi étre séparée en deux sous-familles que nous nommerons pondérée et
uniforme (non-pondérée). Les méthodes aléatoires uniformes comprennent les algorithmes qui
génerent des sous-ensembles de recherche de maniére entierement aléatoire. Nous citerons les
algorithmes Las Vegas Wrapper (LVW) et I’algorithme Rapid Gravity Survey Systems (RGSS)
qui introduisent 1’aléatoire dans les méthodes SFS et SBS. La deuxieme sous-famille est
également aléatoire, mais désormais chaque sous-ensemble est pondéré suivant son importance,
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ce qui nécessite un indice de pondeération pour caractériser cette importance. Les Algorithmes
Geénétiques (GA) (Goldberg, 1989; Holland, 1962) sont la méthode la plus connue de cette sous
famille.

Dans le cadre de la sélection de données de télédétection, nous citerons les travaux de Ferri et
Serpico (Ferri et al., 1994; Serpico & Bruzzone, 2001) pour I’extraction de caractéristiques et
les travaux de Pu (Bajcsy & Groves, 2004; Pu & Gong, 2000; X. Zhang & Niu, 2009) pour la
sélection de bandes hyper-spectrales.

Parmi les algorithmes cités précédemment, nous utiliserons ceux de la famille sous-optimale
séquentielle (SFS, SBS et leur amélioration SFFS et SFBS) et celui de la famille sous-optimale
aléatoire pondérée (AG). Ces algorithmes sont les plus usités dans la littérature citée
précédemment.

2.1. Le probleme a résoudre

Commencons par poser le probléme que nous souhaiterions résoudre : a partir d’un jeu temporel
d’images, nous souhaiterions extraire automatiquement le meilleur sous-ensemble de données
afin de maximiser une performance choisie de la classification. L’équation I11.1 formalise ce
probléme d’optimisation.

DOPt = arg angg(performance de la classification des données D;) (111.1)
j_

Nous cherchons donc le sous-ensemble d’images D°P' parmi les dates disponibles D qui
maximise la performance du processus de classification.

Notons que cette recherche sera dépendante du classifieur et des classes utilisées. Nous
proposerons une extension du probléme posé en fin de chapitre afin d’y ajouter des
caractéristiques a sélectionner (bandes spectrales et classifieur, paragraphe 4).

2.2. Les méthodes SFS et SBS

Le SBS et SFS sont des méthodes de sélection sous optimale mais trés rapide, leur complexité
de calcul est estimée a O((#D)?) (Jain & Zongker, 1997; Kittler, 1978). Le principe est simple :
I’algorithme est initialisé soit a ’aide de I’ensemble entier (SBS) soit de ’ensemble vide (SES).
Puis, tant que le nouveau sous-ensemble choisi est plus performant que le précédent, on enléve
un élément de 1’ensemble (SBS) ou en ajoute un (SFS) (Roli & Fumera, 2001). Le risque
d’obtenir un maximum local non global est trés important avec cette méthode car il n’y a pas
de procédure de retour en arriére.

Les méthodes SFS et SBS sont en réalité¢ des cas particuliers de 1’algorithme (I,r)-search
introduit par Stearns (Stearns, 1976). Cet algorithme est aussi appelé « inclusion de | —exclusion
de r » et consiste a ajouter (inclusion) et retirer (exclusion) a chaque itération un nombre fixé
de dates. Le choix arbitraire de ces deux parameétres | et r sont le plus gros facteur limitant de
cette méthode. Nous verrons par la suite des méthodes dérivées de celle-ci avec un choix
dynamique pour |l etr.
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Ecrivons 1’algorithme général du (1,r)-search

Entrée : D = {d;tq Vi€ [1,#D]}
Initialisation : Si I>r Alors k :=0 ;D°Pt = DPrec .= @
Sinon k :=#D ; D"lf’t pprec .= p
Tant que ((performance(D"pt) > performance(DP"¢¢)et(k > 0)et(k < #D))
pprec — popt
Etape 1 : Inclusion
Répéter | fois

d* := arg max  performance(D U {d})
deD\D%

DOPt = poPt y {d*} k=k+1;
Fin Répéter
Etape 2 : Exclusion
Répéter r fois
d”:= arg max . performance(D\{d})
DOPt = DOpt U {d+} k=k-1;
Fin Répéter
Fin Tant que
Sortie : Dopt

2.3. Les méthodes SFFS et SFBS

Pour pallier aux limitations évoquées précédemment pour les méthodes SFS et SBS, de
nouvelles méthodes dérivées de celles-ci ont été développées (Pudil et al., 1994) et permettent

de choisir dynamiquement le sens et I’intensité de déplacement de 1’algorithme dans ’univers
de recherche.

Ecrivons 1’algorithme du SFFS
Entrée : D = {d;tq Vi€ [1,#D]}
Initialisation : k :=0 ;DOPt = DPrec .= ¢
Tant que ((k > 0)et(k < #D))
Etape 1 : Inclusion
pPprec — Dopt

+ —
d* :=arg derlqu\%%p performance(D U {d})

DOoPt = DOPt y {d+} ; k=k+1;
Etape 2 : Exclusion conditionnelle
d”=arg drélD%%tperformance(D\{d})
Si (performance(D°P*\{d~}m) > performance(DP"¢¢)
Alors D°Pt = DOoPY\{d~}; k=k-1;
Retour Etape 2
Sinon Retour Etape 1

Fin
Sortie : popt

L’algorithme du SBFS s’écrit facilement par interversion de 1’inclusion et de I’exclusion ainsi
que de la condition de départ de 1’algorithme précédent.
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2.4. La méthode des Algorithmes Génétiques

La méthode des Algorithmes Génétiques (AG) est une méthode sous optimale, aléatoire et
pondérée. La partic aléatoire permet I’exploration et empéche 1’arrét sur des maxima locaux
tandis que la pondération permet d’accélérer la vitesse de convergence de 1’algorithme en
favorisant les meilleurs individus.

Le principe des Algorithmes Génétiques est dérivé de la génétique et de 1’évolution naturelle
(Dawkins & Sigaud, 1989). La méthode remonte & 1962 avec les premiers travaux de Holland
sur les systemes adaptatifs (Holland, 1962). Mais il faut attendre 1989 et le livre de David
Goldberg pour obtenir la forme définitive et compléte de cette méthode telle que nous
I’utiliserons ici (Goldberg, 1989).

La méthode repose sur la définition des cing éléments suivants (Alliot & Durand, 2005) :

- Le codage de chaque individu. Ce codage permet de modéliser chaque individu comme
ensemble de caractéristiques qu’il conviendra de sélectionner. Dans notre cas, un
individu sera composé des dates a utiliser (et plus tard de bandes spectrales et d’un
classifieur, paragraphe 4.1). Le codage est pour le moment considéré comme binaire.

- Initialisation de la population d’individus. Cette initialisation se fait de maniére
aléatoire.

- Une fonction permettant de sélectionner les meilleurs individus appelée « fitness
measure » qui permet de juger de la performance de chaque individu.

- Des opérateurs génétiques permettant de faire varier les individus et donc d’explorer
I’univers de recherche au cours des générations.

- Des paramétres de dimensionnement : la taille de la population, le critere d’arrét, les
probabilités des différents opérateurs génétiques.

Nous voyons immédiatement que cette méthode permet de modéliser intuitivement le probleme
de recherche de meilleures dates pour la classification. Le point négatif sera de déterminer les
bons paramétres afin d’améliorer la vitesse de convergence de la méthode.

Redéfinissons les termes constituant les AG dans le cadre de notre probleme de sélection de
dates.

Définition : Un individu de la population (ou « chromosome » en génétique) sera noté Diter et
definira les dates utilisées par I’individu i a la génération iter.

Notation : Le codage d’un individu se fera de la maniére suivante :

Diter = {1 s? ladated € Diter (111.2)
’ 0 sinon
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Dans I’exemple suivant, DI*" est composé des images aux dates 3, 5 et 6. La notation sera donc
la suivante :

DIter = {IM;, IMg, IM¢} ; (111.3)
DIi¥"=1; Di¥'=0 (111.4)

Durant chaque génération, quatre opérations sont appliquées par les AG : la mutation, le
croisement, la sélection et enfin la reproduction (figure 111.2). Décrivons chacune de ces quatre
operations.

La premiere opération est la mutation (figure 111.3). Cette opération permet d’opérer une
permutation intra-individu sur les dates. Elle est définie de la maniére suivante pour la mutation
de la date d, pour I’individu Di*":

iter _ iter .: 1
Dig- =1—-Djg sid=dpnut

. | (111.5)
Di'§" = Di'¢" sinon

mutation (D", d ) = {

Le choix de dp,,; se fait par tirage aléatoire. La mutation est I’opération la plus importante des
AG car elle permet ’exploration de 1’univers de recherche et empéche ainsi la convergence
vers un maximum local.

La seconde opération est le croisement qui permet d’effectuer une permutation entre deux
individus (figure 111.4). Cet échange inter-individu peut s’appliquer sur plusicurs éléments a la
fois. Cette opération est définie de la maniere suivante pour deux individus i et j et un ensemble
DCrOis de dates a permuter :

D}tgr — D]i'tgr side Dcrois

croisement(D}ter, D}ter, Dcr"is) = {D ’ (111.6)

fer = DI¢" sinon
Une probabilité d’occurrence est appliquée sur les deux opérations précédentes et notée
respeCtivement Pmutation et Pcroisement-

Les troisieme et quatrieme opérations consistent a évaluer les individus et a les reproduire pour
la génération suivante, suivant le score de leur évaluation.

Dans le cadre d’une application supervisée, nous utiliserons les indices de performance extraits
de la matrice de confusion comme fonction d’évaluation. Cette matrice de confusion est obtenue

apreés classification des données multidimensionnelles de I’ensemble DI**". La performance est
notée performance(D}*").
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Initialisation de I'algorithme génétique <
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d'apprentissage

Echantillons
de vérification

mutations

v

croisements

2

Evaluation

et <

Reproduction

meilleur jeu
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figure 111.2 : Schéma d’exécution des Algorithmes Génétiques

Date a muter : dmut
1

Jeux de données D a
I'itérationi

Mutation
Jeux de données D a
B T I T T riéaton

figure 111.3 : Hlustration du principe de mutation
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figure 111.4 : Illustration du principe de croisement entre deux individus
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La reproduction se fait a partir de la performance de chaque individu. Meilleur sera I’individu,

plus grande sera sa présence a la génération suivante. Le choix le plus fréquent pour la fonction
de reproduction est la suivante :

performance(D!*") X nb_individus

an_individus

D]jter+1 — D%ter’v]- € |1, :
el performance(Di'")

(111.7)

Ce type de reproduction permet de conserver les meilleurs individus sans leur donner
d’omniprésence, ce qui pourrait causer la convergence précoce vers un maximum local.

Ecrivons 1’algorithme des Algorithmes Génétiques :

Entrée : D = {d;tq Vi€ [1,#D]}
Initialisation : Tous les individus sont initialisés aléatoirement
Tant que (si critére_arrét faux)
Pour chaque individu i
Etape 1 : Mutation
DI*" = X utation X mutation(DI*",d )
avec Xutation~ Bernouilli(1, pyutation), dmut tiré aleatoirement
Etape 2 : Croisement

Di*" = Xcroisement X croisement(D;*", Dj*", Drois)

avec Xcroisement~ Bernouilli(1, Peroisement), DO tiré aleatoirement
Etape 3 et 4 : Evaluation et Reproduction

performance(D%ter)xnb_individus
» ynb_individus
Zk=1

D]iter+1 — D%ter VicE 1

performance(Dit®")
Fin Pour
iter

DOPt = argmax performance( D},
K

Si (performance(D!**") — performance(D!*""1) < ¢ alors critére_arrét = 1
Fin Tant que
Sortie: Dopt

3. Applications des méthodes de sélection de donnees

Nous appliquerons les cing méthodes détaillées précédemment aux applications suivantes :

— sélection temporelle sur les données Formosat-2 année 2009 (16 dates, annexe 1.3).
— sélection temporelle sur les données Spot-2/4/5 année 2007 (6 dates, annexe 1.4).
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3.1. Application sélection temporelle sur Formosat-2 année 2009

Rappelons que nous disposons de 16 dates acquises par le satellite Formosat-2 pour 1’année
2009 sur la zone Sud-Ouest de Toulouse et que ces 16 dates ont été geo-référencées, ortho-
rectifiées et corrigées d’effets atmosphériques, ce qui rend la comparaison temporelle possible.
La liste des classes est disponible en annexe 1.3.

Parmi ces 16 dates, nous disposons de 3 dates de Mars, 3 dates de Juillet et 4 dates d’Aodt, ce
qui peut impliquer de la redondance d’information pour certaines classes (voir histogramme
des dates utilisées en annexe 1.3).

Appliquons les méthodes de sélection présentées aux paragraphes précédents pour le probléme
de la sélection du meilleur jeu temporel d’images. Le tableau Il1.1 regroupe les parametres
utilisés par la méthode de sélection par Algorithmes Génétiques. Pour les cing méthodes, la
méthode de classification utilisée lors de 1’étape d’évaluation est 1’algorithme ICM.

La comparaison des résultats de sélection des meilleures dates est présentée au tableau I11.2.
D’un point de vue global, les quatre méthodes séquentielles (SFS, SBS, SFFS et SBFS)
obtiennent des résultats similaires. Les Algorithmes Génétiques fournissent des résultats
identiques voire supérieurs.

Le tableau 111.3 fournit des détails supplémentaires sur la nature des jeux de données
sélectionnés par la méthode AG. D’un point de vue général, les jeux de données possédent un
nombre élevé de dates (entre 8 et 16 sur les 16 dates disponibles) mais ne possédent que tres
rarement I’ensemble des 16 dates.

En matiére de convergence et de temps d’exécution (figure I11.6), ’avantage revient aux
méthodes dites Backward car les meilleurs jeux de données sont souvent ceux qui disposent du
plus grand nombre de dates. Les AG convergent eux aussi rapidement vers leur optimum (entre
2 et 6 générations suivant les cas de figures).

Les figures 111.6 a 111.8 illustrent parfaitement le genre de probleme que la sélection de données
permet de corriger. Nous présentons ici I’exemple de la classe « Tournesol », qui est trés
largement surclassée dans 1’extrait de la classification obtenue a partir du meilleur jeu de
données en termes de performance globale (figure 111.7). Lorsque 1’on sélectionne ce jeu de
données en fonction de I’indice de performance de la classe « Tournesol », la surreprésentation
de cette classe disparait (figure 111.8). Cette amélioration s’explique par I’absence d’une date
de mars dans le nouveau jeu de données (tableau I11.3). Rappelons qu’au mois de mars, la
culture du Tournesol n’a pas encore commencg, et que le champ est en sol nu (figure 111.6).

En conclusion, les AG semblent &tre un bon compromis entre rapidité et convergence optimale
méme si I’avantage de la rapidité revient a la méthode SBFS.
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Paramétres AG Valeur
P_mutation 1/100
P_croisement 6/10
Taille de la population 50
Nombre de générations maximum 10
Critére évaluation AOCI ou OCI

tableau I11.1 : Paramétres utilisés pour la méthode des Algorithmes Génétiques

Valeur  Valeur optimale Valeur optimale  Valeur optimale  Valeur optimale

Méthodes | optimale OCl OCl OCl OCl

AOCI classe Feuillus classe Blé dur classe Tournesol  classe Eau libre

SFS 85,60 95,23 84,36 93,03 98,28

SBS 85,60 95,24 84,36 92,11 99,37

SFFS 85,60 95,24 84,01 93,03 97,11

SBFS 85,60 95,24 84,36 92,03 97,11

AG 85,60 95,75 84,36 93,03 99,73

tableau 111.2 : Comparaison des méthodes de sélection par évaluation de leur performance respective (en %)

Global Cl_asse C!asse Classe Clz?\sse

Feuillus Blé dur Tournesol Eau libre

Performance 85,60 95,75 84,36 93,03 99,73

Jeu de données 16 dates 13 dates 15 dates 15 dates 8 dates
Février 15 15 15 15
Mars 17; 21; 30 21; 30 17; 21 17; 21

Mai 3 3 3 3 3
Juin 23 23 23 23

Juillet 1;12; 26 1;12; 26 1;12; 26 1;12; 26 12; 26

Ao(t 5;14; 22; 30 22: 30 5;14; 22; 30 5;14; 22; 30 5;22; 30

Septembre 6; 24 6; 24 6; 24 6; 24 6; 24
Octobre 16 16 16 16

tableau 111.3 : Extrait de performance et détails des dates des meilleurs jeux de données sélectionnés par I’AG
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0,4 -

v

==é=SFS

0,2 -

SBFS
== SFFS

Valeur indice AOCI

== AG

0
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4000 5000

6000 7000

Temps d'execution (en secondes)

8000

figure I11.5 : Temps d’exécution des méthodes de sélection pour la recherche du jeu de données Formosat-2 qui
maximise la performance globale (AOCI).
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figure 111.7 : Extrait de la classification du jeu de figure 111.8 : Extrait de la classification du jeu de
données sélectionné pour la meilleure performance données sélectionné pour la meilleure performance
globale de la classe Tournesol
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figure 111.9 : Légende
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3.2. Application sélection temporelle sur Spot 2/4/5 année 2007

Rappelons que nous disposons de 6 dates acquises par les satellites Spot pour I’année 2007 sur
la zone Sud-Ouest de Toulouse. Elles ont été géo-référencées, ortho-rectifiées et corrigées
d’effets atmosphériques, ce qui rend la comparaison temporelle possible. La liste des classes
est disponible en annexe 1.4.

Notons ici que les différences de vitesse de convergence des différentes méthodes sont
comparables a celle obtenue avec I’application Formosat-2 (figure 111.10).

Le tableau I11.4 fournit les détails sur la sélection des meilleurs jeux de données par la méthode
des Algorithmes Génétiques. Ces résultats de sélection sont logiques et similaires a ceux qu’un
expert aurait pu effectuer manuellement. Par exemple, pour les classes de cultures, la sélection
a été faite en choisissant les dates suivant leur stade phénologique, donc discriminantes.

Global Classe Classe Classe Classe
Feuillus Blé dur Tournesol Eau libre
Performance 70,67 96,53 58,87 88,61 96,9
Jeu de données 6 dates 5 dates 5 dates 4 dates 5 dates
Jours du mois de :
Février 15 15 15 15 15
Avril 8 8 8 8
Juin 20 20 20 20
Juillet 25 25 25 25
Septembre 15 15 15 15
Novembre 16 16 16 16
tableau I11.4 : Extrait de performance et détails des meilleurs jeux de données sélectionnés par I’AG
0,8
0,7
0,6
O 05 —>—SBS
le)
; 04 —>—SFS
2 SBFS
< 0,3
> —>—SFFS
0,2
AG
0,1
0 X
0 20 40 60 80

Temps d'execution (en secondes)

figure 111.10 : Temps d’exécution des méthodes de sélection pour la recherche du jeu de données Spot qui
maximise la performance globale (AOCI)
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4. Extension du probleme de sélection

En plus de la sélection temporelle, nous pouvons ajouter une sélection sur les canaux spectraux,
sur le classifieur utilisé ou sur toute information a priori pouvant étre incorporée a une méthode
de classification.

Les méthodes présentées de type Séquentiel (SBS, SFS, SBFS et SFFS) ne peuvent fonctionner
qu’avec des éléments a sélectionner dont les états sont binaires. Or le choix du classifieur n’est
plus binaire s’il y en a plus de deux parmi lesquels choisir. Pour utiliser ces méthodes, il faudrait
alors décomposer ce nombre en base 2, ce qui aurait pour conséquence I’augmentation
importante des caractéristiques a choisir. La flexibilit¢ des AG permet d’utiliser une
formulation plus flexible.

4.1. Adaptation de la méthode des AG

Commencons par réécrire le probléme a résoudre :

{IM°Pt classifieur®Pt}

= arg max(performance classification IM; avec classifieur;) (111.8)

Le nouveau probléme revient ainsi a rechercher les meilleures images dans 1’espace IM suivant
les dimensions temporelles et spectrales, au sens de la performance de la classification de ces
données et du meilleur classifieur choisi parmi les méthodes disponibles et applicables.

Voyons maintenant les modifications a apporter a la formulation des Algorithmes Génétiques
présentés au paragraphe 2.4 afin de résoudre le nouveau probléme de 1’équation III.8.

Les changements se situent au niveau du processus de mutation et de croisement et notamment
pour la nouvelle caractéristique du choix de classifieur. Ce choix, contrairement aux autres
caractéristiques, n’est pas binaire et nécessite donc une modification des processus de mutation
(équation 111.9) et de croisement (équation 111.10).

mutation({IM!"", classifieur*®}, element ;)

(IM'$k = 1 — IM{'§{% si element e = {dmut Kmut}
IM;'$k = IM;'$% sinon
_ Jclassifieur}"" = choix aleatoire parmi

’ensemble des classifieurs possibles si element,,,; = classifieur

privé de classifieur}®"

\classifieur;'®" = classifieur;*" sinon (111.9)

croisement({IM]*", classifieur{""}, {IM]-lter, classifieurj‘ter}, {IM7-T15¢T classifieurf-'%¢"})

iter __ iter ; —
(IMi,d,k =1 j,dk S1 elernentcrois - {da_croiser' ka_croiser}
IMIter = pmiter sinon
= Ldk iLdk (111.10)
e iter _ s iter . _ By
classifieur;™™" = classifieur; si element ;s = classifieur, croiser
kclassifieurilter = classifieur/*" sinon

75



Chapitre 111 : La sélection automatique de données de grande dimension pour la classification

4.2. Applications du probleme complet

Reprenons les applications précédentes en incluant maintenant la sélection des canaux et du
classifieur, et uniquement avec la méthode de sélection par Algorithmes Génétiques.

Pour des questions de complexité de codage, seuls cing classifieurs ont été intégrés dans les
applications qui suivent : méthode de minimisation de distance de Manhattan, euclidienne, de
Tchebychev, de Mahalanobis et méthode ICM.

4.2.1. Applications aux données Formosat-2 année 2009

Le tableau I11.5 montre quelques résultats de la sélection de données spectrales, temporelles et
du classifieur, appliquée aux données Formosat-2 année 2009 disposant de 64 plans temporels
et spectraux. Le jeu de données qui obtient la meilleure performance globale dispose de 63
canaux sur 64 et utilise la méthode ICM. Prenons I’exemple de la classe « Eau libre » dont le
meilleur jeu de données contient moins de canaux « proche infrarouge », ce qui s’explique par
le fait que cette classe n’a, par définition, que peu de confusion avec des classes de végétation,
qui sont trés absorbantes dans cette longueur d’onde. L’algorithme ICM est trés souvent choisi,
sauf pour les classes d’eau et de bati.

4.2.2. Applications aux données Spot 2/4/5 année 2007

Le tableau I11.6 montre quelques résultats de la sélection de données spectrales, temporelles et
du classifieur, appliquée aux données Spot-2/4/5 année 2007 disposant de 19 plans temporels
et spectraux. Le jeu de données qui obtient la meilleure performance globale dispose de 18
canaux sur 19 et utilise la méthode ICM. Prenons I’exemple de la classe « Tournesol » dont le
meilleur jeu de données ne contient que peu de canaux « proche infrarouge », canal n’apportant
pas d’information de dissociation entre cultures proches. L’algorithme ICM est trés souvent
utilisé, sauf pour les classes d’eau et de bati.

4.2.3. Applications aux données Landsat-5 année 2010

L’application liée a I'utilisation des données Landsat est tres intéressante car elle dispose d’une
richesse de classes trés importante (79 classes, voir annexe 1.5) avec des classes de culture mais
surtout de végétation naturelle.

Le tableau I11.7 montre quelques résultats de la sélection de données spectrales, temporelles et
du classifieur, appliquée aux données Landsat-5 année 2010 disposant de 15 plans temporels et
spectraux (annexe 1.5). Le jeu de données qui obtient la meilleure performance globale dispose
de 15 canaux sur 15 et utilise la méthode ICM. Prenons I’exemple de la classe « Feuillus » dont
le meilleur jeu de données ne contient que peu de canaux de la date de Juillet.
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4 : Extension du probléme de sélection

Global

Feuillus

Tournesol

Eau libre

Indice AOCI

83,64

95,45

92,44

100

Nombre de plans

63 sur 64

54 sur 64

56 sur 64

60 sur 64

Dates / canaux

R PIR

R PIR

R PIR

PIR

15 Février
17 Mars
21 Mars
30 Mars

3 Mai

x

x| @

X X
X

X X X X

X

X X X X x|[<Z

23 Juin

1 Juillet
12 Juillet
26 Juillet
5 Aolt

X X X X|X X X X xX|@

X | X X X

X X X X X|X X
X X

X X X

14 Aot

22 Aot

30 Aodit

6 Septembre
24 Septembre
16 Octobre

X X|X X X X X[|[X x x x x|<Z

X X X X X X[X X X X X|[|X X X X x|
X X

X X X X X X|X X X X X|X X X X X
XX X X X X[x X x x x[<Z

X X X X X X[X X X X X|X X X X

X X X X X X

X X X X

X X X|X X X X X[X X X X X
X X | X X X

X
X

X X X X X X[|X X X X X|x x X x x|<

X X

X

X X X X X
X X X X X X

X X X X X|X X X X X|X X X X x|

X X X X X X[X X X X X|[X X X X x|
X X X X X|X X X X

X X X X X X

X X

Classifieur

ICM

ICM

ICM

Min dist Eucl

tableau I11.5 : Extraits des résultats de la sélection de données Formosat-2 année 2009

Global

Blé dur

Tournesol

Eau libre

Indice AOCI

77,55

96,96

60,75

97,89

Nombre de plans

18 sur 19

16 sur 19

13 sur 19

13 sur 19

Dates / canaux

PIR MIR

R PIR MIR

R PIR MIR

R PIR MIR

15 Fév. 2007
8 Avril 2007
20 Juin 2007
25 Juillet 2007
15 Sept. 2007
16 Nov. 2007

X X X X x|<Z

X

ND
ND
ND

X X X X |0

ND

X

X X X X X X

ND

X X X X x|<Z

X ND

X ND
X ND

ND

X X X X X
X X X X

X

ND X

ND
ND
ND
ND

X X X X X

X

ND

X ND

ND
ND

X ND

X X X

X X X ND

Classifieur

ICM

ICM

ICM

Min Dist Eucl

tableau I11.6 : Extraits des résultats de la sélection de données Spot 2/5/5 année 2007, ND pour canal non

disponible

Global

Classe Feuillus

Classe Tournesol

Indice AOCI

41,25

57,93

95,17

Nombre de plans

15 sur 15

12 sur 15

12 sur 15

Dates / canaux

PIR MIR

PIR

MIR

PIR MIR

20 Juillet 2010
21 Aolt 2010
22 Sept. 2010

X X X |@

X X

X X

x x x|<

R
X
X
X

X X

x x x|<

X X

R
X
X X
X

X

Classifieur

ICM

ICM

ICM

tableau I11.7 : Extraits des résultats de la sélection de données Landsat-5 année 2010
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Chapitre 111 : La sélection automatique de données de grande dimension pour la classification

5. Introduction du systeme de Sélection-Classification-Fusion

Dans le cadre de l’automatisation et de 1’amélioration des processus de classification
supervisée, j’ai introduit un nouveau systéme de Sélection-Classification-Fusion (SCF) (Masse,
Ducrot, & Marthon, 2011) décomposé en trois parties distinctes : la sélection des données, la
classification et la fusion des résultats (figure 111.11). En appliquant la nouvelle méthode de
sélection de données présentée au paragraphe 4, le but est d’obtenir de maniére automatique les
meilleures images et le meilleur classifieur en fonction d’un critére unique, une optimisation
multicriteres étant difficile a résoudre pour un nombre de classes important et un univers de
recherche de grande dimension.

Jeu de données complet

Selection Selection h | de C Selection
jeu de données jeu de données LN CNAgUE Clanee.Ce k.. jeu de données
performance globale performance classe 1 performance classe #C

: | |

Classification Classification  [Jeeeeese-hnseemiidnimidn s st Classification

Vv !

Fusion des résultats de classifiation

!

Image classée résultat final

figure 111.11 : Schéma illustratif de la méthode de Sélection-Classification-Fusion (SCF)

Nous reviendrons plus en détail sur la partie fusion du processus au cours du chapitre suivant,
mais pour le moment considérons qu’un tel algorithme existe et permette de fusionner plusieurs
résultats de classification de maniere automatique et optimale (partie verte de la figure 111.11).

Le but du systéme SCF est donc de décomposer un systéme d’optimisation multicritéres qui
consisterait a trouver la classification qui maximise la performance globale et la performance
de chaque classe, en plusieurs processus paralléles d’optimisation monocritére. Ces opérations
indépendantes améliorent la rapidité de calcul pour les étapes de sélection et de classification.
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6 : Conclusion

6. Conclusion

L’objectif de ce chapitre était de développer une méthode permettant la sélection automatique
d’un jeu de données d’entrée d’un processus de classification supervisée, afin de maximiser le
critére de performance choisi parmi ceux introduits au chapitre 2.

Parmi les méthodes présentées, la méthode des Algorithmes Génétiques s’est montrée la plus
flexible et la plus performante. Cette méthode permet la sélection automatique des données
temporelles, spectrales et du choix du classifieur a appliquer.

Cette méthode a été validée sur plusieurs applications différentes et comparée a d’autres
approches géneralement utilisées en télédétection et sélection de caractéristiques. Les résultats
de sélection présentés sont logiques et similaires a ceux qu’un expert aurait pu effectuer
manuellement. Rappelons I’exemple des classes de cultures ou la sélection correspond aux
choix des dates des stades phénologiques. La méthode pourra étre utilisée dans le cadre du
systtme automatique d’amélioration du résultat de classification appelé Sélection-
Classification-Fusion.
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Chapitre IV. La fusion d’images issues de
classifications supervisées

Résumé : Les données de télédétection sont de plus en plus variées et abondantes : images
optiques et radar, basse, haute, trés haute résolution, multi-spectrales, images dérivées (images
texturales, images masques) et données exogenes (Modeles Numériques de Terrain, données
physiques). Afin d’utiliser cette diversité d’information pour la classification, j’introduirais une
méthode originale de fusion de résultats de classification. Cette méthode se voudra automatique,
performante et robuste afin d’utiliser au mieux la diversité et la complémentarité des données
multidimensionnelles pour la classification. Les applications porteront principalement sur la
fusion optique/radar, multi-temporelle et multi-classifieur. Ces applications se serviront des
meilleurs jeux de données sélectionnés au chapitre précédent.

Mots clés : fusion résultat classification, confusion, applications optique/radar, multi-
classifieurs, multi-temporelles

«Aucun modele générique n’existe pour tous les
problémes et aucune technique n’est applicable a tous les
problémes. Cependant, nous disposons d’un ensemble
varié¢ d’outils performants pour un ensemble tout aussi
varié de problemes a résoudre»

Kanal, 1974
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Chapitre IV : La fusion d’images issues de classifications supervisées
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1 : Introduction

1. Introduction

Grace a I’évolution des techniques d’acquisition, les données de télédétection contiennent de
plus en plus d’informations. Pour bien comprendre I’intérét fondamental de la fusion de
données, rappelons la diversité des données utilisées en traitement d’images de télédétection :
images optiques et radar, basse, haute, tres haute résolution, multi-spectrales, images dérivées
(images texturales, images masques) et donnees exogenes (Modeles Numériques de Terrain,
données physiques).

L’objectif de ce chapitre est d’introduire une méthode de fusion de données automatique,
performante et robuste afin d’utiliser au mieux la diversité et la complémentarité des données
multidimensionnelles pour la classification.

Commencons par introduire la notion de fusion. Bloch et Maitre (Bloch, 2005; Bloch & Maitre,
2002) définissent la fusion comme étant la combinaison d’images hétérogeénes pour aider le
processus de décision. Une autre définition plus générale est fournie par Wald (Wald, 1999),
qui décrit la fusion de données comme étant une structure formelle qui regroupe les moyens et
outils pour I’'union des données d’'une méme scéne, mais provenant de sources différentes. Nous
retrouvons la méme notion d’hétérogénéité et de complémentarité.

Chaque source de données fournit une part d’information imparfaite au sens incertain, imprecis,
incomplet, contradictoire voire non performant (Smets, 1999). Une méthode efficace de fusion
sera celle qui utilisera la complémentarité de chaque caractéristique d’une donnée (dans notre
cas temporelle, spectrale,...) afin d’en extraire le meilleur de chacune et d’obtenir un résultat
unique. On dit que deux sources d’information sont complémentaires lorsque leur performance
différe en fonction des conditions d’observation et de la nature des propriétés observées. Plus
les données sont complémentaires, meilleur est le résultat de leur fusion.

Jintroduirai dans un premier temps les différentes méthodes de fusion existantes, qu’elles
soient a priori, pendant ou a posteriori du processus de classification (paragraphe 2). Je
présenterai alors une nouvelle méthode de fusion de résultats de classification (paragraphe 3).
Cette méthode s’exécutera a posteriori du processus de classification et possede de nombreux
avantages par rapport aux méthodes de fusion existantes. Cette méthode fera partie intégrante
du processus automatique de Sélection-Classification-Fusion présenté au chapitre précédent
(paragraphe 4). Enfin au paragraphe 5, nous verrons un large panel d’applications pour valider
I’utilisation de la nouvelle méthode de fusion présentée avec notamment des fusions
optique/radar, multi-classifieurs et multi-temporelles.

2. La fusion de données

En traitement d’images de télédétection, la fusion peut se décomposer en trois catégories : la
fusion de données a priori, la fusion de décisions de classifieurs et la fusion de résultats de
classifications a posteriori, que nous allons détailler dans la suite de ce chapitre. La différence
fondamentale entre ces différentes catégories se situe dans la position du processus de fusion
au sein de la chaine de traitement (figures 1V.1 a IV.3).
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Chapitre IV : La fusion d’images issues de classifications supervisees

Jeu de données 1

Fusion des - o decision > Image classée
jeux de données 7 Classification Résultat final

YY

Jeu de données #CLA

figure IV.1 : llustration du fonctionnement de la fusion de données a priori

decision 1

Jeu de données 1 P régles de classification

Image classée
Résultat final

» Fusion des
3 décisions

Y

Jeu de donnédes #CLA P régles de classification Jecision #CLA

figure 1V.2 : lllustration du fonctionnement de la fusion de décisions

La fusion induisant une comparabilité des données a traiter, sa position est importante et peut
ne pas étre compatible avec toutes les applications. Nous verrons par la suite que la catégorie
qui offre le plus de souplesse, i.e. dont les hypothéses sont les moins contraignantes, regroupe
les méthodes de fusion de résultats de classification a posteriori.

2.1. La fusion de données a priori

Le premier ensemble regroupe les méthodes de fusion de données a priori. Ces méthodes
consistent a fusionner plusieurs images avant le processus de classification (figure 1V.1).

Sans entrer dans le détail des méthodes, nous citerons différents travaux concernant le
développement et 1’application de méthodes de fusion de donnees. Pour la fusion de données
multi sources, nous citerons les travaux de (Agostinelli, Dambra, Serpico, & Vernazza, 1991;
Solberg, Jain, & Taxt, 1994). Pour la fusion de données multi résolutions, nous citerons par
exemple les travaux de Chavez et ceux de Numez sur la combinaison d’images
panchromatiques haute résolution avec des images multi spectrales basse résolution (Chavez,
Sides, & Anderson, 1991; Nunez et al., 1999). Enfin, pour la fusion de données multi
temporelles, nous citerons les travaux sur les approches simplifiées avec classification en
cascade de Swain (Swain, 1978) et ceux de Kalayeh sur I’utilisation du contexte de la
corrélation inter pixel (Kalayeh & Landgrebe, 1986).

2.2. La fusion de décisions de classification

Le second ensemble de méthodes regroupe les méthodes de fusion de décision de classifieur au
cours du processus de classification. La fusion de décision fournit une décision finale sur la
décision du choix de la classe a attribuer au pixel par combinaison des décisions obtenues sur
chaque donnée (figure 1V.2). Ces méthodes sont trés utilisées pour les classifications SVM qui
nécessitent de telles méthodes pour une utilisation multi-classes (Chapitre I, paragraphe
2.1.4.1).
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2 : La fusion de données

Y

Jeu de données 1 P! Classification Image classée 1

Fusion images
classée:

Image classée
Résultat final

YVY
A 4

Jeu de données #CLA | Classification ——>| ‘ Image classée M | |—

figure 1V.3 : lllustration du fonctionnement de la fusion de résultats de classification

Nous citerons ensuite les méthodes basées sur la theorie des possibilités (Dubois & Prade, 1988,
1993; L. A. Zadeh, 1965; L. A. Zadeh, Anvari, Bloch, & Beasse, 1998; Lotfi A. Zadeh, 1968)
et la logique floue (Tupin, Bloch, & Maitre, 1999; Wang, Hall, & Subaryono, 1990).

Enfin, nous citerons les méthodes basées sur la théorie de 1’évidence introduite par Dempster-
Shafer (DST) (Dempster, 1960; Shafer, 1976) et qui sont largement utilisées aujourd’hui dans
le domaine du traitement d’image (Bloch, 1996; Foucher, Germain, Boucher, & Bénié, 2002;
Le Hégarat-Mascle, Bloch, & Vidal-Madjar, 1998) mais aussi dans le domaine du traitement
du signal (X. Zhang & Niu, 2009). Plus récemment, la théorie de Dezert-Smarandache (DSmT)
(Smarandache, 1991; Smarandache & Dezert, 2006) et son amélioration avec intégration des
informations contextuelles (Elhassouny, Idbraim, Bekkari, Mammass, & Ducrot, 2012) ont été
introduites et permettent une amélioration des performances de la DST.

Nous citerons les applications de ces méthodes pour la fusion de données multi-sources (Chair
& Varshney, 1986; Reibman & Nolte, 1987) et I’étude comparative des méthodes de fusion de
Laanaya (Laanaya, Martin, Aboutajdine, & Khenchaf, 2008). Ces études ont permis de montrer
deux limitations importantes des méthodes de fusion de décisions :

- Premiérement, ces méthodes nécessitent d’avoir des classifieurs et des fonctions de
décisions comparables, ce qui n’est pas le cas, par exemple, pour la fusion de décisions
de classifieurs paramétriques pour des données optique et radar.

- Deuxiémement, lorsque le nombre de classes devient important, les processus de
fusions deviennent complexes. Dans le cadre de la théorie DSmT, Elhassouny montre
qu’a partir de 6 classes, la complexité de calcul devient trop importante (Elhassouny et
al., 2012).

2.3. La fusion de résultats a posteriori

Un résumé intéressant des méthodes de fusions de résultats de classification, aussi appelé fusion
d’images de classifications, est proposé par Kuncheva (Kuncheva, Bezdek, & Duin, 2001).
Cette famille de méthodes de fusion a posteriori regroupe les méthodes de fusions par vote
majoritaire (Ramasso, Valet, & Teyssier, 2005) et les méthodes de fusion bayésienne « naives ».
Nous citerons également les applications sur la fusion multi-classifieurs (Kittler, Hatef, Duin,
& Matas, 1998) et multi-sources (Briem, Benediktsson, & Sveinsson, 2002). Le fonctionnement
de ces méthodes de fusion de résultats a posteriori est illustré en figure 1V.3.

Ces meéthodes présentent d’emblée ’avantage évident d’une normalisation de toutes les
données a fusionner car les produits utilisés sont des images classées avec une structure de
classes identique.
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Chapitre IV : La fusion d’images issues de classifications supervisées

3. La fusion d’images de classification supervisees

Je présenterai ici trois méthodes de fusion d’images de classification supervisées. Les deux
premieres seront basées sur un choix par vote majoritaire et la troisieme sera une méthode
originale consistant & minimiser la confusion du produit final. Commencons par définir
certaines notations.

Notations : Nous notons CLA I’ensemble des images résultantes de classification et cla un
élément de cet ensemble, performance, la performance globale de la classification cla et
performance_classeg,, la performance de la classification cla pour la classe ¢ de I’ensemble
des classes C.

3.1. Méthode de fusion par vote majoritaire

Le premier algorithme utilisé pour la fusion d’images issues de classification est la méthode la
plus simple : pour chaque pixel, on lui attribue la classe qui apparait le plus souvent dans les
images classées fournies en entrée.

Algorithme de la méthode de fusion par vote majoritaire :

Entrée : CLA : ensemble des images issues de diverses classifications
C : ’ensemble des classes a considérer
Pour chaque pixel s

cs = argmax(#{clag == ctq cla € CLA})
ceC

Fin pour

3.2. Méthode de fusion par vote majoritaire pondéré

Le second algorithme est bas¢ sur le principe du premier mais avec ’ajout un systeme de
pondération de I’information. La classe finale ne sera plus attribuée a la classe majoritaire mais
a la classe possédant la somme des scores de performance maximale. Chaque classification aura
comme poids sa performance globale.

Algorithme de la méthode de fusion par vote majoritaire pondéré :

Entrée : CLA : ensemble des images cla issues de diverses classifications
C : I’ensemble des classes a considérer
performance, : la performance de la classification cla
Pour chaque pixel s
c; = argmax(#{clag == s, cla € CLA} X ¥, - performance,
Fin pour o<
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3 : La fusion d’images de classification supervisées

3.3. Méthode de fusion par minimisation de confusion

Nous allons désormais ajouter une restriction supplémentaire : la performance de chaque classe.
Le principe est le suivant : nous déterminons une classification de référence (la meilleure en
matiére de performance globale) et pour chaque classe, une classification de référence pour
cette classe (en matiere de performance de la classe). Chaque pixel O de la classification de
référence est ensuite compareé au pixel P de la classification de référence pour la classe trouvée
en O (figure 1V.4). Parmi ces deux classes trouvées, on sélectionne celle qui minimisera la
confusion finale.

. 'y p vy glob
Image classée de référence globale Image classée de référence pour la classe cg

[ [
| |

Pixel O : classe cglOb Pixel P : classe Cglass

Choix : cq

l Image classée finale

figure IV.4 : Tllustration de 1’étape 2 de 1’algorithme de fusion par minimisation de confusion

Cette méthode applique donc une restriction de 1’espace des possibilités d’attribution de la
classe finale car contrairement aux méthodes précédentes qui utilisent #CLA possibilités (id est
le nombre d’images donné en entrée de la méthode), la nouvelle méthode restreint I’univers des
possibilités a 2 éléments.

L’algorithme sera donc décomposé en deux parties. La premiere consistera a déterminer les
images de référence suivant #C + 1 critéres : la référence qui maximisera la performance globale
et pour chaque classe une référence qui maximise la performance de la classe. La seconde
consistera a parcourir I’image et a comparer les éléments de référence en fonction des classes
observées, et & choisir celle qui minimisera les confusions de 1’image finale (et donc en
maximisera la performance).

L’algorithme est présenté ci-apres et schématisé a la figure 1V.5. Le principe de la méthode est
le suivant : on parcourt I’image classée de référence qui maximise la performance globale. La
classe ainsi trouvée est comparée a celle de I’image classée qui maximise la performance de
cette classe. Si les classes observées sont identiques, cette classe est conservée. Sinon, on choisit
celle qui minimise la confusion du résultat final en comparant les matrices de confusion des
deux références.
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Chapitre IV : La fusion d’images issues de classifications supervisées

Algorithme de la méthode de fusion par minimisation de confusion

Entrée : CLA : ensemble des images cla issues de diverses classifications
M : ensemble des matrices de confusions m associées a CLA
C : ’ensemble des classes a considérer
performance, : la performance de la classification cla
performance_classed;, : la performance de la classification cla pour la classe

Etape 1.a : Extraction de la meilleure classification au sens performance globale

claref-globale — aramax performance,
cla

Etape 1.b : Extraction des meilleures classifications au sens performance de chaque classe
Pour chaque classe c € C

claref-classec — argmax performance_classe
cla

c
cla

Fin Pour

Etape 2 : Parcours de I’image et attribution de la classe (figure 1V.4)
Pour chaque pixel s

lob ref_globale ref_globale

ng — Cgla : rnglob — mcla
ref_classecglob ref_classecglob

S S

Cglass — Cgla : meclass  .— pcla
lob class

A = mS ; C = m
C§10b.cglass ’ C§10blcglass
lob class

B = mS ; D = m
Cglass’cz‘S%lOb ’ Cglass,C?Ob

Cs = class

. {c_f‘"b si(A+B)—(C+D) <0
CS

sinon
Fin pour
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3 : La fusion d’images de classification supervisées

Jeu de données 1 f— == -"2— .-  Jeude données #CLA

............... Echantillons

A 4 Y apprentissage

Classification 1 f— - - —E°Mr chaquejeudedonnées | | qagsification #CLA \

! U

Echantillons
Image classée | | . _ Pourchague jeudedonnées | | Image classée valld:amon
resultat 1 resultat #CLA
A 4 A 4 h 4
matrice. | __ Pour chaque jey de données  __ _| matrice
confusion 1 confusion #CLA

—

)5 Selection référence globale
o o
) Selection référence pour la classe 1
i Pour chaque classe de C
> o
) Selection référence pour la classe #C
-
<€
Image classée < Fusion des résultats -«
Résultat final de classifiation

<

figure 1V.5 : lllustration de la méthode de fusion par minimisation de confusion
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Chapitre IV : La fusion d’images issues de classifications supervisées

4. Application au processus de Sélection-Classification-Fusion

A partir des jeux de données sélectionnés par les algorithmes du chapitre 3, nous appliquons
maintenant le processus de fusion par minimisation de confusion afin de combiner les résultats
des classifications de ces jeux (figure 1V.6, partie verte).

Jeu de données complet

Selection Selection h | de C Selection
jeu de données jeu de données Lpour chagug classe de b, jeu de données
performance globale performance classe 1 performance classe #C

I | I

Classification Classification e hiiimidnn nbieinimaon .. Classification

! |

Fusion des résultats de classifiation

!

Image classée résultat final

figure IV.6 : lllustration du processus de Sélection-Classification-Fusion

Notons que ce processus, excepté la prise d’échantillons, est automatique et permet d’obtenir
un résultat optimal. Notons également sa structure paralléle qui lui permet des exécutions
rapides sur des architectures multiprocesseurs.

En résumé, ce systéme permet d’améliorer de maniére entiérement automatique la performance
de n’importe quelle classification d’un jeu de données multidimensionnelles et ceux sans
surcout important du temps de calcul.

La suite de I’application de ce systéme sera présentée au paragraphe 5.2.
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AA 20,16 50,51 70,78 89,48 65,90 86,76 88,83 88,61 91,32 91,18
AP NaN 33,89 57,76 85,42 NaN 71,42 74,23 80,57 82,07 86,50
OA 13,97 28,75 67,82 83,87 86,23 80,76 82,93 85,44 87,84 88,76
Kappa 0,10 0,25 0,65 0,82 0,85 0,79 0,81 0,84 0,87 0,88
AOCI 9,31 24,16 44,14 76,14 56,55 62,87 66,47 72,01 75,33 79,19
F1 mesure NaN 0,41 0,64 0,87 NaN 0,78 0,81 0,84 0,86 0,89

tableau V.1 : Comparaison des indices de performance globale en fonction des différents classifieurs utilisés et
de leur fusion pour I’application Formosat-2 année 2009.

5. Applications des méthodes de fusion a posteriori de résultats de classifications
5.1. La fusion de résultats de classifications obtenus a partir de différents classifieurs

Nous avons observé au cours des chapitres I et 1l la complémentarité des classifieurs ponctuels.
Afin d’exploiter cette complémentarité, nous avons appliqué les méthodes de fusion a
posteriori introduites dans le paragraphe 3 sur les résultats de classifications du Chapitre I1.

Reprenons ’application des images Formosat-2 année 2009 (rappel en annexe 1.3) et les
classifications effectuées au chapitre 2 sur 1’évaluation des différents classifieurs ponctuels. Le
Maximum de Vraisemblance I’emportait majoritairement sur tous les tableaux (tableaux V.1
et 1V.2) suivi de deux autres classifieurs (NN et SVM a noyau Polynomial).

Comparons maintenant les trois méthodes de fusion a posteriori introduites : vote majoritaire,
vote majoritaire pondéré et minimisation de confusion.

La fusion des classifieurs a permis d’obtenir une image classée dont les indices de performance
globale sont en moyenne 2,5% plus élevés (tableau 1V.1). Les résultats de la méthode de fusion
par minimisation de confusion sont proches de ceux de la méthode par vote majoritaire pondéré
mais néanmoins supérieur de 1%. La diversité des résultats est plus marquée concernant 1’indice
de performance par classe OCI (tableau 1V.2). La méthode par minimisation de confusion
obtient des résultats proches voire supérieurs a ceux des deux autres méthodes. L’exemple de
la classe « blé dur » est illustré aux figures 1V.7 a 1V.13, seule la méthode de fusion par
minimisation de confusion a permis d’améliorer la distinction entre « orge » et « blé dur ».
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bati dense 0,73 6,78 9,35 84,55 0,00 41,15 5841 | 4893 60,48 84,55
bati/surf min. 95,06 72,20 78,42 93,92 0,00 82,71 86,63 | 90,47 92,09 93,92
bati diffus 0,08 0,16 1,27 22,08 0,02 10,68 9,03 | 14,78 19,29 20,58
blé dur 1,24 21,28 37,10 61,34 70,15 5093 60,09 | 5821 66,61 70,23
blé tendre 1,62 0,00 2245 50,65 7239 5135 5517 | 49,25 62,65 72,36
chanvre 0,05 935 4298 9425 86,30 58,21 76,17 | 80,93 87,00 93,99
colza 12,70 0,00 8350 8891 91,74 88,07 84,75 | 92,03 9338 9142
eau libre 0,00 9831 9576 99,30 89,53 99,48 9955 | 99,69 99,67 99,48
eucalyptus 0,00 51,34 3960 9330 6492 8301 8219 | 8492 90,81 91,28
eucalyptus 2 0,00 859 12,38 9056 4509 69,89 63,78 | 7091 78,13 90,51
feuillus 86,09 78,32 80,68 9524 91,72 9245 9439 | 91,13 94,19 95,35
friche 0,00 10,30 20,37 27,32 30,95 3954 46,79 | 3588 42,97 4824
graviéres 0,00 97,75 97,83 99,72 9545 99,11 98,33 | 97,84 99,95 99,72
jachere/gel 0,46 480 30,37 43,17 4857 42,30 48,27 | 52,93 5577 54,15
lac 048 96,81 97,20 99,92 94,76 99,96 99,37 | 97,21 100,0 99,97
mais 0,08 32,58 8227 96,44 94,22 92,02 89,95 | 93,72 9594 96,57
mais ensilage 16,61 745 6930 92,75 77,17 7850 71,41 | 8524 8845 9275
mais non irrig. 0,08 0,00 2,38 92,33 0,00 10,32 7,57 | 1597 30,43 92,33
orge 0,00 0,00 3342 6843 71,17 50,11 4856 | 62,34 69,87 69,65
peupliers 0,00 19,20 4569 9298 7129 79,61 82,28 | 76,85 84,92 9254
pois 0,84 0,00 0,77 61,69 471 25,06 38,22 | 34,56 6051 56,04
prairie temp. 0,01 0,00 24,28 53,60 5093 3896 49,28 | 51,89 56,07 55,56
prairie perm. 0,00 000 2019 37,85 30,56 2927 4450 | 39,19 4324 38,77
résineux 0,00 4242 36,06 9578 6837 8642 89,80 | 84,70 91,12 95,78
soja 6,66 0,00 50,51 9191 72,21 80,67 8501 88,11 9121 89,09
sorgho 859 14,12 3492 5420 71,35 5757 59,13 | 51,83 6257 74,28
surface min. 15,84 529 18,59 60,04 0,00 37,03 46,02 | 47,19 49,59 60,04
tournesol 13,50 0,01 69,09 86,64 9123 8164 8506 | 86,53 8857 93,03

tableau V.2 : Comparaison des valeurs de I’indice de performance par classe OCI, en fonction des différents
classifieurs utilisés et de leur fusion, suivant les 28 classes présentes pour ’application Formosat-2 année 2009
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i A, S k w i = B % et e i . 3 b L
figure IV.7 : (a) Méthode de classification MV figure 1V.8 : (b) Méthode SVM polynomial (degré 2)

N AL &

figure 1V.9 : (c) Méthode des réseaux de neurones figure 1VV.10 : (d) Fusion par la méthode de vote
majoritaire

figure IV.11: (e) Fusion par la méthode de vote figdr 1V.12 : (f) Fusion ar a méthde de

majoritaire pondéré minimisation de confusion
l:l Non classé I:l blé tendre - sorgho l:l prairie temporaire I:l gravieres I:l batti diffus
- feuillus - colza - soja - eau libre - peupliers - surface minerale
- résineux |:| orge - pois - lac - eucalyptus 2 - mais ensilage
- eucalyptus - mais - jachere_surface gel - bati dense - chanvre - mais non irrigue
’_‘ ble dur - tournesol - friche ﬁ bati ind_surf minerale ﬁ pre_prairie permanente

figure 1V.13 : Données Formosat-2 année 2009, extrait des résultats de méthodes de classification (a), (b) et
(c), et extrait des images de fusion des résultats obtenus a partir des différents classifieurs (d), (e) et (f).
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AA 7,35 63,13 71,64 83,43 47,94 74,16 73,16 82.09 83.78 84.83

AP NaN 49,29 57,22 81,03 NaN 58,45 58,62 69.75 71.73 81.77

OA 4,81 53,59 67,09 81,75 68,48 64,74 66,39 77.11 79.35 81.76
Kappa 0,03 0,49 0,63 0,79 0,63 0,61 0,62 0.74 0.77 0.79
AOCI 3,66 34,36 42,32 69,38 36,15 45,43 45,59 58.61 61.35 70.67
F1 mesure | NaN 0,55 0,64 0,82 NaN 0,65 0,65 0.75 0.77 0.83

tableau 1V.3 : Comparaison des indices de performance globale en fonction des différents classifieurs utilisés et
de leur fusion pour I’application Spot-2/4/5 année 2007
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AA 13,09 41,56 48,10 68,81 22,06 56,52 59,53 62,29 68,05 69,08
AP NaN 23,86 27,57 43,61 NaN 32,99 35,09 40,59 42,06 44,58
OA 29,11 45,27 51,23 66,69 68,84 58,46 59,83 67,77 68,75 67,16
Kappa 022 041 047 063 065 054 056 | 064 065 064
AOCI 3,43 10,01 13,18 30,41 12,98 18,88 21,07 25,81 28,87 31,28
F1 mesure | NaN 0,30 0,35 0,53 NaN 0,42 0,44 0,49 0,52 0,54

tableau 1V.4 : Comparaison des indices de performance globale en fonction des différents classifieurs utilisés et
de leur fusion pour I’application Landsat-5 année 2010

Nous observons des résultats similaires dans le cadre des applications aux images Spot 2/4/5 de
I’année 2007 (annexe 1.4) et Landsat 5 de ’année 2010 (annexe 1.5). Ces résultats sont
respectivement résumés dans les tableaux 1V.3 et 1V .4.

94



5 : Applications des méthodes de fusion a posteriori de résultats de classifications

5.2. La fusion de classifications obtenues a partir de jeux de dates différents

Dans le Chapitre 11l et dans le cadre du systéeme de Sélection-Classification-Fusion, plusieurs
sélections de données ont éte faites afin de maximiser la performance suivant plusieurs criteres :
une classification qui maximise la performance globale et pour chaque classe, une classification
qui maximise 1’indice de performance de cette classe.

Afin d’exploiter cette complémentarité, nous avons appliqué les méthodes de fusion a
posteriori introduites dans le paragraphe 3 sur ces applications de sélection.

5.2.1. L’application aux données Formosat-2 de 1’année 2009

Dans le cadre du processus de Sélection-Classification-Fusion, un jeu de données de référence
globale et un jeu de données de référence pour chaque classe ont été sélectionnés. Leur fusion
par méthode de minimisation de confusion permet 1’augmentation des indices globaux (en
moyenne 1,5%, tableau IV.5) et pour chaque classe (en moyenne 3%, tableau 1V.6). Les
méthodes par vote majoritaire sont ici peu performantes du fait du grand nombre de données a
fusionner (nombre de classes +1) et donc de la redondance d’erreurs. La nouvelle méthode est
donc plus robuste et performante que les méthodes basées sur les votes majoritaires, méme
pondérés.

5.2.2. L’application aux données Spot-2/4/5 de I’année 2007

Le tableau IV.7 indique une nette amélioration des performances pour la méthode de fusion par
minimisation de confusion. Les conclusions concernant la robustesse et la performance de cette
méthode se confirment de nouveau pour cette application.

5.2.3. L’application aux données Landsat-5 de 1’année 2010

Les résultats obtenus avec les 3 images Landsat-5 sont trés intéressants car ils nous montrent
que méme avec peu de dates et un grand nombre de classes (79 classes, détails en annexe 1.5),
il est possible d’extraire des informations complémentaires et ainsi améliorer la performance
finale (tableau I1V.8).

L’amélioration des performances est trés faible mais néanmoins significative. Nous retrouvons
le probléme de redondance d’erreurs pour les méthodes de fusion par vote majoritaire.

Rapport- gratuit.com @
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Chapitre IV : La fusion d’images issues de classifications supervisées

R 2 . e . Fusion vote Fusion par
Criteres d'évaluation Référence Fusion vote o e

. majoritaire minimisation de

(en % sauf Kappa) globale majoritaire - .
pondéré confusion
AA 94,04 93,88 93,88 94,40
AP 90,91 90,09 90,08 91,48
OA 91,36 90,91 90,90 92,36
Kappa 0,91 0,90 0,90 0,92
AOCI 85,60 84,74 84,74 86,52
F1 0,92 0,92 0,92 0,93

tableau 1V.5 : Comparaison des indices de performance globale de la référence globale et des fusions pour
I’application Formosat-2 année 2009

OCI (en %) pour la Référence Reference Fusion vote Fu5|_on_ vc_)te .FPSI.On par
classe globale pour la majoritaire maJOI‘I'[a,II'(? mlnlmlsat!on

classe pondérée de confusion
bati dense 87,05 87,05 89,93 89,93 86,33
bati/surf minérale 90,65 99,29 92,81 92,81 92,09
bati diffus 43,10 43,10 42,67 42,59 43,77
blé dur 84,36 84,36 82,12 82,13 84,27
blé tendre 82,83 82,83 80,54 80,53 82,97
chanvre 97,93 97,93 96,40 96,47 97,13
colza 95,71 95,71 96,04 96,03 95,91
eau libre 97,73 99,73 97,73 97,73 97,82
eucalyptus 96,80 96,80 95,03 95,09 96,34
eucalyptus 2 96,31 96,31 95,85 95,85 97,20
feuillus 95,75 95,75 95,81 95,79 95,97
friche 50,33 52,20 50,04 50,13 56,97
graviéres 99,52 99,98 99,54 99,54 99,54
jachére/surface gel 57,26 59,45 56,79 56,74 63,25
lac 99,90 100,00 99,92 99,92 99,90
mais 98,15 98,15 97,63 97,63 98,25
mais ensilage 93,66 95,23 92,88 92,86 93,92
mais non irrigue 93,04 93,04 91,40 91,40 92,63
orge 83,86 83,86 83,19 83,18 83,27
peupliers 96,24 96,24 95,96 95,96 96,15
pois 9425 94,25 90,32 90,52 94,25
prairie temporaire 61,82 62,21 60,58 60,57 65,80
pré/prairie permanente 48,74 52,93 48,70 48,55 54,87
résineux 96,99 96,99 96,05 96,11 97,32
soja 97,84 97,84 97,60 97,59 97,92
sorgho 80,36 80,36 77,17 77,16 82,51
surface minérale 83,66 85,62 77,51 77,51 82,82
tournesol 93,03 93,03 92,46 92,45 93,24

tableau 1V.6 : Comparaison des valeurs de 1’indice de performance par classe OCI de la référence globale et des
références par classe et de leur fusion suivant les 28 classes présentes pour I’application Formosat-2 année 2009
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

- , . s . Fusion vote Fusion par
Criteres d'évaluation Référence Fusion vote . e P
. majoritaire minimisation de
(en % sauf Kappa) globale majoritaire . .
pondéré confusion
AA 84,84 83,54 83,51 85,04
AP 81,74 77,97 77,96 81,38
OA 81,75 82,14 82,13 83,05
Kappa 0,79 0,80 0,80 0,81
AOCI 70,67 66,86 66,83 70,72
F1 0,83 0,81 0,81 0,83

tableau 1V.7 : Comparaison des indices de performance globale de la référence globale et des fusions pour

I’application Spot 2/4/5 année 2007

. , . e . Fusion vote Fusion par
Critéres d'évaluation Référence Fusion vote . s P
L majoritaire minimisation de
(en % sauf Kappa) globale majoritaire L .
pondéré confusion
AA 75,09 72,94 74,26 75,11
AP 54,03 50,22 51,35 54,11
OA 70,50 70,66 70,91 70,67
Kappa 0,67 0,67 0,68 0,68
AOCI 41,25 37,01 38,42 41,55
F1 0,63 0,59 0,61 0,63

tableau 1V.8 : Comparaison des indices de performance globale de la référence globale et des fusions pour

I’application Landsat 5 année 2010
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Chapitre IV : La fusion d’images issues de classifications supervisées

5.3. La fusion de classifications obtenues a partir de sources différentes
5.3.1. La fusion de classifications de données Spot et Radarsat

Dans le cadre d’un programme de recherche pour la promotion des données Radarsat
(Application Developement and Research Opportinity, ADRO), 1’objectif était de définir un
indicateur d’environnement pour évaluer la vulnérabilité du milieu naturel face a des pollutions
engendrées par 1’activité humaine. L’outil nécessaire a cet objectif était donc 1’établissement
d’une carte d’occupation des sols.

Ces cartes d’occupation des sols ont été établies par le biais de plusieurs classifications a partir
des données disponibles :

- 4 images Radarsat, Single Look Complexe (SLC) en mode F1, prises aux dates du 28
Juin 1997, 22 Juillet 1997, 08 Septembre 1997 et 19 Novembre 1997.
- 1image Spot en mode XS (multi-spectral, 3 bandes) du 13 AoGt 1997.

La zone d’étude se situe dans un bassin du Grand Morin (le Vannetin affluent du Grand Morin)
en Seine et Marne (France) qui fournit en eau potable une partie de la région parisienne. Le site
est essentiellement constitué de parcellaires agricoles, de bois et de foréts.

Nous pouvons exploiter la complémentarité des données optiques et radar afin d’extraire une
information plus riche, ce qui a permis une meilleure distinction des différentes classes. Seules
les méthodes de fusion a posteriori n’imposent pas d’hypothése sur la normalisation des
données et la comparabilité des classifieurs.

Le processus de fusion avec les images Radar non filtrées, classées avec la loi de Gauss Wishart
(GW, loi contextuelle), améliore les résultats de I’image SPOT (loi de Gauss) pour la majorité
des classes : environ 2% en moyenne (tableau IV.9).

L’apport de la classification ne transparait que sur les classes « orge » et « urbain » (tableau
IV.10), néanmoins la complémentarité des données permet d’obtenir d’autres améliorations
notamment pour la classe de blé tendre (+13%).

Les figures IV.14 a 1V.21 présentent les différents résultats et données utilises lors de cette
application.

La visualisation de cette classification (figure 1V.20) montre les améliorations pour la Forét, le
Mais et le Pois. La confusion des pixels de contours des champs de mais avec 1’herbe est réduite,
ce qui améliore les structures des champs.
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

Critéres e . .
y . T Classification . Fusion vote Fusion par
d'évaluation Classification } Fusion vote o S
. données e majoritaire  minimisation
(en % sauf données Spot majoritaire - .
RadarSat pondéré de confusion
Kappa et F1)
AA 81,30 72,54 75,59 80,96 82,71
AP 84,45 74,35 84,58 84,16 86,09
OA 83,59 77,32 81,48 83,13 85,70
Kappa 0,81 0,73 0,78 0,80 0,83
AOQOCI 70,02 55,73 65,06 69,56 72,74
F1 0,83 0,73 0,80 0,83 0,84

tableau 1.9 : Comparaison des indices des résultats de classification des données optique et radar et de leur
fusion en fonction d’indices de performance globaux.

OCI (en %) . Classification . Fusion vote Fusion par
pour la Class[flcatlon données Fu3|'on_vqte majoritaire  minimisation
donnees Spot majoritaire - .

classe RadarSat pondéré de confusion
betterave 97,84 51,09 80,33 97,84 97,84
blé dur 58,53 38,05 49,29 58,12 58,53
blé tendre 36,95 36,78 42,06 36,23 49,61
colza 44,77 27,77 40,48 44,64 42,80
forét 94,45 82,13 85,46 93,37 94,45
herbe 89,99 80,18 85,30 89,95 89,99
mais 80,67 58,77 67,42 79,52 80,67
orge 16,93 19,31 27,09 16,95 20,90
pois 69,88 61,86 64,99 68,50 72,37
sol nu 98,12 72,61 90,23 97,89 98,12
urbain 82,13 84,53 83,01 82,13 94,81
tableau 1V.10 : Comparaison des indices des résultats de classification des données optique et radar et de leur

fusion en fonction d’indices de performance par classe
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: /8
o B "
-*&;M«!‘:
figure 1V.16 : Classification des données Spot par la figure IV.17 : Classification des données RadarSat par
méthode ICM la méthode ICM et une loi de Gauss-Wishart

- Forét |:] Blé dur \:| Orge - Pois |:| Herbe |:| Sol nu
| | Mai's | Blé tendre - Colza - Betterave - Urbain - Pepiniere
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

\| ‘

figure 1V.20 : Fusion par minimisation de confusion figure 1V.21 : Echantillons de vérification

- Forét |:] Blé dur |:] Orge - Pois |:| Herbe |:] Sol nu
| | Mais | Blé tendre - Colza - Betterave - Urbain - Pepiniere
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Chapitre IV : La fusion d’images issues de classifications supervisées

5.3.2. La fusion de classifications de données Spot et ERS

En région au climat tempéré, les données optiques sont généralement bien adaptées pour
I’établissement de cartes de surfaces agricoles. Néanmoins, la précision des cartes obtenues par
classification de données images est fortement dépendante des dates d’acquisition de ces
images. En effet, les stades phénologiques des cultures doivent pouvoir étre repérés dans la
série temporelle. La précision temporelle des prises de vue optiques étant dépendante de la
clémence des conditions météorologiques, les possibilités offertes par les capteurs radar
spatiaux intéressent les organismes chargés d’effectuer ces suivis.

Dans le cadre d’un contrat CNES, la classification était la derniére étape d’un processus complet
de traitement de données ERS-1 pour les rendre utilisables a des fins de suivi agricole. Ce
processus inclut une pré-segmentation des images, un filtrage et une classification.

Les données disponibles sont :

- 61images ERS-1, Single Look Complex (SLC), prises aux dates : 26 Mars 1993, 30 Avril
1993, 04 Juin 1993, 09 Juillet 1993, 13 Aout 1993 et 17 Septembre 1993.

- 2 données SPOT du 09 Juin 1993 et du 26 Aolt 1993.

- 2 jeux de vérités terrain (apprentissage et veérification).

La zone sur laguelle nous avons travaillé est formée de 2900 lignes de 1100 pixels,

correspondant a une surface au sol d’environ 36x14 km2 (le pixel correspond a une surface au
sol de 12.5x12.5 m?).

Une méthode de classification ICM avec loi de Gauss est appliquée aux images Spot. La méme
méthode est également appliquée aux images Radarsat non filtrées avec une loi de Gauss-
Wishart.

L’apport de la complémentarité optique/radar lors de la fusion est ici plus important que pour
I’application précédente. La méthode de fusion par minimisation de confusion améliore les
résultats de performance globale de 2% en moyenne (tableau 1V.11). Le tableau I1VV.12 montre
les résultats des performances par classe. L’apport de la fusion sur les performances par classe
est ici assez faible.

Les figures 1V.22 a IV.29 présentent les différents résultats et données utilisées lors de cette
application. Visuellement, nous pouvons constater 1’amélioration des classes de bati et de
forets.
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

Critéres Fusion Fusion Fusion par
d'évaluation | Classification  Classification vote vote minimisation
(en % sauf données Spot  données ERS L majoritaire .
majoritaire , . de confusion
Kappa) pondéré
AA 86,60 74,79 79,15 86,60 88,05
AP 79,21 70,35 81,29 79,22 81,16
OA 88,36 78,16 85,18 88,37 90,79
Kappa 0,87 0,75 0,83 0,87 0,90
AOCI 70,11 54,90 64,71 70,12 72,92
F1 0,83 0,73 0,80 0,83 0,84

tableau V.11 : Comparaison des classifications de données Spot et ERS et de leur fusion selon les 3 méthodes

introduites précédemment suivant les indices de performance globaux

OCI (en %) Classification Classification | Fusion vote Fu5|_on_vgte .F.USI.On par
pour la données Spot données ERS | majoritaire majorltallre,: mlnlmlsat!on
classe : pondéré de confusion
blé dur 70,54 62,75 69,95 70,63 70,91
blé tendre 63,21 49,41 46,70 63,21 63,75
colza 65,61 80,15 76,21 65,67 85,04
eau 98,59 93,22 94,37 98,59 98,64
forét 99,06 83,78 86,04 99,06 99,20
mais 90,78 52,55 86,27 90,78 90,78
orge 29,20 10,19 37,07 29,20 22,06
pois 50,14 58,76 66,58 50,14 53,52
prairie 74,07 25,76 44,48 74,07 73,28
sol nu 90,19 28,17 49,59 90,19 90,27
tournesol 61,58 74,80 69,37 61,58 81,93
tréfle 21,40 13,18 2811 21,40 21,40
urbain 96,99 80,97 86,50 96,99 97,15

tableau V.12 : Comparaison des classifications de données Spot et ERS et de leur fusion selon les 3 méthodes
introduites précédemment suivant I'indice de performance OCI pour chaque classe
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Chapitre IV : La fusion d’images issues de classifications supervisées

figure 1V.22 : Composition colorée des images Spot— figure 1V.23 : Composition colorée des images ERS
2 filtrées
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

‘:-‘.« & D ‘ » N hludl T
figure IV.24 : Classification des données Spot par figure 1V.25 : Classification des images Radarsat non
classification ICM filtrées par classification ICM

|:| Non Classé |:| Blé dur \:l Mais - Orge - Pois |:| Prairie - Eau
- Forét Blé tendre - Tournesol | Colza - Trefle | Sol nu - Urbain
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Chapitre IV : La fusion d’images issues de classifications supervisées

V4 P Y, 2040 ' TS
figure 1V.26 : Fusion par vote majoritaire des figure IV.27 : Fusion par vote majoritaire pondéré
classifications Spot et Radarsat des classifications Spot et Radarsat

|:| Non Classé |:| Blé dur \:l Mais - Orge - Pois |:| Prairie - Eau
- Forét Blé tendre - Tournesol | Colza - Trefle | Sol nu - Urbain
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

»

a

figure 1VV.28 : Fusion par minimisation de confusion figure 1V.29 : Echantillons de vérification
des classifications Spot et Radarsat

|:| Non Classé |:| Blé dur |:| Mais - Orge - Pois |:| Prairie - Eau
- Forét Blé tendre - Tournesol | Colza - Trefle | Sol nu - Urbain
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Chapitre IV : La fusion d’images issues de classifications supervisées

5.4.La fusion des meilleurs jeux de données temporelles, spectrales et classifieurs,
application du systeme SCF

Dans le cadre du systeme de Selection-Classification-Fusion (SCF), plusieurs sélections de
données ont été faites afin de maximiser la performance suivant plusieurs critéres : une
classification qui maximise la performance globale et pour chaque classe, une classification qui
maximise 1’indice de performance de cette classe. Cette sélection s’est effectuée sur les dates,
les canaux spectraux et le classifieur appliqué (paragraphe 4.2). Afin d’exploiter cette
complémentarité, nous avons appliqué les méthodes de fusion a posteriori introduites dans le
paragraphe 3 sur ces applications de sélection.

Cette méthode est également appliquée au cours du chapitre 6 sur plusieurs années : données
Spot 2/4/5 de 2006 a 2011 et Formosat-2 de 2006 a 2010. Les résultats sont présentés en annexe
1.

5.4.1. L’application aux données Formosat-2 de 1’année 2009

Un jeu de données de référence globale et un jeu de données de référence pour chaque classe
ont été sélectionnés. Leur fusion par méthode de minimisation de confusion permet
I’augmentation des indices globaux (en moyenne 1 %, tableau 1V.13). Les méthodes par vote
majoritaire sont ici peu performantes du fait du grand nombre de données a fusionner. Les
conclusions sont similaires a celles faites au paragraphe 5.2.1.

5.4.2. L’application aux données Spot-2/4/5 de I’année 2007

Le tableau 1V.14 indique une faible amélioration des performances pour la méthode de fusion
par minimisation de confusion, les résultats de la classification de référence étant déja élevés.
Les conclusions concernant la robustesse de cette méthode se confirment de nouveau pour cette
application.

5.4.3. L’application aux données Landsat-5 de 1’année 2010

L’amélioration des performances est plus importante que lors de la fusion des meilleurs jeux de
données temporels (tableau 1V.15). Le fait de sélectionner les canaux spectraux et le classifieur
a donc permis de mettre en avant une meilleure complémentarité des résultats de classification.
Nous retrouvons le probléme de redondance d’erreurs pour les méthodes de fusion par vote
majoritaire.
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5 : Applications des méthodes de fusion a posteriori de résultats de classifications

. ) . - . Fusion vote Fusion par
Criteres d'évaluation Reéférence Fusion vote L o P
. majoritaire minimisation de
(en % sauf Kappa) globale majoritaire - .
pondéré confusion
AA 94,08 93,92 93,92 94,44
AP 90,95 90,13 90,12 91,52
OA 91,40 90,95 90,94 92,40
Kappa 0,91 0,90 0,90 0,92
AQOCI 85,64 84,78 84,78 86,56
F1 0,92 0,92 0,92 0,93

tableau V.13 : Comparaison des indices de performance globale de la référence globale et des fusions pour

I’application Formosat-2 année 2009

- , . er . Fusion vote Fusion par
Critéres d'évaluation Référence Fusion vote o e P
. majoritaire minimisation de
(en % sauf Kappa) globale majoritaire - .
pondéré confusion
AA 93,10 91,67 91,64 93,32
AP 89,70 85,56 85,55 89,30
OA 89,71 90,14 90,13 91,14
Kappa 0,87 0,88 0,88 0,89
AOCI 77,55 73,37 73,34 77,60
F1 0,91 0,89 0,89 091

tableau V.14 : Comparaison des indices de performance globale de la référence globale et des fusions pour

I’application Spot 2/4/5 année 2007

. ) . . . Fusion vote Fusion par
Criteres d'évaluation Référence Fusion vote . L P
e majoritaire minimisation de
(en % sauf Kappa) globale majoritaire . .
pondéré confusion
AA 75,09 73,51 74,84 75,70
AP 54,03 51,24 52,40 55,21
OA 70,50 72,66 72,92 72,67
Kappa 0,67 0,69 0,70 0,70
AOQOCI 41,25 39,70 41,21 44 57
F1 0,63 0,60 0,62 0,64

tableau V.15 : Comparaison des indices de performance globale de la référence globale et des fusions pour

I’application Landsat 5 année 2010
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Chapitre IV : La fusion d’images issues de classifications supervisées

6. Conclusion

L’objectif de ce chapitre était d’introduire une méthode de fusion de données automatique,
performante et robuste afin d’utiliser au mieux la diversité et la complémentarité des données
multidimensionnelles pour la classification.

La méthode de fusion originale introduite lors de ce chapitre a montré de multiples avantages :
elle permet la combinaison de résultats obtenus avec des lois différentes et des jeux de données
variés (multi-temporelles et multi-sources). Ces méthodes n’ont pas de limites du nombre de
classes et de tailles d’images, contrairement aux methodes telles que DST ou DSmT. De plus,
I’exécution de cette méthode de fusion originale est tres rapide, de 1’ordre de la minute.

Comme toute autre méthode de fusion, la méthode présentée n’a d’intérét que lorsque les
informations fournies sont complémentaires et donc non redondantes. Néanmoins elle permet
la fusion automatique de tous types de données sans perte de performance, ce qui lui procure
robustesse et performance.

Cette méthode de fusion est donc choisie dans le cadre du systéme automatique d’amélioration
du résultat de classification appelé Sélection-Classification-Fusion.

Une perspective de ce travail serait I’intégration de la matrice de similitude en lieu et place de
la matrice de confusion afin d’étendre cette méthode au monde des classifications non
supervisées.
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Chapitre V. La classification a partir d’une collection de
données statistiques de valeurs radiométriques

Résumé :

Par manque de connaissance et absence de vérités terrain, on ne peut pas appliquer de méthode
de classification supervisée. Dans ce cas, une classification non supervisée est utilisée, mais se
pose alors le probleme de son interprétation (vu au chapitre 1). Pour faciliter la connaissance
des théemes de I’image étudiée, j’ai développé une méthode permettant la classification sans
Vérité terrain. Cette méthode de classification utilise des statistiques de valeurs radiométriques,
interpolées par méthode de Krigeage a partir de données d’années différentes et/ou de zones
différentes. Cette méthode a été testée sur deux applications distinctes, 1’'une pour la
classification a I’aide de références d’une zone différente mais comparable, 1’autre a 1’aide de
références d’années précédentes. Les résultats sont satisfaisants et indicatifs pour I’occupation
du sol.

Mots clés : interpolation, krigeage, classification sans vérité terrain

"Les mathématiques ont des inventions tres subtiles et qui
peuvent beaucoup servir, tant a contenter les curieux qu'a
faciliter tous les arts et a diminuer le travail des hommes."

René Descartes
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Chapitre V : La classification a partir d’une collection de données statistiques de valeurs
radiométriques
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1 : Introduction

1. Introduction

Lorsqu’un processus d’acquisition de Vérités terrains est impossible (zone eloignée, année
passée, année en cours), les seules méthodes de classifications utilisables sont les méthodes non
supervisées. Ces classifications nécessitent une interprétation empirique dans la majorité des
applications. Ce processus d’interprétation est généralement fastidieux. Il peut étre purement
visuel. Lorsque I’on dispose de valeurs radiométriques du type de thémes présents dans la zone
a étudier, une autre solution consiste a ’interprétation a I’aide des mesures de similitudes (voir
Chapitre II).

Nous prendrons ici le probléme inverse a la seconde solution : au lieu d’interpréter une
classification non supervisee, nous dirigerons le processus de classification a partir de données
radiométriques spectrales et temporelles connues et obtenues sur des années ou des zones
différentes. Ce processus se rapprochera du mode supervisé.

Ce processus s’avére particulierement adapté au traitement de larges zones d’étude qu’offrent
les données des programmes Landsat et Copernicus. Dans le cas de Copernicus, le satellite
"Sentinel-2" fournira gratuitement des images avec une couverture systématique de toutes les
terres pour une répétitivité de 10 jours avec un seul satellite, et une répétitivité de 5 jours avec
deux satellites, le tout & une résolution de 10 metres.

2. Interpolation des données statistiques
2.1. Méthodes d’interpolation par Krigeage

A partir de données disposées de manicre irréguliére dans 1’espace temporel et spectral, la
méthode d’interpolation la plus efficace est la méthode du Krigeage.

Le Krigeage porte le nom de son précurseur, I'ingénieur minier sud-africain D.G. Krige. Dans
les années 1950, Krige (Krige, 1951) a développé une série de méthodes statistiques empiriques
afin de déterminer la distribution spatiale de minerais a partir d'un ensemble de forages. La
formalisation et la nomination de la méthode sont cependant dues a Matheron (Matheron,
1963). Depuis, le domaine de ses applications a largement été étendu, touchant notamment la
météorologie, les sciences de I’environnement et 1’électromagnétisme.

Commencons par définir cette méthode.

Définition : le Krigeage est une méthode d'estimation linéaire, sans biais, minimisant la
variance d'estimation telle que calculée a I'aide du variogramme [Marcotte]. Cette méthode tient
compte non seulement de la distance entre les données et le point a estimer, mais également de
la distance des données entre elles.

Dans le cadre d'un modeéle d'estimation stationnaire, il existe deux formes de Krigeage pour
estimer la variable Y* en fonction des observations Y; et des A;, variables a optimiser.
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Chapitre V : La classification a partir d’une collection de données statistiques de valeurs
radiométriques

- le Krigeage simple qui suppose que la moyenne p du processus est connue

nb_obs
Y'=u+ Z A — (V.1)
i=1
- le Krigeage ordinaire, le plus utilisé, qui suppose une moyenne inconnue
nb_obs
Y= z AY; (V.2)
i=1

Considérons la méthode d'interpolation par Krigeage ordinaire.

Hypothése : pour un estimateur sans biais, I'équation V.3 doit étre vérifiée.

nb_obs

> n=1 (V.3)

i=1
Le probléme a résoudre est donc un probleme de minimisation sous contrainte d'une fonction
quadratique, que I'on peut résoudre a lI'aide du Lagrangien de I'équation V .4.

nb_obs
LA = o%+2u Z A—1

i=1
nb_obs nb_obs nb_obs nb_obs (V'4)

= var(Y) + Z Z Aikjcov(Yi,Yj)—Z Z Aicov(Y,Y;) + 2p Z A—1

i=1  j=1 i=1 i=1

On obtient un systéme linéaire a résoudre qui contient n+1 équations a n+1 inconnues.
nb_obs
Z ?\jcov(Yi,Yj) + u=cov(Y,Y;), Vi € [1,nb_obs] (V.5)
j=1
La variance du Krigeage s'écrit de la maniére suivante.
nb_obs
ot, = var(Y) — z Aicov(Y,Y;) — (V.6)
i=1

Cette variance de Krigeage ne dépend pas des valeurs observées, mais uniquement du
variogramme et de la configuration des points servant a I'estimation par rapport aux points a
estimer.
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2 : Interpolation des données statistiques

En conclusion, le Krigeage permet de minimiser la variance d'estimation théorique calculée a
partir du variogramme. Le Krigeage est en moyenne plus juste que tout autre estimateur linéaire
lorsque I'hypothese de stationnarité est valide et que le modéle de variogramme est adapté, en
particulier lorsque les données observées ne forment pas une grille réguliere.

Les principales propriétés et caractéristiques associées au Krigeage sont fournies par Marcotte
(Marcotte, 1991) :

Le modéle est linéaire, sans biais et de variance minimale.

L’interpolateur est exact : si I’on estime un point connu, on retrouve la valeur connue.
L’interpolation présente un effet d'écran: les points les plus prés recoivent les poids les
plus importants. Cet effet d'écran varie selon la configuration et selon le modele de
variogramme utilisé pour le Krigeage. Plus I'effet de pépite est important, moins il y a
d'effet d'écran.

L’interpolateur tient compte de la taille du champ a estimer et de la position des points
entre eux.

Le modeéle est transitif. Si I’on observe en un point une valeur coincidant avec la valeur
« krigée » pour ce point, alors les valeurs « krigées » en d'autres points ne sont pas
modifiées par l'inclusion de ce nouveau point dans les « krigeages ». Par contre les
variances de Krigeage sont diminuées.

2.2. Evaluation de I’interpolation temporelle des classes

Afin d’évaluer ’estimation des nouvelles classes (moyennes, covariances), il convient de
calculer les matrices de similitudes (Chapitre Il paragraphe 3) et d’en extraire les indices de
performance de I’interpolation.
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Chapitre V : La classification a partir d’une collection de données statistiques de valeurs
radiométriques

3. Applications

3.1. Application a la classification de données d’années différentes et d’une emprise
différente

Prenons I’exemple de la classification d’une zone de 1,2 millions d’hectares a 1’ouest de
Toulouse, couverte par des images Landsat-5 pour 1’année 2011. Ne disposant pas de vérité
terrain pour effectuer une classification supervisée, nous avons appliqué la méthode
d’interpolation de statistiques. Ces statistiques ont été obtenues a partir de la zone Est de
Toulouse (Tarn, Aude, Haute-Garonne) couverte par des images Landsat-5/7 de 1’année 2010.
A partir des Vvérités terrain de cette zone connue, nous avons interpolé les statistiques de
moyenne et de covariances radiométriques de 2010 sur 1’axe temporel de 2011. Nous disposons
de 11 dates en 2010 (1 Février ; 24 et 25 Mai ; 11, 19, 20 Juillet ; 20, 21 et 29 Aodt ; 22 et 29
Septembre) et de 4 dates en 2011 (24 Mars, 9 Avril, 11 Mai et 2 Octobre).

Une acquisition récente de vérités terrain pour la zone a classer nous a permis d’évaluer
précisément la qualité de I’interpolation et de la classification. L’interpolation est assez
performante avec une racine carrée d’erreurs moyennes des classes de 5,14 et une similitude
moyenne des classes interpolées de 91,21%. Le tableau V.1 permet la comparaison des deux
méthodes, a 1’aide des indices de performance obtenus a partir de vérités terrain pour la
validation. Nous observons une différence moyenne de 15% pour les scores des indices de
performance globaux. Certaines classes sont trés bien classées par la nouvelle méthode et
obtiennent des scores proches de ceux de la classification supervisée (Blé, Eau, Mais,...).

La zone extraite présentée est la commune de Lannemezan dans le département des Haute
Pyrénées. La figure V.1 illustre le résultat de la classification a partir des statistiques
interpolées, et la figure V.2 le résultat de la classification a partir des vérités terrains.

Indices globaux Classification a partir des vérités | Classification a  partir  des
(en % sauf Kappa et F1) terrains statistiques interpolées

AA 76,76 63,97
AP 43,66 36,99
OA 77,54 64,68
Kappa 0,60 0,52
AOCI 30,66 28,55
F1 0,552 0,47

Extrait des indices par classe
Valeur OCI de la classe :

Bati dense 73,19 67,56
Blé 97,77 90,25
Bocages 54,43 50,24
Colza 88,56 81,74
Eau 96,32 94,43
Feuillus 88,75 81,92
Jachéres 60,06 50,10
Mais 89,70 82,80
Prairie 71,07 60,60
Tournesol 84,89 78,36
tableau V.1 : Comparaison des indices de performance de la méthode avec et sans vérités terrain de la zone a
étudier
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3 : Applications

LAY L LA U RATHR R .S a WD
figure V.1 : Extrait de la classification des données Landsat-5 année 2011 a partir des statistiques
interpolées, zone de la commune de Lannemezan

P 5 PG R N e o KICARERIRITE o e
figure V.2 : Extrait de la classification des données Landsat-5 année 2011 & partir des veérités terrain,
zone de la commune de Lannemezan
|: Non Classé \:’ Colza I:’ Vignes - Bocages - Surface minerale
- Feuillus - Mais I:I Jacheres - Eau - Bati diffu

’—\ Blé - Tournesol l—\ Prairie - Bati dense - Friche

figure V.3 : Légende
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Chapitre V : La classification a partir d’une collection de données statistiques de valeurs
radiométriques

3.2. Application a la classification de données d’une année différente

Disposant une série temporelle de 5 années de données Formosat-2 couvrant notre zone d’étude
du sud-ouest toulousain, nous nous proposons de tester la méthode d’interpolation et de
classification en utilisant les statistiques des années 2006 a 2009 qui serviront a I’apprentissage
pour I’interpolation des statistiques sur I’année 2010.

L’interpolation des statistiques de moyennes, écarts-types et extrema pour la classe « Blé » est
illustrée en figure V.4. Mis a part certains points extrémes qui représentent des fluctuations
annuelles des stades phénologiques, I’interpolation est correcte avec une racine carrée d’erreurs
moyennes des classes de 4,34 et une similitude moyenne des classes interpolées de 96,32%.
L’interpolation de la matrice de covariance est plus difficile car elle nécessite un nombre plus
important de dates pour une estimation correcte du fait de la bi-dimensionnalité de la
covariance. La figure V.5 illustre 1’interpolation de la matrice de covariance pour le canal PIR
de la classe Feuillus.

En comparant la classification effectuée avec les statistiques interpolées (figure V.6) et celle
effectuée avec des Vérités terrain acquises sur la zone a classer (figure V.7), nous observons
une différence au niveau de certaines cultures (Colza/Blé et Mais/Tournesol, voir encadrés
rouge des figures V.6 et V.7). Nous observons également une différence au niveau des
performances globales, de I’ordre de 20% (tableau V.2). Ces différences sont dues aux erreurs
d’interpolation des classes de cultures du fait des fluctuations annuelles des stades
phénologiques, ce qui peut entrainer des confusions entre cultures d’une méme saison.

Indices globaux Classification a partir des | Classification a partir des
(en % sauf Kappa et F1) VErités terrains [statistiques Interpolees |

AA 98,10 80,14
AP 98,00 72,10
OA 98,45 75,22
Kappa 0,97 0,73
AOQOCI 93,92 69,19
F1 0,98 0,76
Valeur OCI de la classe :

Bati (2) 91,30 72,01
BIlé dur 94,37 47,70
Chanvre 99,63 75,98
Colza 97,57 53,65
Eau (3) 100,00 76,88
Eucalyptus 100,00 85,14
Feuillus 99,96 86,02
Jachére 64,47 41,21
Mais (2) 99,84 92,35
Orge 87,85 61,32
Peupliers 100,00 77,66
Prairie 74,97 45,39
Résineux 100,00 84,13
Soja 99,83 48,05
Sorgho 99,47 84,36
Tournesol 93,49 75,21

tableau V.2 : Comparaison des indices de performance de la méthode avec et sans référence spatiale de la zone
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3 : Applications
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figure V.4 : Interpolation de la moyenne-écart-type-minimum-maximum des valeurs radiométriques de la classe
Blé pour les canaux B1 : Bleu, B2 : Vert, B3 : Rouge et B4 : Proche IR & partir de 4 années : 2006 a 2009. Pour
chaque canal, le trait central en noir représente la moyenne interpolée, les traits pleins bleu et rouge les écarts-
types relatifs a la moyenne et en traits discontinus, les extrema interpolés.
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figure V.5 : Interpolation de la matrice de covariance pour le canal PIR de la classe Feuillus. Les échelles sont en
jour de I’année et en valeur de covariance.
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Chapitre V : La classification a partir d’une collection de données statistiques de valeurs
radiométriques

% A

, K E" il i
figure V.7 : Extrait de la classification des données Formosat-2 année 2010 & partir des Vérités terrain

I:l Non classé l:l blé tendre - sorgho - prairie temporaire - gravieres - batti diffus

- feuillus - colza - soja - eau libre - peupliers - surface minerale
- résineux - orge - pois - lac - eucalyptus 2 - mais ensilage
- eucalyptus - mais - jachere_surface gel - bati dense - chanvre - mais non irrigue
l—‘ blé dur - tournesol - friche l—‘ bati ind_surf minerale l—‘ pre_prairie permanente
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4 : Conclusion

4. Conclusion

L’objectif de ce chapitre était d’obtenir 1’occupation du sol sans VErité terrain de la zone a
étudier, mais en disposant d’une collection de références statistiques sur d’autres zones ou
d’autres années.

Concernant la méthodologie développée et appliquée, I’interpolation par Krigeage a fourni de
tres bons résultats. Cette méthode a permis d’interpoler les différentes statistiques utilisables
par le systeme de classification. Comme toute autre méthode d’interpolation, elle nécessite un
minimum de points significatifs d’observation, ce qui est difficile a obtenir pour I’interpolation
des statistiques bidimensionnelles telles que les matrices de covariance.

Concernant la classification a partir de ces statistiques interpolées, nous remarquons que les
performances sont inferieures a celles des méthodes supervisées avec Vérités terrain.
Cependant, les résultats obtenus fournissent une indication, parfois indispensable, de
I’occupation du sol sans vérité terrain. Des différences se situent essentiellement au niveau des
classes dont le cycle phénologique varie d’une année a 1’autre, ce qui engendre des confusions
entre classes de cultures trés proches en matiére de pratique culturale.

Les résultats sont donc satisfaisants et fournissent une indication pour des modeles de prévision.
Les résultats de I’application Landsat année 2011 ont notamment servi au projet BLLAST
(Boundary Layer Late Afternoon and Sunset Turbulence , site de Lannemezan) dont I’objectif
est I’étude de la diffusion de la vapeur d’eau. Ce type de modele nécessite des cartes
d’occupations du sol de I’année en cours.
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Chapitre VI. Analyse de changements annuels et
modelisation de flux de carbone

Résume : Un changement de mode d’occupation du sol affecte directement les interactions entre
la biosphere et I’atmospheére. A partir d’images de télédétection et de la création de cartes des
changements de 1’occupation du sol, il est ainsi possible de quantifier les flux de carbone entre
le sol et I’atmosphere. J’ai utilisé les méthodes présentées au cours des chapitres précédents et
nous avons développé un modéle d’estimation de ces flux afin d’estimer les flux de carbone.
Cette méthodologie a été appliquée a deux jeux de données différents et validée par croisement
de résultats sur leur zone commune. Un bilan de carbone a ainsi pu étre calculé a partir de
I’estimation des flux.

Mots clés : changement d’occupation du sol, rotation de cultures, estimation de flux de carbone,
SCF
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1 : Introduction

1. Introduction

Grace au nouveau systéme de classification et a I’amélioration des cartes d’occupation du sol,
de nouvelles applications sont aujourd’hui réalisables. Une premiere application rendue
possible par les nouveaux outils présentés aux chapitres précédents est 1’estimation des flux de
carbone a I’aide d’images de télédétection a haute résolution (Ducrot, Masse, Ceschia, Marais-
Sicre, & Krystof, 2010). Elle permet d’appliquer les modéles d’estimation de flux de carbone
sur des zones plus vastes.

Les objectifs du chantier Sud-Ouest du CESBIO (Ceschia) visent a comprendre et prévoir
I’influence de I’homme et du climat sur les ressources en eau et les écosystémes. Les activités
humaines, parmi lesquelles la production par combustion de carbone fossile, la déforestation et
I’agriculture, sont fortement liées a d’importantes concentrations de gaz a effet de serre. Dans
le cas du CO,, une alternative consiste a accroitre le role de « puits » temporaires que joue la
vegétation, et principalement en augmentant la durée de stockage du carbone de cette biomasse.
Un changement de mode d’occupation du sol affecte directement les interactions entre la
biosphere et 1’atmosphére. Une action anthropique par le reboisement, le changement
d’utilisation des terres et de bonnes pratiques culturales peuvent augmenter la séquestration de
carbone dans la biomasse et dans les sols pour des durées de plusieurs décennies, ce qui peut
constituer un apport non négligeable a la lutte contre 1’effet de serre.

Plusieurs modeles ont été développés pour reproduire les échanges de quantité de carbone entre
le sol et I’atmospheére ainsi que pour illustrer différents contextes de changement d’occupation
du sol. L’étude de 1’évolution du stockage et du déstockage de carbone dans le sol est complexe.
Cette évolution est le résultat de réactions chimiques et physiques a plus ou moins long terme
intégrant le contexte de la zone observée et les divers échanges avec 1’environnement.

2. La rotation des classes, les enjeux

Apreés un changement d’occupation des terres, les vitesses de stockage dans le sol varient au
cours du temps. Elles sont trés fortes aprés un changement d’occupation du sol puis se
stabilisent au bout d’une vingtaine d’année aprés avoir atteint un seuil de saturation du sol.
Ainsi dans le cas de foréts et sur des périodes de temps choisies, nous supposons que la teneur
en carbone organique du sol est stable.

Le premier enjeu consistera a identifier si une parcelle est cultivée ou s’il y a eu un changement
d’occupation du sol (prairie vers cultures, ...) et a savoir si le systeme est stable ou non
(changement de grandes classes) afin d’y appliquer un modéle de changement. Ce modele
permettrait de décrire I’évolution du carbone du sol lors d’un changement de grandes classes
en prenant en compte la date de changement.

Le second enjeu concerne 1’enchainement des cultures et la capacité d’identification de
I’enchainement de différentes cultures pour chaque parcelle.
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Chapitre VI : Analyse de changements annuels et modélisation de flux de carbone

La connaissance de la rotation des cultures nous permet d’identifier a partir des statistiques de
rendements (Agreste, base de données statistiques agricoles) la quantité de carbone exporté a
la récolte, la quantité de biomasse produite sur la parcelle pour une année donnée, et d’estimer
les pertes liées a la décomposition des résidus de cultures des années précédentes.

Le troisieme enjeu porte sur la durée de décomposition des résidus de cultures qui peut étre plus
ou moins longue. Les conséquences de cette décomposition tardive ont un impact sur I’année
observée et se répercutent sur I’année suivante. Donc, 1’étude des rotations de cultures sur
plusieurs années successives permet de prendre en considération ces déecalages possibles. Dans
cette étude, nous avons considéré que 1’essentiel des résidus se décomposait 1’année suivante.

3. Le modele de flux de carbone

A partir de cartes de changement d’utilisation des terres pour les classes principales (foréts,
terres cultivées, paturages), nous souhaitons estimer les changements du Carbone Organique du
Sol (COS) en appliquant un modele basé sur les observations régionales (Arrouays et al., 2012).

Pour réaliser cette carte, nous avons choisi un modéle permettant d’estimer les flux de carbone
en fonction des changements de classes (ou du contexte de plantations/constructions, etc...).

3.1. Les modeles existants

Les modéles exponentiels existant (Hénin & Dupuis, 1945) permettent d’avoir une vision
annuelle de I’évolution de carbone et se basent sur un bilan entre le taux d’humidification de la
matiére organique, le taux de minéralisation de la matiere organique humidifiée du sol et la
prise en compte du temps €écoulé depuis le dernier changement d’occupation.

3.1.1. Le modele de Hénin et Dupuis

Le modéle de Hénin et Dupuis répartit le carbone des sols en un seul compartiment. Trois
paramétres décrivent le fonctionnement :

- la quantité d'apport de carbone au sol m (en tC.ha™);

- laproportion K1 de cet apport qui entre dans le compartiment sol, le reste étant supposé
étre mineralisé instantanément ; K1 est dit coefficient isohumique.

- le coefficient de destruction de la matiére organique K2 (en an). La minéralisation suit
une loi d'ordre 1.
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3 : Le modele de flux de carbone

m
| » CO2
Kim l
C KoC ‘
du sol CO:

figure VI.1 : Modele de Henin-Dupuis

K1><m

En régime stationnaire, la quantité de carbone s'établit a C = <
2

En régime transitoire, le carbone évolue selon la formule de I’équation VI.1.

C(t) = Cs — (Cg - Cole K2Xt avec C, carbone initial (VL1)

Les valeurs des parametres sont décrites par Remy et Marin-Lafléche (Rémy & Marin-Lafléche,
1976). Des tables de valeurs indiquent par type de culture les restitutions moyennes, aériennes
ou souterraines (m), le coefficient isohumique (K1) propre a chaque production végétale ou a
chaque amendement (fumiers, etc.). Le coefficient K2 est déterminé par la teneur en argile et
en calcaire du sol.

Notation Sémantique Définition

BC bilan carbone variation du stock de carbone

NPP_tot y)i};IPrlmary Production Taux carbone pour la formation de biomasse totale

NPP_aerien aNéertieF;]rlmary Production Taux carbone pour la formation de biomasse aérienne

NPP_racinaire gitif;ilr?ary Production Taux carbone pour la formation de biomasse racinaire

RS Root/Shoot rapport en fonction de NNP_aerien et NPP_racinaire

HR Harvest Résidu Pourcentage de matiére NON séche

HI Harvest Index rapport eptre la quantité de matiere exportée et le
NPP_aerien

Rend rendement Quantité produite (source : Agreste)

Ten teneur Teneur en carbone par matiére séche

StockCulture Stock culture Qqar)tlte de carbone encore présente dans le sol de I'année
précédente

cc Constante Correctrice (c:;rgztﬁgte permettant de corriger I'estimation des exports en

tableau V1.1 : Notations, semantiques et définitions
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3.1.2. Modele développé au CesBIO par Eric Ceschia

La quantité de carbone stockée pendant une période dans un sol dépend fortement de ce qui
repose dessus. Cela peut étre des sols nus, mais aussi des sols pour la culture, ou des sols de
foréts. Ainsi, une meilleure compréhension des échanges entre [air, les
plantes/arbres/constructions et le sol permet de développer un modéle nouveau et différent des
autres approches, plus proche des réalités des aléas des sols étudies.

Dans le cas ou on reste sur les cultures, nous avons développé une méthode plus précise et
spécifique aux cultures. Cette approche est fondée sur le NPP, des indices de récoltes (harvest
index), les exports de carbone sous diverses formes, les résidus et la respiration de ces cultures.

Le calcul des paramétres non observables se fait & partir de données disponibles (par exemple
la base de données Agreste).

Soit a une classe et n une année.

NPP_racinaire(a,n) = RS(a) * NPP_aerien(a, n)
Hl(a,n) = export/NPP_aerien
export(a,n) = rend(a, n)* (1— HR) xten(a, n)

Ainsi on en déduit le NPP_tot(a,n) :

NPP_tot(a,n) = NPP_aerien(a,n) + NPP_racine(a, n)
NPP_aerien X (1 + R/S)
= (export/HI) X (1 +R/S)
rend(a,n) X (1 — HR) x ten(a,n) + CC R
@) X (1= HR) ten@@m) + CC () , Ry

Ainsi la formule de la variation du stock de Carbone du sol est :

BC(a,n) = NPP,.(a,n) — Respiration(a,n — 1) — export(a, n)
Respiration(a,n — 1) = taux * (NPP_tot(a,n — 1) — export(a,n))

’taux’ est un parametre représentant le rapport entre la quantité de carbone libérée par la
respiration et celle stockée dans le sol les années précédentes.

Ce modele n’a pas fait I’objet d’une publication pour le moment.
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3 : Le modele de flux de carbone

3.2. Le modéle choisi

Nous avons choisi d’inclure deux modéles pour illustrer la fluctuation de carbone dans le sol sur
les zones étudiees. Dans le cas des changements de classes principales, foréts et paturages, le
bilan carbone est estimé d’aprés les modéles exponentiels. Dans le cas des cultures, I’approche
faisant intervenir la NPP a été utilisée (modele CesBIO).

Le calcul du bilan carbone par la premiére approche n’influe pas sur le calcul par la deuxieme,
ce qui explique notre approche combinée.

La premiere prend en considération les transitions de classes principales alors que la seconde
est strictement axée sur les classes de cultures.

La méthodologie genérale est résumée a la figure VI1.2.

Jeude données | Pour. chaque année, ... Jeu de données
année 1 année A
Selection- b h , Selection-
Classification- fe=r===s-:- ourcaqueannee ........... Classification-
Fusion Fusion
Image classeef f | Pour.chague année.......... Image classée
finale année 1 finale année A

— —

Carte des changements et des rotations

Base de données
statistiques agricoles

Estimation des
flux de carbone

figure V1.2 : Méthodologie proposée pour I’estimation des flux de carbone a partir de la carte de rotation et des
statistiques agricoles
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Chapitre VI : Analyse de changements annuels et modélisation de flux de carbone

4. Applications : carte des changements et estimation des flux de Carbone
4.1. A partir d’images Formosat-2 des années 2006 a 2009

La zone d’étude est I’intersection des zones €tudiées précédemment dans les années 2006, 2007,
2008 et 2009. Celle-ci a une surface totale de 50802 Ha.

figure V1.3 : Zone d’étude, emprise commune des différentes images Formosat-2 utilisées

Dans un premier temps, le systeme de classification automatique SCF a été appliqué sur les
données de chaque année. Les classes étudiées et les performances des classifications sont
présentées en annexe 1.3. Un regroupement de certaines classes a été opéré suivant la
nomenclature suivante : Bois (Feuillus, Résineux, Eucalyptus, Peupliers), Eau (Lac, Graviere),
Bati et surfaces minérales (Béti dense, Bati industriel, Béti lache, Réseau routier, sols nus) et
Surfaces enherbées (Prairie temporaire, Pré/prairie permanente, Jachére, Friche). Les classes
de cultures sont restées indépendantes : Blé, Colza, Orge, Mais, Tournesol, Sorgho, Soja,
Pois, Chanvre (non regroupés).

Le tableau V1.2 montre que le Mais est la seule culture qui n’a pas beaucoup changée. Elle est
la plus représentative des monocultures dans la zone d’étude. Les autres monocultures sont peu
présentes : Blé, Soja, Tournesol (tableau V1.3).

La rotation Blé-Tournesol est la rotation la plus importante avec un pourcentage de
représentativité dans la zone de 8%. La rotation annuelle entre le Blé et le Tournesol atteint un
pourcentage du 5% par rapport au total de la zone étudiée (tableau V1.4).

A partir des rotations de cultures (figure V1.4 a V1.5) et des statistiques agricoles de la zone, on
calcule le bilan carbone a partir du modeéle présenté précédemment (tableau V1.5). Sur la zone
étudiée de 50000 ha, ce bilan est de 51409 tonnes de Carbone stocké en 4 ans soit 0,257 tonne
de carbone stocké dans le sol par hectare et par an.

La figure V1.10 illustre le bilan carbone par pixels de I’image.
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figure V1.4 : Image des rotations majoritaires obtenues a partir des images Formosat-2 sur les années 2006 a

2010
- Bois
:l Surf. enherbées
I mais
| Eau
:l Bati/Surf. minérale
:l Blé-Tournesol
- Blé- Colza - Tournesol
- Surf. enherbées - Blé
- Blé-Colza
- Mais- Blé
- Mais - Tournesol
- Surf. enherbées - Tournesol
- Surf. enherbées - Tournesol- Blé
- Blé - Tournesol - Sorgho
- Blé - Colza - Orge
G i \ - Mais - Soja
figure VI.5 : Extrait de la figure V1.4 correspondant a - Blé - Mais - Tournesol
I’encadré rouge " | Autres rotations

figure V1.6 : Légende des rotations
majoritaires
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Image de 2009

Bois Blé | Colza| Orge| Mais| Tournesol | Sorgho | Soja enhersbl:'ere]; Eau Bati/snl:i':

Bois 89,16 0,03 0,02 0,06 0,04 0,09 0,07 0,00 10,22 0,03 0,25
Blé 0,12 19,31 1153 6,76 5,63 34,23 519 117 13,36 0,00 1,08
Colza 0,12 38,71 13,13 542 1,03 22,54 485 043 8,02 0,00 1,01

© Orge 0,14 20,30 12,03 19,71 2,66 18,67 3,40 0,03 19,28 0,05 1,69
§ Mais 0,10 4,75 151 2,29 78,02 5,22 2,29 193 3,34 0,00 0,10
S | Tournesol 0,25 3574 6,18 3,86 6,03 26,77 550 0,32 12,12 0,00 1,77
:@"j" Sorgho 0,11 2455 3,76 0,51 22,73 20,47 1497 0,23 12,38 0,00 0,09
E Soja 0,07 1828 6,31 2,16 28,77 11,11 3,96 22,26 5,68 0,00 0,15
esr‘:r':‘;rbées 660 303 144 143 1,00 352 091 0,07 7727 0,02 4,54
Eau 1,04 002 0,00 0,01 0,02 1,35 0,04 0,00 1,32 85,04 11,14
Bati/Surf min 08 03 015 0,15 0,11 0,62 0,04 0,00 13,69 0,14 83,89

tableau V1.2 : Sur la diagonale : pourcentage des classes qui n’ont pas changé de 2006 a 2009, les autres
éléments signifient un changement entre 2006 et 2009

Non-changements/Monoculture 2006-2007-2008-2009 Surface (ha) | Fréquence (%)
Mais-Mais-Mais-Mais 3338,55 7,799
Blé-Blé-Blé-Blé 89,34 0,209
Tournesol-Tournesol-Tournesol-Tournesol 23,20 0,054
Soja-Soja-Soja-Soja 0,92 0,002
Bois-Bois-Bois-Bois 3019,05 7,052
Surf. enherbées-Surf. enherbées-Surf. enherbées-Surf. enherbées 7185,22 16,785

tableau V1.3 : Monocultures entre 2006 et 2009

Surface (ha) Fréquence (%)
Ble-Tournesol- Blé-Tournesol 2191,92 5,120
Ble-Colza- Blé-Colza 453,95 1,060
Blé-Mais- Blé-Mais 159,6 0,373
Blé-Orge- Blé-Orge 32,74 0,076
Mais-Soja- Mais-Soja 31,56 0,074
Tournesol-Surf. enherbées-Tournesol-Surf. enherbées 29,98 0,070
Blé-Soja-Blé-Soja 25,74 0,060
Blé-Surf. enherbées-Blé-Surf. enherbées 25,18 0,059
Mais-Surf. enherbées-Mais-Surf. enherbées 18,48 0,043
Orge-Mais-Orge-Mais 8,84 0,021
Orge-Tournesol-Orge-Tournesol 8,53 0,020
Mais-Tournesol-Mais-Tournesol 5,12 0,012
Colza-Orge-Colza-Orge 0,62 0,001
Surf. enherbées-Orge-Surf. enherbées-Orge 0,52 0,001

tableau V1.4 : Bicultures entre 2006 et 2009 : rotations annuelles sur ces 4 années
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4 : Applications : carte des changements et estimation des flux de Carbone

Rotations Bilan carbone (en tC/ha) Quantité de Carbone (en tC) Surface (en ha)
mais-mais-mais-mais 4,009 15566,938 3883,469
tournesol-blé-tournesol-blé 4,374 5696,373 1302,298
blé-tournesol-blé-tournesol 2,079 3219,666 1548,986
tournesol-blé-blé-tournesol 3,315 1752,335 528,621
tournesol-blé-colza-blé 4,060 1267,442 312,192
colza-blé-colza-blé 4,310 1108,521 257,171
blé-blé-tournesol-blé 3,215 1012,628 314,925
blé-blé-colza-blé 2,901 775,902 267,443
blé-colza-blé-tournesol 1,810 745,225 411,757
mais-blé-mais-mais 3,949 703,616 178,176
mais-mais-tournesol-mais 3,937 633,545 160,941
tournesol-blé-blé-colza 2,502 560,208 223,891
colza-blé-tournesol-blé 4,625 549,254 118,765
tournesol-blé-tournesol-tournesol 3,120 549,003 175,936
blé-colza-blé-blé 3,063 519,352 169,530
blé-surf. enherbées-blé-tournesol -1,073 -100,362 93,542
blé-surf. enherbées-blé-colza -1,073 -102,635 95,661
surf. enherbées - surf. enherbées -blé-tournesol -1,690 -103,562 61,274
surf. enherbées - surf. enherbées -blé-blé -1,690 -113,600 67,213
surf. enherbées -blé-blé-tournesol -1,690 -115,893 68,570
surf. enherbées - surf. enherbées -blé-colza -1,690 -162,655 96,237
surf. enherbées - surf. enherbées -blé- surf. enherbées -1,073 -168,547 157,094
surf. enherbées - surf. enherbées -tournesol- surf. enherbées -1,073 -200,408 186,790
surf. enherbées - surf. enherbées -tournesol-blé -1,690 -263,740 156,045
surf. enherbées - surf. enherbées - surf. enherbées -tournesol -1,690 -267,407 158,214

tableau V1.5 : Rotations des classes et bilan carbone associé pour les données Formosat-2 des années 2006 a 2009
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Chapitre VI : Analyse de changements annuels et modélisation de flux de carbone

figure V1.7 : Estimation du flux de Carbone pour I’emprise Formosat-2 années 2006 & 2009 : unité en tonnes de Carbone par hectare, agrandissement en figure V1.10
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4.2. A partir d’images Spot-2/4/5 des années 2006 a 2010

La zone d’étude est I’intersection des zones étudiées pour les années 2006, 2007, 2008, 2009 et
2010. Celle-ci a une surface totale de 46146 ha.

Comme pour I’application précédente, le systéme de classification automatique SCF a été
applique aux images Spot de chacune des cing années. Les performances de ces classifications
sont présentées en annexe 1.4.

Les rassemblements de classes sont similaires a ceux de 1’application précédente. Le tableau
V1.6 montre les classes n’ayant pas changé sur la période de 5 années.

Non-changements/Monoculture 2006-2007-2008-2009-2010 Surface (ha) | Fréquence (%)
Bois-Bois-Bois-Bois-Bois 3583,48 7,931
Blé-Blé-Blé-Blé-Blé 82,88 0,183
Mais-Mais-Mais-Mais-Mais 2545,04 5,633
Tournesol-Tournesol-Tournesol-Tournesol-Tournesol 2,36 0,005
Surf. Enherb-Surf. Enherb.-Surf. Enherb-Surf. Enherb.-Surf. Enherb. 11867,88 26,266
Eau-Eau-Eau-Eau-Eau 320,28 0,709

tableau V1.6 : Non changements et monoculture de I’année 2006 a 2010

Les rotations de cultures et des statistiques agricoles de la zone ont permis le calcul du bilan de
carbone a partir du modéle présenté précédemment (tableau V1.7).

Le bilan carbone de la zone étudiée de 46146 ha est de 90386 tonnes de Carbone stocké en 5
ans soit 0,392 tonne de carbone par hectare par an stocké dans le sol.

La figure V1.8 illustre le bilan carbone par pixels de I’image.

L’application suivante concernera la validation croisée de ces deux applications sur leur zone
commune.
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Rotations Bilan carbone (en tC/ha) | Quantité de Carbone (en tC) Surface (en ha)
blé-tournesol-blé-tournesol-blé 4,284 15166,956 3540,560
mais-mais-mais-mais-mais 4,103 10442,559 2545,040
tournesol-blé-tournesol-blé-tournesol 2,641 5632,628 2132,520
blé-colza-blé-tournesol-blé 3,524 2479,432 703,560
blé-tournesol-blé-colza-blé 4,807 2460,058 511,800
tournesol-blé-blé-tournesol-blé 3,339 1862,828 557,840
blé-blé-blé-tournesol-blé 3,462 1637,878 473,120
blé-tournesol-blé-mais-blé 4,939 1340,653 271,440
blé-colza-blé-colza-blé 4,047 1317,551 325,560
blé-mais-blé-mais-blé 4,698 1300,344 276,800
blé-tournesol-blé-blé-tournesol 4,534 1147,307 253,040
blé-blé-tournesol-blé-tournesol 2,764 1131,392 409,360
blé-blé-blé-colza-blé 3,985 960,330 241,000
mais-mais-mais-mais-blé 4,045 892,243 220,560
mais-blé-mais-mais-mais 3,522 882,587 250,560
surf. min.-surf. enherbées-surf. enherbées-tournesol- surf. enherbées -0,371 -0,238 0,640
bois-surf. enherbées-bois-mais-bois -0,228 -0,264 1,160
surf. min.-surf. min.-surf. min.-tournesol- surf. enherbées -0,371 -0,327 0,880
surf. enherbées-surf. enherbées-surf. min.-blé- surf. enherbées -0,384 -0,384 1,000
bois-bois-bois-mais- surf. enherbées -0,748 -0,419 0,560
surf. enherbées-blé-surf. enherbées-blé- surf. enherbées -0,295 -0,532 1,800
surf. enherbées-surf. enherbées-bois-mais- surf. enherbées -0,748 -3,890 5,200
bois-bois-bois-mais-bois -0,228 -5,217 22,920
surf. enherbées-surf. enherbées-surf. enherbées-blé- surf. enherbées -0,384 -6,859 17,840
surf. en,herbées-surf. enherbées-surf. enherbées-tournesol- surf. 0371 10,432 28,080
enherbées

tableau V1.7 : Rotations des classes et bilan carbone associé pour les données Spot des années 2006 a 2010
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Chapitre VI : Analyse de changements annuels et modélisation de flux de carbone

4.3. Validation croisée de la zone commune des 2 satellites

Une comparaison de résultats entre les deux études précédentes a été réalisée afin d’évaluer la
stabilité des modéles d’estimation de flux de Carbone. En pratique, la zone commune a toutes
les années des deux applications est fortement réduite. La surface de superposition des deux
applications est de 12002 ha.

Légende

I:I Zone SPOT

2006-2010
(B0km x 60 km

Zone FORMOSAT
2006-2009
[24km » 2dkml

figure V1.9 : Zones couvertes par les satellites SPOT et FORMOSAT

Du fait d’une résolution différente ente les images Formosat-2 (8m) et Spot (20m), 1’érosion a
un effet plus important sur le résultat de I’application des données Spot. Ce processus d’érosion
est nécessaire car il permet de réduire I’influence des mixels et des erreurs de décalages multi-
temporels des images sur le modéle d’estimation. (figure VI.10 et figure VVI1.11).

Les résultats obtenus a partir des deux jeux de données indépendants sont similaires, les seules
différences sont dues a une année supplémentaire pour les images Spot.
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4 : Applications : carte des changements et estimation des flux de Carbone

figure VI.11 : Flux de carbone obtenu a partir des images SPOT des années 2006 a 2010
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Chapitre VI : Analyse de changements annuels et modélisation de flux de carbone

5. Conclusion

L’objectif de ce chapitre n’était pas d’évaluer la qualité¢ des modeles d’estimation de flux de
carbone mais plutdt 1’évaluer la robustesse des méthodes de classification et des cartes de
rotations qui en sont déduites. Les mode¢les d’estimation de flux de carbone nécessitent des
classifications les plus justes possibles afin d’éviter I’accumulation d’erreurs et la présence de
faux changements d’occupation des terres.

Les applications ont permis de conclure qu’il était possible de quantifier les flux de carbone
entre le sol et I’atmosphére a partir d’images de télédétection a haute résolution. Ces
applications ont également permis de sélectionner les pratiques culturales qui permettent le
meilleur stockage de carbone dans le sol et donc de limiter les émissions de gaz a effets de serre.

La validation croisée effectuée a partir des deux applications présentées (capteurs différents) a
montré que le résultat du bilan carbone est constant et donc que la méthodologie appliquée (le
systeme de classification automatique SCF) est robuste.
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Chapitre VII.  La classification de la Trame Verte et
Bleue en milieu agricole, entre enjeux et realités.

Résumé : L’objectif principal de cette application est d’explorer les possibilités offertes par les
données de télédétection et leur classification pour cartographier les éléments de la trame verte
(haies, corridors écologiques, espaces boisés). La méthodologie proposée est testée sur
plusieurs capteurs : radar avec TerraSar-X, optique avec un satellite a Tres Haute Résolution
Spatiale (THRS) SPOT 5 (2,5m et 10m), Formosat (8m) ainsi que Worldview-2 (1,7m) et
Pleiades (0,7m). Nous verrons ainsi que la multi-temporalité et la haute résolution des images
sont un atout pour la cartographie des trames vertes.

Mots clés : Trame verte et bleue, haies, Copernicus, Grenelle-2
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Chapitre VII : La classification de la Trame Verte et Bleue en milieu agricole, entre enjeux et réalités.
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1 : Introduction

1. Introduction

La Trame Verte et Bleue, qui est I’un des engagements du Grenelle Environnement (en 2007),
est une démarche qui vise a maintenir et a reconstituer un réseau d’échanges sur le territoire
national pour que les especes animales et végétales puissent, de la méme maniére que I’Homme,
communiquer, circuler, s’alimenter, se reproduire, se reposer. En d’autres termes, assurer leur
survie.

Elle contribue ainsi au maintien des services que nous rend la biodiversité : qualité des eaux,
pollinisation, prévention des inondations, amélioration du cadre de vie, etc.

La biodiversité, fruit d’un travail de la nature depuis quelques 4 milliards d’années, est
aujourd’hui menacée du fait de I’activité incessante des hommes. En France, environ 165 ha de
milieux naturels et terrains agricoles (soit un peu plus de quatre terrains de football) sont détruits
chaque jour, remplacés par des routes, habitations, zones d’activités. Cela équivaut a plus de
60000 ha par an, soit un département comme la Savoie tous les 10 ans.

L’enjeu de la constitution d’une trame verte et bleue s’inscrit bien au-dela de la simple
préservation d’espaces naturels isolés et de la protection d’espéces en danger. Il est de
(re)constituer un réseau écologique cohérent qui permette aux espéces de circuler et d’interagir,
et aux écosystémes de continuer a rendre a ’homme leurs services.

Une espece a besoin d’un effectif minimal d’individus pour survivre aux différents obstacles
naturels tels une épidémie ou une prédation, et donc d’un territoire assez grand. Le projet Trame
Verte et Bleue consiste directement a constituer un territoire pouvant accueillir ces espéces et
assurer ainsi leur survie. Une ville entiére sans arbre ni surface herbée est synonyme d’une
discontinuité entre plusieurs espaces naturels aux alentours, et donc synonyme de I’extinction
de certaines de ces espéces abritées par ces milieux. En créant ce maillage et donc une continuité
entre différents espaces abritant de nombreuses especes, on contribue a leur survie et au
maintien de la biodiversité.

L’objectif principal de ce chapitre est d’explorer les possibilités offertes par les méthodes de
classification appliquées aux données de télédétection pour la cartographie des haies et des
espaces boisés. Une méthodologie est proposée et testée sur des images a caractéristiques
diverses (optique/radar, haute et trés haute résolution spatiale, répétitivité temporelle) dont les
capteurs suivants : TerraSar-X (radar, 3m), Spot-5 (2,5m et 10m), Formosat (8m), Worldview-
2 (1,7m) et Pléiades (0,7m).

L’¢étape la plus complexe est la validation des résultats de classification, la trame verte étant un
« objet » particulier, qui est en général est fin, hétérogéne et multiforme. La prise d’échantillons
est alors délicate et fastidieuse, mais indispensable pour valider la méthodologie. Pour avoir
une validation de la détection des haies la plus précise possible, nous utiliserons la photo-
interprétation a partir de la BD-Ortho ® (source IGN) et d’images de satellites.
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Chapitre VII : La classification de la Trame Verte et Bleue en milieu agricole, entre enjeux et réalités.

2. Etudes de I'utilisation de la télédétection pour la cartographie de la trame verte
en milieu agricole

L’utilisation d’images de télédétection pour la cartographie de la trame verte en milieu agricole
est une problématique jusqu’a lors peu étudié. Pour cela, nous avons mis en pratique les outils
présentés aux chapitres précédents.

Nous présenterons plusieurs études concernant la classification de la Trame verte, 'une sur
I’intérét de la résolution spatiale et I’autre sur le choix du classifieur.

Les détails de ces études sont publiés et les articles disponibles en annexe 3.1 et 3.2.

2.1. Etude de I’impact de la résolution spatiale pour la cartographie de la trame verte en
milieu agricole

Pour cette étude, nous avons tenté de déterminer les capteurs qui permettent la meilleure
cartographie des éléments de la trame verte (haies, arbres isolés, ...). La liste des capteurs
utilisés est la suivante :

- Spot-5, année 2010, 10 métres de résolution

- Formosat-2, année 2007, 8 meétres de résolution
- Terrasar-X, année 2009, 3 metres de résolution

- Spot-5, année 2010, 2.5 métres de résolution

- Pléiades-1, année 2012, 0.70 métre de résolution

2.1.1. Comparaison des capteurs a haute résolution pour la cartographie des haies

La comparaison des capteurs Formosat-2, Spot-5 (2.5m) et TerraSAR-X a donné lieu a un
article de conférence a comité de lecture (Ducrot, Masse, & Ncibi, 2012) disponible en annexe
3.2. L'objectif principal de cette étude est d'explorer le potentiel des méthodes de classification
pour la cartographie des haies, des corridors et des foréts. Nous présentons une méthodologie
basée sur la classification, supervisée et non supervisée, la segmentation et la fusion de
classification. Nous avons conclu que I’emplacement des haies peut étre détecté aux échelles
de 2.5 a 8 métres, les meilleurs résultats de classification sont cependant obtenus avec une
résolution de 2,5 metres. La multi temporalité est aussi importante pour la détection des haies,
notamment avec des dates de printemps et d’automne.

Cette étude a été complétée avec le capteur Spot-5 a 10 metres de résolution. La classification
obtenue fournit de trés bons résultats. Les haies sont bien discernables sauf certaines plus
étroites qui se distinguent plus difficilement. Néanmoins, le résultat est trés satisfaisant pour
cette résolution (figures VII.1 et VV11.2). Les lisieres de foréts sont souvent classées en Haie car
elles possédent une signature spectrale différente de celle des foréts de feuillus ou de résineux,
mais proche de celle des haies. Par des méthodes de post-classifications, elle a pu étre extraite
en tant que classe Lisiéres, et donc séparée de la classe Haie.
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2 : Etudes de I’utilisation de la télédétection pour la cartographie de la trame verte en milieu agricole

Figure VII.1 : Composition colorée d’une image Figure VI1.2 : Résultat de la classification des
Spot-5 (10m) en fausse couleur (PIR, R, V) données Spot-5. Légende : Haies en violet, Feuillus
en vert, Jachere en gris, Prairie en vert clair

2.1.2. Utilisation de données a Trés Haute Résolution Spatiale (THRS)

Dans I’article (Sheeren et al., 2012) présenté en annexe 3.1 et dont je suis co-auteur, nous
proposons d’évaluer les potentialités de I’imagerie satellitaire a trés haute résolution spatiale
pour cartographier la composante arborée de la trame verte en milieu agricole. L’identification
des formations ligneuses, incluant les haies et les arbres isolés, est réalisée a partir de données
multi-angulaires WorldView-2 en comparant deux approches de classification supervisee :
modele de mélange gaussien et méthode contextuelle ICM. Les résultats montrent de bonnes
performances en exploitant les deux vues du couple stéréoscopique (kappa de 0,88) avec un
gain de 13 a 22 % par rapport a ’utilisation d’une seule vue. La qualité d’extraction des haies
varie selon le type de haie, le voisinage des objets, les ombres et les effets de la visée oblique.
Les différences de performance entre les méthodes de classification sont quant a elle
négligeables.

En complément de cette étude, le nouveau satellite Pléiades (annexe 1.6) a permis tres
récemment [’acquisition d’images & Tres Haute Résolution Spatiale (0,7 métre). La
classification supervisée de la zone commune aux deux images Pléiades présentées en (annexe
1.6, dates de Mars et Novembre 2012) permet une cartographie précise des haies du fait de la
trés haute résolution du capteur. Les classes « feuillus, résineux, peupliers, haie haute et haie
basse » se cOtoie au sein d’une seule et méme haie car les haies champétres sont naturellement
composées de ces espéces (figures VII.3 a VIL5).
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Chapitre VII : La classification de la Trame Verte et Bleue en milieu agricole, entre enjeux et réalités.

figure VI1.3 : Composition colorée (fausses couleurs) de I’image Pléiades de mars 2012

figure VII1.5 : Extrait de I'image classée par la méthode ICM. Légende : Orange = cultures été, Jaune = cultures
hiver, Violet clair = Haie haute, Violet foncé = Haie basse, Vert = Feuillus, Vert foncé = Résineux

146



2 : Etudes de I'utilisation de la télédétection pour la cartographie de la trame verte en milieu agricole

2.2. Etude de I’impact du choix de la méthode de classification pour la cartographie des
haies

A partir des données Spot-5 de I’année 2010 (10 métres de résolution spatiale), nous avons
comparé les méthodes ICM et SVM présentées au chapitre 1 (en mode supervisé).

Le tableau VI11.1 montre que 1’algorithme ICM offre de meilleurs résultats pour la cartographie
de I’occupation du sol a partir des 10 dates de 2010 et de 31 classes (celles présentées en annexe
1.4 ainsi que 5 classes spécifiques a la trame verte dont la classe haie, bosquets et ligneux). Les
résultats sont en moyenne 10% supeérieur pour la méthode ICM en matiére d’indices de
performance globale. Pour les classes de trames vertes, les différences de résultats sont
beaucoup plus marquées avec des écarts de plus de 60% en faveur de la méthode ICM.

Eggloc/f Z;ijpéggopr;n;n;i) Classification ICM Classification SVM
AA 95,24 90,52
AP 91,42 70,11
OA 90,11 81,28
Kappa 0,89 0,79
OACI 87,38 63,41
F1 0,93 0,79
Valeur OCI classe Haie 49,34 37,11
Valeur OCI classe Bosquets 94,61 79,61
Valeur OCI classe ligneux 84,88 19,13

tableau VII.1 : Comparaison des performances des classifications ICM et SVM, images Spot-5 année 2010

Cette application confirme les résultats présentés précédemment en faveur de la méthode ICM
pour des classes a majorité agricoles.

Les figures VI11.6 a VII.8 montrent un extrait des résultats de ces classifications.

147



Chapitre VII : La classification de la Trame Verte et Bleue en milieu agricole, entre enjeux et réalités.

figure VIL.7 : Classification par méthode ICM des données Spot (2,5m, année 2010), rappel de légende : haies
en violet, Feuillus en vert foncé, Prairie en vert clair, Friche en gris

figure VI1.8 : Classification par méthode SVM, rappel de Iégende : haies en violet, Feuillus en vert foncé,
Prairie en vert clair, Friche en gris, Eucalyptus en bleu clair
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3 : Conclusion

3. Conclusion

Les récents efforts des élus & promouvoir la préservation des habitats naturels et a inscrire cet
effort dans les pages du Grenelle de I’Environnement ont mis en avant I’importance des haies.
De nouvelles techniques de reconnaissance, de recensement et de cartographie se développent
et I’automatisation de celles-ci permettront d’étre plus efficace. Les résultats présentés montrent
des cartes indicatives, nécessaires aux différents acteurs du maintien des corridors écologiques,
qui peuvent disparaitre du fait des activités anthropiques grandissantes. Du choix de 1’image
satellite a la validation de la classification non supervisée ou supervisée par I’utilisateur, une
attention particuliére est requise, tant au niveau du choix des dates que lors de 1’échantillonnage
qu’il soit de vérification ou d’apprentissage.

En général, la qualité globale des résultats est satisfaisante avec une bonne moyenne de pixels
correctement classés pour la classe Haie. Des confusions avec les bordures des bois et avec des
Bois parsemés (proches des haies qui sont constituées de beaucoup de feuillus et résineux)
peuvent apparaitre, mais sont corrigés par traitements de post-classification. Toutefois, pour
obtenir une plus grande précision des résultats, le mode supervisée s’impose.

On peut conclure en soulignant que I’emplacement des haies peut étre détecté aux échelles de
2.5a10m, que les dates de juin et de préférence celles d’automne, et les bandes spectrales MIR
et/ou rouge sont importantes pour détecter les haies. Une résolution inférieure a 2,5m fournit
beaucoup de détails sur les haies et la prise d’échantillons est plus difficile du fait de
I’hétérogénéité de cette classe.

La méthode de classification globale ICM est la méthode ayant fournie les meilleurs résultats,
méme pour des objets fins et hétérogenes, mais le nombre d’échantillons d’apprentissage doit
étre suffisant.
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Conclusion générale

Conclusion générale

Les nouveaux et futurs satellites offriront une plus grande diversité de caractéristiques :
spectrale, temporelle, résolution spatiale et superficie de I’emprise du satellite. Les données de
télédétection sont aujourd’hui abondantes et ouvertes au grand public, ce qui ouvre de nouvelles
problématiques quant a la maniére d’utiliser ces données.

Tout au long de cette these, je vous ai présenté plusieurs méthodes permettant de traiter de
maniere automatique et performante des images de télédétection dans le but d’obtenir une carte
d’occupation des sols. Ces méthodes forment un systéeme qui maximise la performance de la
classification en fonction des données fournies (images de télédétection et ensemble de classes
thématiques). Il produit une image classée préte a une étude thématique.

Les problématiques introduites et I’approche proposée

Au cours de ce manuscrit, j’ai été en mesure de répondre aux questions posées en introduction.

- Quelles sont les meilleures images a utiliser pour une application thématique ?

Le probleme de sélection de données est un probléme important en télédétection lorsque le
nombre de données a traiter devient trop élevé. L’approche proposée lors de cette thése s’est
basée sur le principe des algorithmes génétiques que j’ai adapté au domaine de la télédétection.
Le systeme de sélection présenté permet désormais la sélection automatique du meilleur jeu de
données temporelles, spectrales ainsi que du classifieur a utiliser, et maximise ainsi la
performance de la classification.

- Comment peut-on utiliser la diversité des informations pour améliorer les performances
des systemes de classification ?
La fusion de données fait partie des problématiques de la télédétection. L’approche proposée
est ici différente des méthodes habituellement utilisées et permet de fusionner de maniére
originale des résultats de classifications par minimisation des confusions entre classes et donc
la maximisation des critéres de performance.

Ces deux processus sont regroupés dans une méthode générale appelée Sélection-
Classification-Fusion qui permet d’obtenir automatiquement la meilleure classification en
fonction d’un jeu de données et d’un ensemble de classes.

- Quelles sont les limites intrinséques d’une application en fonction des données
utilisées ? Peut-on se libérer de ces limites ? Si oui comment ?
Pour une application thématique, il n’est pas raisonnable de s’abstraire d une définition a priori
de classes. Pour cela, j’ai présenté une méthode permettant la classification sans vérité terrain
de la zone a étudier, mais a I’aide de statistiques de valeurs radiométriques, obtenues a 1’aide
de référence de zones et/ou d’années différentes, et interpolées par méthode de krigeage.
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Les résultats

Le systeme de Sélection-Classification-Fusion a été appliqué a un grand nombre de jeux de
données : 8 capteurs (Formosat, Spot, Landsat, Pleiades, Worldview, Terrasar, Ers et Radarsat)
et plus de 500 images. Pour toutes ces applications, les résultats montrent que ce systeme a
apporté une amélioration significative des performances de la classification.

Les applications de la méthode de classification sans verité terrain de la zone a étudier ont
également montré des résultats satisfaisants, relativement proches de ceux obtenus avec des
Vérités terrain. Ces résultats, méme indicatif, sont indispensables pour certains modeéles de
prédiction.

Ce systeme de classification a également été appliqué pour obtenir une carte des changements
et des rotations de cultures, dans le but d’estimer les échanges de carbone entre le sol et
I’atmosphére. Les applications (méme zone, capteurs différents) ont montré la robustesse du
systeme et la constance des résultats.

Enfin les études faites sur la cartographie des objets fins tels que les haies ou les éléments
naturels ligneux ont montré I’importance de la télédétection pour des applications écologiques
a grande échelle et la justesse des méthodes de classification utilisées.

Les perspectives

L’approche proposée durant cette thése est un systéme de classification. Sa structure permet
I’ajout de nouvelles méthodes, de nouvelles lois de classification pour un nouveau type de
données,...

Une perspective intéressante de ce travail concerne I’intégration de la notion de logique floue.
L’apport de cette notion dans le systéme de Sélection-Classification-Fusion permettra de
réduire les erreurs de prise de décision notamment lorsque cette décision est incertaine.

Concernant I’interpolation de signatures spectrales et temporelles, il sera intéressant d’ajouter
la possibilité d’inclure de nouvelles informations sur les variations interannuelles, afin de
réduire les erreurs d’interpolation de certaines classes telles que les cultures dont les dates des
stades phénologiques varient chagque année.

La grande quantité et la diversité des données de télédétection permettent aujourd’hui la
validation des nouvelles méthodes proposées. Les données Sentinel-2 ne seront réellement
disponibles qu’a partir de 2014 et c’est a ce moment-la que ces méthodes seront appliquées a
grande échelle.
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Annexes

1. Données utilisees pour les applications

1.1. Récapitulatif des données utilisées

Le tableau 0.1 résume toutes les images utilisées au cours de ce manuscrit.

) . Nombre Taille de chaque Total nombre d’images
Satellite Année . ) e
de dates image (en pixels) utilisées
Formosat 2006 17 18 millions 68
2007 10 18 millions 40
2008 9 18 millions 36
2009 16 18 millions 64
2010 10 18 millions 40
Spot 1993 2 16 millions 6
1997 1 16 millions 3
2006 3 16 millions 9
2007 6 16 millions 19
2008 6 16 millions 20
2009 5 16 millions 18
2010 10 65 millions 36
2011 11 16 millions 39
Landsat 2010 3 98 millions 15
Pléiades 2012 2 1,6 milliards 8
Worldview 2010 | 1 (stereo) 100 millions 8
Terrasar 2009 5 20 millions 5
ERS 1993 6 16 millions 18
Radarsat 1997 4 16 millions 4

tableau 0.1 : Récapitulatif des données utilisées lors des applications de ce manuscrit
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1.2. Récapitulatif des caractéristiques des satellites utilises

Les caractéristiques des satellites dont les images ont été utilisées lors des applications sont
résumeées aux tableaux suivants (tableau 0.2 et tableau 0.3).

Nom satellite | Landsat 5 Landsat 7 Spot 2 Spot 4 Spot 5

Famille Landsat Landsat Spot Spot Spot

Nationalité USA USA France France France

D?b ut 1984 1999 1990 1998 2002

mission

Fin mission 2013 2009 2013

statut dégrade actif acheve spot4 take 5 actif

Masse 1961 2200 3000
MSS et ETM+ - HRVIR, HRG,

Instruments TM: a diométre HRV Pastel, Vegetation-2,
radiometre Vegetation-1 HRS

Bandes 0,45-0,52 0,45-0,52

Longueur 0,52-0,6 0,53-0,61 0,50-0,59 0,50-0,59 0,50-0,59

d’ondes 0,63-0,69 0,63-0,69 0,61-0,68 0,61-0,68 0,61-0,68

(um) 0,76-0,9 0,78-0,9 0,78-0,89 0,78-0,89 0,78-0,89
1,55-1,75 1,55-1,75 1,58-1,75 1,58-1,75
2,08-2,35 2,09-2,35

Eﬁio'“t"’“ 30 30 20 20 10 (20 MIR)

IR 10,4-12,5 10,4-12,5

Résolution 120 100

(m)

Pan 0,52-0,9 0,50-0,73 0,61-0,68 0,48-0,71

Résolution 15 10 10 5

(m)

Super Pan 0,48-0,71

Résolution 25

(m)

Altitude (km) | 705 705 832 832 832

Cycle (jours) | 16 16 26 26 26

Heure 9h30-10h 10h-10h15

Emprise 180x172  180x172 | 60x60 60X60 60X60

(km x km)

tableau 0.2 : Caracteristiques des familles de satellites Landsat et Spot
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Pleiades-

Nom satellite | Formosat-2 | Sentinel-2 1ab Worldview-2 | Terrasar-X
Famille Sentinel Pléiades
Nationalité Taiwan Europe France USA Allemagne
Deébut 2004 2011 2009 2007
mission
fin mission
statut actif prévu actif actif actif
Masse 764 1200 980 2800 1230
Bandes (um) | 0,45-0,52 0,433-0,453** 0,43-0,55 0,4-0,45
0,52-0,60 0,4575-0,5225 0,49-0,61 0,45-0,51
0,63-0,69 0,5425-0,5775 0,6-0,72 0,51-0,58
0,76-0,90 0,65-0,68 0,75-0,95 0,585-0,625
0,6975-0,7125* 0,63-0,69
0,7325-0,7475* 0,705-0,745
0,773-0,793* 0,77-0,895
0,7845-0,8995 0,86-1,04
0,855-0,875*
0,935-0,955**
1,360-1,39**
1,565-1,655*
2,1-2,28*
(Rrﬁio'““o“ 8 10/20%/ 60** | 2,8 1,85 1(3/18)
Pan 0,45-0,90 0,48-0,83 0,45-0,8
Résolution 5 0.7 0,46
(m)
Altitude (km) 786 694 770 514
Cycle (jours) |5 5 26 1,1 11
Heure 10h30
Emprise 96x110 10x5 /
(km x km) 24x24 290x290 20x20 48/x,110 30x50 /
stéréo 100x150

tableau 0.3 : Caracteristiques des satellites Formosat-2, Sentinel-2, Pleiades, Worldview-2 et Terrasar-X
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1.3. Les données Formosat-2

La figure 0.1 illustre les histogrammes des dates utilisées pour les applications Formosat-2 des
années 2006 a 2010.
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figure 0.1 : Histogramme des images Formosat-2 utilisées

Les images des resultats finaux de classification sont présentes (figure 0.2 a figure 0.6).

Le tableau 0.4 fournit les classes thématiques pour chaque année ainsi que la superficie des
vérités terrain considérée pour 1’apprentissage et pour la validation.

Le tableau 0.5 et le tableau 0.6 fournissent les performances de chaque résultat final de
classification par année (résultat du systeme de Sélection-Classification-Fusion).

Les tableaux (0.7 a 0.9) fournissent respectivement la matrice de confusion classique, la matrice
de confusion avec pondération de probabilités de la méthode Maximum de Vraisemblance et la
matrice de similitude.
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figure 0.6 : Classification finale année 2010

|:| Non classé I:l blé tendre - sorgho - prairie temporaire - gravieres - batti diffus

- feuillus - colza - soja - eau libre - peupliers - surface minerale
- résineux - orge - pois - lac - eucalyptus 2 - mais ensilage
- eucalyptus - mais - jachere_surface gel - bati dense - chanvre - mais non irrigue
’_‘ blé dur - tournesol - friche l_‘ bati ind_surf minerale ’_| pre_prairie permanente
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Surface des 2006 2007 2008 2009 2010

classes (Ha) Appr. Valid. Appr. Valid. Appr. Valid. Appr. Valid. Appr. Valid.
Bati dense 3,90 3,90 3,55 3,55 0,90 0,89 0,90 0,89 1,25 1,25
Bati diffus 3,36 3,36 2,75 2,75 1,77 1,77 1,77 1,77

Bati ind./surf min. 2,22 2,21 1,58 1,58 0,89 0,89 0,89 0,89 6,98 6,98
Blé dur 961,97 961,97 212,27 212,27 461,34 461,34 206,13 206,13 128,49 128,49
Blé tendre 542,06 542,05 463,16 463,16

Chanvre 42,46 42,46 6,85 6,85
Colza 176,04 176,04 88,73 88,72 295,56 295,56 291,94 291,94 39,44 39,44
Eau libre 30,57 30,57 18,58 18,57 29,18 29,17 21,89 21,89 7,58 7,58
Eucalyptus 15,27 15,26 26,28 26,27 27,16 27,16 20,23 20,23 2,07 2,07
Eucalyptus 2 17,79 17,79

Feuillus 108,13 108,13 94,59 94,59 108,37 108,37 107,96 107,96 14,98 14,98
Friche 5,83 5,83 3,53 3,52 421 4,21 32,02 32,01 47,42 47,41
Gravieres 66,41 66,41 46,99 46,98 41,39 41,38 41,39 41,38 2,11 2,10
Jachéeres 541,41 541,41 51,89 51,89 242,13 242,12 278,69 278,69 13,07 13,07
Lac 43,71 43,71 45,89 45,89 31,99 31,99 32,30 32,29 0,23 0,23
Mais 237,20 237,20 187,58 187,58 542,11 542,11 518,65 518,65 78,36 78,35
Mais ensilage 61,25 61,24 53,48 53,48 29,15 29,15 8,81 8,81
Mais non irrigue 13,91 13,90 5,27 5,26

Orge 147,09 147,09 6,22 6,22 204,34 204,33 214,75 214,74 5,34 5,34
Peupliers 15,21 15,21 13,20 13,20 15,21 15,21 23,11 23,10

Pois 45,82 45,82 2,27 2,27 33,18 33,18

Prairie perm. 267,58 267,57 261,75 261,74

Prairie temp. 215,73 215,73 137,06 137,06 306,13 306,13 401,43 401,43 0,42 0,41
Résineux 41,22 41,22 32,66 32,66 42,11 42,11 20,81 20,81 1,22 1,22
Soja 56,97 56,97 2,43 2,43 88,60 88,60 136,76 136,76 7,42 7,42
Sorgho 72,73 72,73 6,55 6,55 59,32 59,32 91,57 91,57 2,44 2,43
Surface min. 1,46 1,45 1,75 1,75 1,75 1,75

Tournesol 476,84 476,84 18,78 18,77 573,88 573,88 796,26 796,26 28,01 28,01

tableau 0.4 : Classes utilisées pour les différentes années avec la superficie des vérités terrain associées en Ha
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2006 2007 2008 2009 2010
AA 94,02 90,43 91,71 94,4 96,01
AP 87,04 84,29 85,58 91,48 96,08
OA 92,23 92,82 88,46 92,36 97,06
Kappa 0,91 0,92 0,87 0,92 0,96
AOQOCI 82,53 78,12 78,58 86,52 92,19
F1 0,9 0,87 0,89 0,93 0,96

tableau 0.5 : Performances globales des résultats finaux des différentes années

Valeur OCl 2006 2007 2008 2009 2010
pour la classe :
Bati dense 54,74 51,04 85,27 86,33
Bati diffus 49,43 58,68 25,96 43,77
Bati industriel/surf minérale 52,14 91,30 82,07 92,09 76,77
Blé dur 94,40 88,83 64,20 84,27 96,69
Blé tendre 60,81 82,97
Chanvre 97,13
Colza 95,25 93,95 95,05 95,91 98,73
Eau libre 98,03 95,11 92,67 97,82 100,00
Eucalyptus 92,67 94,28 72,62 96,34 100,00
Eucalyptus 2 97,20
Feuillus 95,61 96,69 95,80 95,97 99,96
Friche 8,42 33,85 13,51 56,97
Gravieres 99,55 98,15 99,64 99,54 100,00
Jachéres 69,24 57,48 58,63 63,25 66,85
Lac 99,34 98,41 99,76 99,90 100,00
Mais 97,99 97,53 96,88 98,25 99,67
Mais ensilage 98,65 96,58 93,92 99,71
Mais non irrigue 80,91 92,63
Orge 83,77 92,74 78,56 83,27 87,85
Peupliers 98,15 97,48 97,26 96,15 100,00
Pois 97,55 98,03 94,25
Prairie permanente 66,66 54,87 99,81
Prairie temporaire 63,31 71,29 59,00 65,80 80,37
Résineux 97,58 97,26 83,96 97,32 100,00
Soja 94,11 96,05 97,43 97,92 99,83
Sorgho 95,74 97,85 64,69 82,51 98,95
Surface minérale 83,77 88,82 82,82 44,44
Tournesol 94,57 79,24 95,91 93,24 94,14

tableau 0.6 : Performances par classe des résultats finaux des différentes années
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tableau 0.7 : Matrice de confusion en effectif de la classification des données Formosat-2 année 2009 par la méthode ICM

2 g o g o} 2 o = = = = =3 s @ & ZFTo e @ 5 ¢ B3 3T 3 € 338 3 =3

® @ @® & & @ 3 23 = S
béati dense 139 139
bati/surf min 139 139
bati diffus 3 25 28
blé dur 6 3123 412 65 9 145 111 15 86 31 9 4012
blé tendre 14 1419 19129 541 39 723 1159 11 41 25 23101
chanvre 4418 1 28 1 37 27 4512
colza 32 34 22 243 15 776 43 4 16 2 1187
eau libre 4 3323 2 2 2 12 3345
eucalyptus 378 2 5 42 2 4 25 458
eucalyptus 2 2738 2 23 11 2774
feuillus 3 15 16395 342 1 79 1 2 1 16839
friche 34 2 3 24 66 4813 21 11 4 1 7 13 4999
gravieres 18 6448 6466
jachere/gel 117 186 6 42 198 63 141 12 6787 2256 15 72 93 948 168 687 15 219 | 12025
lac 3 542 545
mais 13 6589 242 6 26 1743 181 8800
mais ensilage 1 1 454 4 4 464
mais non irri 12 426 13 2 453
orge 19 2149 212 24 39 562 12611 6 1 111 78 139
peupliers 17 2 8 3557 1 3 1 3589
pois 1 61 2 1 26 85 18 626 2 127 3 952
prairie temp 152 39 415 12 79 137 2646 525 183 12 19654 49 99 6 265 | 24273
prairie perm 21 7 378 3 29 4 11 5 186 2996 4 11 2754 5852 28 63 16 12368
résineux 8 15 41 14 8 1 316 403
soja 4 76 877 552 97 1606
sorgho 4 96 78 1 14 19 61 1 1 1 13843 85 14204
surface min 272 272
tournesol 64 155 12 122 25 6 38 723 6 96 6 19 6 621 58 5767 | 64613
Somme classif 163 146 880 7267 19871 4582 1548 3323 512 2977 16681 15036 6448 8908 542 6764 792 433 14201 3767 632 23420 6071 343 910 18018 447 6807 | 171489
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tableau 0.8 : Matrice de confusion avec pondération de probabilité de la classification des données Formosat-2 année 2009 par la méthode ICM

2 g 2 =3 8 2 ® = = = = 3 = o @ Fo ga @ = ® T3 33 = S a3 3 =gl

@® @ @ & & = @ 2@ = g°
bati dense 4,0 4,0
bati/surf min 2,0 2,0
bati diffus 0,1 58 5,9
blé dur 1214 15,6 15 0,4 4.8 35 0,5 2,1 0,6 0,2 1243,2
blé tendre 0,4 558,2 756 12,6 1,5 25,2 37,9 2,8 8,8 0,4 1403,8
chanvre 187,1 0,0 0,9 1,0 0,6 189,6
colza 0,4 10,3 0,7 825,7 0,4 27,0 1,4 1,3 2,5 0,3 870,0
eau libre 0,1 242,0 0,1 242,2
eucalyptus 1987 01 0,2 1,6 0,1 0,2 1,7 202,6
eucalyptus 2 166,1 0,1 08 04 167,4
feuillus 0,1 0,6 11245 14,0 0,4 35 1,0 1144,1
friche 0,7 0,1 1,3 33 216,7 0,8 0,5 0,1 0,0 0,2 0,2 223,8
graviéres 0,1 612,2 612,4
jachere/gel 2,7 43 0,2 0,5 51 34 73 0,5 326,2 837,0 0,5 2,0 4.8 36,2 8,1 19,3 0,5 4,8 1263,5
lac 398,8 398,8
mais 27833 56 0,2 05 472 37 2840,4
mais ensilage 0,0 185,3 0,1 0,1 185,5
mais non irri 04 19 0,3 0,1 19,8
orge 06 61,9 73 6,0 135 22,9 470,9 2,1 0,0 2,7 1,4 589,4
peupliers 0,7 0,7 0,3 220,0 0,0 0,1 0,0 221,8
pois 0,0 14 0,6 1,2 39 0,2 31,2 3,6 0,8 43,0
prairie temp 34 10,7 11,2 0,5 4,6 6,6 110,6 220,4 58 0,8 7816 19,6 24,8 03 5,7 1206,5
prairie perm 0,1 81 1,0 0,0 0,5 0,3 2,0 68,4 104,4 0,1 0,7 100,8 278,33 0,5 14 04 567,1
résineux 0,2 0,8 2,1 0,4 0,2 0,0 232,3 236,2
soja 0,1 2,8 340,7 13,7 2,1 359,5
sorgho 4,4 3,0 0,0 0,3 0,6 2,2 0,1 0,0 00 4986 2,4 511,6
surface min 9.5 95
tournesol 1,1 6,1 0,4 32 0,6 1,2 25,6 1,7 05 02 1856 14 16919 | 1919,5
Somme clas. 41 2,1 237 18722 7833 190,8 8639 2420 2056 1780 11401 7581 6122 12751 398,8 27892 1926 19,2 521,7 2305 312 9261 3061 2351 3414 8108 13,7 17151 | 166828
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11,5
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25,0

10,9

100,0

11,7

0,2

33
311

0,1

33,9

22,2
29,5

55,4

tableau 0.9 : Matrice de similitude de la classification des données Formosat-2 année 2009 par la méthode ICM
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1.4. Les données Spot-2/4/5

La figure 0.7 illustre les histogrammes des dates utilisées pour les applications Formosat-2 des
années 2006 a 2010.
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figure 0.7 : Histogramme des images Spot utilisée

Les résultats finaux sont présentes (figure 0.8 a figure 0.13)

Le tableau 0.10 fournit les classes thématiques pour chaque année ainsi que la superficie des
vérités terrain considérée pour 1’apprentissage et pour la validation.

Les 0.11 et 0.12 fournissent les performances de chaque résultat final de classification par année
(résultat du systeme de Sélection-Classification-Fusion).
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Superficie des 2006 2007 2008 2009 2010 2011

classes (Ha) Appr. Valid. Appr. Valid. Appr. Valid. Appr. Valid. Appr. Valid. Appr. Valid.
autres gels 2,32 2,28 205,87 205,87

bati dense 4,60 4,56 2,48 2,44 18,68 18,68 0,76 0,72 3,36 3,36 18,68 18,68
bati diffus 9,36 9,32 7,96 7,92 19,64 19,60 0,88 0,84 1,58 1,57 19,64 19,60
bati industriel 6,40 6,36 20,60 20,60 32,48 32,44 10,32 10,32 2,52 2,52 25,64 25,64
blé dur 1688,24 1688,20 521,36 521,32 1354,64 1354,60 78,80 78,76 766,52 766,52 488,00 488,00
blé tendre 735,68 735,64 1116,48 1116,48 1291,06 1291,06

chanvre 3,93 3,92 7,72 7,72
colza 188,76 188,76 228,92 228,92 433,60 433,56 68,80 68,80 322,21 322,21 143,64 143,60
eau libre 74,24 74,20 36,40 36,40 82,60 82,60 61,56 61,52 38,07 38,06 39,96 39,96
eucalyptus 28,28 28,24 27,24 27,24 27,32 27,28 22,48 22,44 11,56 11,56 23,76 23,72
feuillus 449,96 449,92 130,36 130,32 164,12 164,12 98,12 98,08 122,01 122,00 194,92 194,88
friche 5,80 5,80 6,76 6,72 5,76 5,72 1,40 1,40

graviere 40,28 40,24 86,88 86,84 50,36 50,36 41,12 41,08 25,21 25,20 62,96 62,92
graviére ancienne 2,41 2,41

jachere/surf. gel 79,00 78,96 98,08 98,04 16,28 16,24 27,60 27,60

lac 86,60 86,56 65,68 65,64 44,56 44,52 80,32 80,28 48,89 48,89 44,56 44,52
mais 578,68 578,68 127,44 127,40 722,04 722,04 87,32 87,32 466,90 466,90 368,12 368,12
orge 160,08 160,08 146,16 146,16 263,80 263,76 2,36 2,32 211,83 211,82 50,80 50,80
peuplier 15,16 15,16 15,20 15,20 15,20 15,20 18,08 18,04 14,62 14,61 32,48 32,44
pois 27,48 27,48 52,12 52,08 4,04 4,00 24,28 24,28
prairie perm. 77,20 77,20 58,56 58,52 24,84 24,80 13,92 13,92 401,56 401,55 136,32 136,32
prairie temp. 138,68 138,64 86,72 86,68 17,12 17,08 16,80 16,76 48,52 48,52 259,40 259,36
prairie temp. 2 207,32 207,32 48,44 48,40

résineux 92,52 92,48 74,32 74,32 84,72 84,68 43,00 43,00 42,21 42,20 41,72 41,72
soja 30,00 29,96 40,68 40,64 88,24 88,20 9,08 9,08 20,82 20,82 34,40 34,36
sorgho 34,72 34,72 12,72 12,68 102,24 102,20 2,60 2,60 46,54 46,54

surface minérale 14,28 14,28 25,84 25,84 1,72 1,68 1,32 1,32 0,87 0,86 1,72 1,68
tournesol 670,60 670,56 86,04 86,00 1618,80 1618,80 52,08 52,08 684,18 684,18 569,24 569,24

tableau 0.10 : Classes utilisées pour les différentes années avec la superficie des vérités terrain associées (en Ha)
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Indices
(en % sauf 2006 2007 2008 2009 2010 2011
Kappa et F1)
AA 81,67 89,17 89,90 82,90 95,46 92,47
AP 69,78 84,24 84,03 83,55 91,96 92,95
OA 92,26 87,32 88,68 88,22 89,52 93,47
Kappa 0,90 0,85 0,87 0,87 0,88 0,93
AOCI 61,93 76,02 75,57 69,77 88,00 86,07
F1 0,75 0,87 0,87 0,83 0,94 0,93
tableau 0.11 : Performances globales des résultats finaux des différentes années
Valeur OCI 2006 2007 2008 2009 2010 2011
pour la classe :
Bati dense 12,14 43,16 72,65 22,22 96,53 69,75
Bati diffus 57,18 67,15 51,40 22,32 53,40 60,63
Bati industriel 22,24 30,25 92,15 90,08 99,21 95,82
Blé dur 95,53 64,82 73,98 85,41 67,47 94,47
Blé tendre 75,20 65,23 72,52
Chanvre 95,92 98,96
Colza 97,40 91,68 84,98 74,63 97,41 97,64
Eau libre 95,91 90,61 87,90 86,01 99,24 92,41
Eucalyptus 77,81 83,68 82,35 85,09 100,00 88,17
Feuillus 94,51 92,08 89,60 90,27 99,49 93,07
Friche 5,24 29,62 50,62 86,66
Graviere
ancienne 9,34
Gravieres 94,63 90,89 92,69 89,47 98,65 92,95
Jachere 41,07 89,47 77,90 48,34 72,00
Lac 95,94 95,80 96,14 95,27 98,28 93,71
Mais 90,62 86,91 87,76 93,86 92,93 95,80
Orge 60,95 62,56 68,17 43,10 67,05 84,19
Peupliers 86,06 92,13 89,77 69,52 96,51 90,63
Pois 71,06 48,93 65,19 89,55
Prairie 42,03 56,56 86,84 20,47 84,59 56,33
permanente
Prairie temp. 52,31 59,93 39,39 69,23 53,17 59,12
Prairie temp. 2 53,06
Résineux 87,99 93,45 91,22 87,48 98,32 95,24
Soja 34,46 95,87 65,36 96,57 98,70 94,76
Sorgho 26,73 77,62 37,40 89,80 86,35
Sqrf,ace 0,00 96,79 61,22 56,57 91,92 69,05
minérale
Tournesol 91,80 87,16 95,04 90,01 95,25 95,18

tableau 0.12 : Performances par classe des résultats finaux des différentes années
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figure 0.12 : Classification finale année 2010 figure 0.13 : Classification finale année 2011
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1.5. Les données Landsat-5/7

L’emprise des images Landsat utilisées est résumeée a la figure 0.14

, 20090629, 0090622 20100821} 555 20090701
/- ORTHO_SURF.CORR_PENTE ENTE URE. NTE|' ) ORTHO_SURF_.CORR_PENTE

/
</

. Tuile 03-63

Tuile 03-62 Tuile 04-62 Tuile 05-62 Tuile 06-62

figure 0.14 : Emprise des données Landsat utilisées
La figure 0.15 présente le résultat final de 1’occupation du sol des Pyrénées. Un regroupement

de classes a éte effectué afin de pouvoir visualiser facilement les différentes classes thématiques
étudiées.

La liste des classes est présentée ci-dessous :

Classe thématique Classes utilisées

Feuillus Feuillus, Eucalyptus, Peupliers, Chéne, Chataigner, Robinier
Résineux, Pin Sylvestre, Pin maritime, Pin Douglas, Méléze,
Sapin pectiné, Pin noir

Mixte bois Mixte feuillus/résineux, Foret ouverte

Pelouse brune, Pelouse chlorophyllienne, Mixte pelouse (4),
Landes a fougéres, Landes buissonnante, Landes mixte, Landes

Résineux

Végétation naturelle et arbres dispersés, Landes et pelouse, Lande et roche, Friche
montagne, Friche buissonnante, Garrigue parsemée, Garigue
dense
Blé dur, Blé tendre, Colza, Orge, Mais, Tournesol, Vigne,

Cultures \

Jacheres
Surfaces herbées Friche, Prairie temporaire, Prairie permanente, Bocages
Eau Eau libre, Lac, Océan, Graviéres

Bati dense, Bati diffu, Surface minérale, Sable, Roche nue,
Calcaire nu, Grés rouge
Divers Ombre, Neige

Surface minérale
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figure 0.15 : Occupation du sol des Pyrénées a partir d’images Landsat 5 et 7
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1.6. Les données Pléiades-1

Des classifications supervisées ont pour la premiére fois été réalisées sur la zone Sud-Ouest a
partir d’images Pléiades de résolution 70cm. Seulement deux dates sont disponibles : une image
du 23/03/2012 (figure 0.16) et une autre du 09/11/2012 (figure 0.17). Les classifications ont été
effectuées sur la zone commune aux deux images. Cette zone commune a pour taille 32786
lignes sur 14802 colonnes soit une superficie de 23780 hectares.

figure 0.16 : Composition colorée (fausses couleurs) figure 0.17 : Composition colorée (fausses couleurs)
de la zone commune : date de Mars 2012 de la zone commune : date de Novembre 2012
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2. Applications et collaborations
2.1. Apport de la télédétection en géologie

Conclusion des auteurs de ce travail réalisé en partenariat avec le Cesbio, auteurs Mme
Hammad Nabila et Mme Boussada Nawel.

L’¢évolution de la géologie a largement bénéficié des techniques de télédétection et de traitement
d’image. L’étendue des terrains d’étude, les conditions climatiques tres rudes, et ’acces limité
aux affleurements (reliefs escarpés, masqués par des recouvrements) et les durées de missions
limitées, sont des problémes courants lors des travaux de recherches et rendent souvent
I’information géologique et structurale inaccessible, hétérogéne et discontinue.

Pour pallier a ces problémes, 1’utilisation de données de télédétection aérienne et spatiale peut
constituer une source d’information trés appréciable qui apporte aux géologues, de toutes
spécialités confondues, une information nouvelle et différente, qui élargit I’angle de vue
autrefois limité par ces contraintes multiples.

En géologie, les images de télédétection montrent le terrain d’une maniere globale, ce qui
facilite I’identification de grandes structures (failles, limites lithologiques).

De ce fait, elle permet d’enrichir la cartographie géologique et notamment de détecter de
nombreux linéaments, et de caractériser certaines lithologies.

Cependant, I’analyste doit toujours tenir compte des limites de cette technique, en relations avec
les propriétés spectrales et spatiales des données dont il dispose, et de la nature du terrain sur
lequel il travaille (présence de patine et recouvrement en domaine désertique ou de couvert
vegétal en contexte tropical et humide).

I1 est a noter que, malgré I’apport non négligeable de cette technique, la télédétection reste une
source d’information qui doit €tre vérifi¢e, validée et complétée 